GPS, avagy general problem solving az Occam borotvája elv mentén 
(GPS, or general problem solving based on Occam’s razor)

Pitlik László, My-X team

Kivonat: A modellezés eredménytermékei nem lehetnek tetszőlegesen egyszerű elvek mentén generált megoldások, mert a céltalanság tétele, a túltanulás veszélye kockázatként értelmezendő. Az itt bemutatott megoldás a konzisztencia fogalmának nem érveléstechnikai, hanem hasonlóságelemzési megközelítését mutatja be a Solver-re mindvégig, mint egy fajta következtető rendszerre támaszkodva.
Kulcsszavak: hasonlóságelemzés, konzisztencia, céltalanság tétele, anti-diszkriminatív modellezés
Abstract: The products of modelling processes may not be generated based on arbitrary simple principles, because the risks through the theory of aimlessness and/or overfitting should always be managed. The solution presented here and now tries to model the phenomenon “consistence” in the frame of similarity analyses and not in the parallel way of classic argumentation techniques. This solution uses the Solver–modul as a kind of inference machine.
Keywords: similarity analysis, consistence, theory of aimlessness, anti-discriminative modelling
Bevezetés

A PhD-dolgozatok (ill. TDK-dolgozatok) egyik eredményterméke a modell. Általában egy dolgozatban csak egy-egy modell kerül publikálásra ahelyett, hogy számos alternatív megoldás kapcsán a legjobb modell matematikai ideálját is megalkotná a szerző és ennek alapján hirdetne végső győztest. Például a neurális hálók esetén a négyzetes hiba minimalizálása után kapott legjobb megoldásról előre tudni lehet, hogy ez általában túltanulási effekteket fog felmutatni, vagyis előre tudható, hogy nem ez illene, hogy a legjobb megoldás legyen – mégis publikálásra kerülnek ezen részeredmények, a túltanulás elleni küzdelem minden jele nélkül.

A megoldás
Bármilyen témakörben készítendő szimulátor számára inputokat (vagyis előrejelzéseket) adni képes, közel univerzális stratégiai és numerikus közelítést megengedő keretrendszer (GPS - general problem solver) bemeneti jele mindenkor egy objektum – attribútum - mátrix (OAM: http://miau.gau.hu/myx-free/index.php3?x=iq). 
Ezen OAM előállítása mindenkor a háttéradatbázisokban betárolt nyers és származtatott adatok alapján történő manipuláció formájában elsődlegesen SQL-problémaként értelmezett kihívás, ahol a sorok az objektumok, melyek itt és most, vagyis előrejelzések esetén pl. idősávokat (hosszabb távon pl. modellezési stratégiákat, tér-idő-részleteket, de időben is értelmezhető egyéb jelenségeket pl. embereket, csoportok, gépeket, rendszereket, stb.) jelenthetnek. A GPS-közeliség egyik rugalmassági tényezője tehát az, hogy az objektumok bármik lehetnek.
Az OAM oszlopai az attribútumok (változók, szempontok, tényezők, indikátorok, jelenségek, stb.). Bármilyen jelenség, mely mérhető (megfigyelhető) lehet attribútum, függetlenül attól, vajon milyen gyakorisággal frissül. Ennek következtében az OAM objektumai nem lehetnek tetszőleges rövid időintervallumok, hiszen legalább egy attribútumnak a kiválasztott idősávon belül frissülnie kell, s lehetőleg nem csak a mérésnek kell megtörténnie fizikailag, hanem a rendszerben elvárható változékonyság alapján a jelenségnek magának is illik változni ezen időintervallumon belül. A GPS-jelleg másik hajtóereje az attribútumok közel tetszőleges mibenléte. 

Az OAM celláiban tehát az adott idősávon adott jelenség kapcsán mért nyers érték (pl. hőmérséklet), vagy valamilyen nyers értékek alapján származtatott adat (pl. hőérzet/wind-chill) áll. Az OAM-ban bármi lehet X(i) és Y, függetlenül attól, vajon mik az ok-okozati elképzelések szakértői/szakirodalmi szinten a jelenségkör egyes változóinak egymással való kapcsolatáról. Amennyiben előrejelzésről beszélünk, akkor az Y egy olyan idősáv adata kell, hogy legyen, melyet az Xi adatok minden egyes esetben időben megelőznek (pl. Xi = mai átlagos hőmérséklet, szélirány, szélerősség, páratartalom, ill. max. hőmérséklet ingadozás, stb. /// Y = az utolsó méréstől számított 24. órában mérendő vízállás adott ponton a hálózatban).
Az OAM sorainak száma az idő múlásával folyamatosan nő. Tanulni ezen tanulási mintán lehet tesztelés nélkül is (vö. konzisztencia-vezérelt tanulás: http://miau.gau.hu/miau/111/chf30.doc), és lehet teszteléssel együtt is. A legjobb modellezési stratégia kiválasztása kapcsán tehát nem csak triviális modellhiba-jelenségeket lehet minimalizálni (vö. back propagation), hanem egy önmagában is több rétegből álló modell esetén a részeredmények konzisztenciáját is lehet maximalizálni.
A tesztelés (általában) kényszerűen az utolsó X rekord kell, hogy legyen. A tanulás a maradék rekordok azon része, ahol az Xi vs. Y időtáv még/már érvényesíthető. Nem igaz általában, hogy a több adat pontosabb becslést eredményez, ezért a tanulási minta hossza az öntanuló rendszer egyik lehetséges paramétere, ennek újabb rugalmassági tényezője.
A tanulás és a tesztelés kapcsán a túltanulás, vagy a túlszimplifikálás ellen egyszerre kell védekezni. A védekezés kétféleképpen képzelhető el: vagy adott modellezési stratégián belül optimalizálunk, vagy stratégiák között választunk. Az előbbit elvileg illene, hogy minden modellezési iskola támogassa (bár nem teszi feltétlenül), míg az utóbbihoz speciális anti-diszkriminatív keretfeltételeket kell teremteni (vö.http://miau.gau.hu/miau/185/occams_razor_finetuned.doc). 
Az anti-diszkriminatív modellek alapja is egy OAM. Az objektumok a versengő modellezési stratégiák legjobbnak vélt modelljei, az attribútumok a modellezés során elkövethető hibajelenségek. A modellezés célja: keresni azt a stratégiát, mely esetén a lehető legtöbb jó tulajdonság áll fenn egyszerre a versenytársakhoz képest. Az anti-diszkriminatív modellezés elsődlegesen olyan matematikai megoldásokat keres, ahol minden versengő modell lehet másként egyformán értékes. Ha ilyen nincs, akkor kényszerűen egy/több versengő modell jobb lesz, mint a többi - remélhetőleg hitelesen (vö. szignifikánsan).
Ha minden modell egyformán jó, akkor a becslés a modellenként kapott értékek eloszlásából kell, hogy következzen. Ha van egy/több győztes, akkor a becslés egyre szűkülő intervallumba esik. Egy győztes modell esetén sem pontszerű a végeredmény! Ha nincs validált győztes, akkor a helyzet ugyanaz, mintha minden modell másként lenne egyforma.
A szimulátorral kezelendő szakmai kérdések esetén nem anti-diszkriminatív modellek, hanem ún. termelési függvények generálása az elsődleges feladat. Ezek a termelési függvények tetszőlegesen sokféle modellezési stratégia mentén keletkeztethetők: pl. regressziós megoldások, neurális hálózatok, hasonlóságelemzések, stb. 
Minden stratégián (modellezési iskolán) belül önmagában is tetszőlegesen sok alternatív megoldás képzelhető el (pl. regresszió: lineáris, ...., polinomiális, stb. ), neurális hálók (pl. rejtett rétegek száma, aktivációs függvények mibenléte, stb.), hasonlóságelemzés (pl. additív, multiplikatív, stb.).Az összes felvállalt modell-alkotási eljárás eredményeként előáll a fentebb részletezett anti-diszkriminációs modellezés OAM-ának objektumainak halmaza.
Az anti-diszkriminatív modellezés attribútumai a potenciális hiba-definíciók: abszolút hiba, négyzetes hiba, korreláció, rangsorkorreláció, iránytartás, stb.

Az összehasonlítás (stratégiai adaptáció) felvállalt modellezési iskolákkal szemben fontos elvárás, hogy minden egyes alkalmazni kívánt eljárás saját forráskód keretében legyen megalkotható és ne függjön a rendszer licencektől, verzióváltásoktól. Így a dobozolt üzleti intelligencia megoldások inkább ötletadók, mint sem integráns rendszerelemek.

A felvállalásra méltó modellezési stratégiák a rendelkezésre álló adatok és az előrejelzendő probléma jellemzőitől függenek (vö. pl. csak bináris input vs. csak folytonos skálán ábrázolt input, vegyes input, ill. véletlenszerű/szezonális változások léte).
A GPS-jellegű magrendszer tehát

· tartalom-független
· önellenőrző
· stratégiai és numerikus approximációt kínáló megoldás.
A rendszer létrehozásának lépései:
1. az első OAM oszlop-fejlécének véglegesítése, mely kapcsán az egyes változók definíciója és értelmezési intervalluma is automatikus adott kell, hogy legyen
2. a táblázat feltöltése véletlen számokkal az értelmezési intervallumokon belül
3. az első Xi / Y felosztás megadása, mely meghatározza az előrejelzési kérdés mibenlétét
4. a lehetséges modellezési stratégiák kiválasztása egyenként, inkl. az első stratégia-függő modellek levezetésének lépései
5. a tény-becslés (inkl. tanulás és tesztelés) eltérésekre érvényes mutatószámok véglegesítése
6. az első antidiszkriminációs OAM létrehozása a modellek terv-tény összehasonlításai alapján
7. az első legjobb modell kiválasztása
8. visszalépés a termelési függvényt elváró OAM-⁠hoz és új OAM generálása
9. iteráció
Elárható eredmények:
· mindenkor lesz becslés a feltett kérdésre
· mindenkor lesz minősítése a becslésnek
· a legjobb modellt adó stratégia időről időre változhat
· a tény-becslés mutatószámok hullámzó approximációt mutatnak egymáshoz képest...
Demo

A http://miau.gau.hu/miau/207/gps_layers.xls címről letölthető demo logikája:
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1. ábra: a véletlen számokból álló OAM (forrás: saját ábrázolás), ahol O(i) = objektumok, A(j)= attribútumok, Y az éppen függő változónak tekintett attribútum, mértékegység: nincs
A demo érdekében tehát kijelölésre került egy jelképes adattömeg a táblázatkalkulációs szoftverek véletlen-szám-generátora alapján (jelen esetben 10-99 közötti értékekkel).

A demo állományba a következő megoldások kerültek bele véletlenszerűen:
· lineáris regresszió az abszolút modellhiba-minimalizálás mellett Solver támogatással

· lineáris regresszió a négyzetes modellhiba-minimalizálás mellett Solver támogatással
· saját fejlesztésű monoton additív aggregációt használó neurális hálózat az abszolút modellhiba-minimalizálás mellett Solver támogatással

· saját fejlesztésű monoton additív aggregációt használó neurális hálózat a négyzetes modellhiba-minimalizálás mellett Solver támogatással

· saját fejlesztésű monoton multiplikatív aggregációt használó neurális hálózat az abszolút modellhiba-minimalizálás mellett Solver támogatással

· saját fejlesztésű monoton multiplikatív aggregációt használó neurális hálózat a négyzetes modellhiba-minimalizálás mellett Solver támogatással

· saját fejlesztésű monoton multiplikatív aggregációt használó neurális hálózat az abszolút modellhiba-minimalizálás mellett Solver támogatással

· saját fejlesztésű nem monoton additív aggregációt használó neurális hálózat a abszolút modellhiba-minimalizálás mellett Solver támogatással

· saját fejlesztésű nem monoton additív aggregációt használó neurális hálózat a négyzetes modellhiba-minimalizálás mellett Solver támogatással

A beválasztott megoldások indoka: véletlenszerű választás, hiszen bármilyen (akár hibridizált, vagyis az alapmegoldások valamilyen kombinációjaként előálló) olyan alakzat bevonható (lett volna), melyre a Solver keretében paraméter-becslés várható el:
A Solver-ről
A Solver itt egy fajta következtető gép szerepében tetszeleg – teljes joggal. Az elemző felvázolja az alternatív megoldástípusokon keresztül azon rendszerkereteket, melyekről adott pillanatban rendelkezésre álló tudása alapján el tudja képzelni, hogy helyes/védhető. 
Ezt követően a Solver a megkapott becslési (egyenletrendezési) feladatot saját hatáskörben megoldja, vagyis további programozás, makro-írás már nem szükséges. 

Önjáró megoldás esetén a Solver képességeit saját fejlesztésű központi rutinnal kell kiváltani, vagy gondoskodni kell megfelelő licence-megoldásokról.

A Solver is csak közelítő megoldásokat általában, de ez a „hiba” rendszer szinten minden modelltípust egyszerre terhel.

Az Occam borotvája logikáról

Ahhoz, hogy alapvetően hibaminimalizálás keretében kialakított alternatív megoldások között racionálisan választani lehessen, több értékelési tényező egyidejű bevonása szükséges. Ezen modellhibák itt és most a következők voltak:
· learn-abs = abszolút tanulási hiba (a becslések és a tények objektumonkénti távolságának abszolút értéke) - (minél kisebb, annál jobb a modell)

· learn-q = négyzetes tanulási hiba (a becslések és a tények objektumonkénti távolságának önmagával képzett szorzata) - (minél kisebb, annál jobb a modell)

· learn-pearson = Pearson-féle rangsor korreláció a tanulás tény és becslési adatai között - (minél nagyobb, annál jobb a modell)

· test-abs = abszolút teszt hiba (a becslések és a tények objektumonkénti távolságának abszolút értéke) - (minél kisebb, annál jobb a modell)

· test-q = négyzetes teszt hiba (a becslések és a tények objektumonkénti távolságának önmagával képzett szorzata) - (minél kisebb, annál jobb a modell)

· test- pearson = Pearson-féle rangsor korreláció a teszt tény és becslési adatai között - (minél nagyobb, annál jobb a modell)

A tesztelés jelen esetben a demo-OAM utolsó három sora volt „véletlenszerűen” választva.

További potenciális hibadefiníciók:

· korreláció a tény és a becslés vektorok között tanulási és teszt esetben (minél nagyobb, annál jobb a modell)

· szórás a tény-becslés eltérések között (minél kisebb, annál jobb a modell)

A hibadefiníciók iránya (vagyis a minél/annál alakzatok hatása a modelljóságra) triviálisan következik a hiba fogalmából: minden, ami hiba, minél kevesebb, annál jobb. Minden, ami azonosságot/hasonlóságot mér a tények és a becslések között, minél nagyobb, annál jobb logikát kell, hogy kövessen a tanulás-vezérlés során.

Az Occam borotvája elv az objektumok és a modellhibák/hasonlóságok rendelkezésre állása után már csak az anti-diszkriminatív értékelés elvének alkalmazását várja el: 
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2. ábra: A versengő modellek előnyösségi térképe az értékelési szempontok rangsor-nézete alapján (forrás: saját ábrázolás / demo.xls)
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3. ábra: A többlépcsős megoldás a minden objektum másként egyforma elv kikényszerítésére (forrás: saját számítások / demo.xls), ahol a solver-alapú és az online elemző keretrendszerből (http://miau.gau.hu/myx-free/coco/index.html / Y0) kinyerhető stabilabb megoldás konzisztencia-jelzése alapján a legjobb modell a nem monoton összefüggésekre következtetni engedő abszolút hibát minimalizáló modell.
A ki-vigyáz-az őrzőkre elv a legjobb modell kiválasztása során is megengedne több alternatív értékelő modellt, melyeket ismét csak több alternatív értékelő modell értékelhetne – a végtelenségig. Operatívan azonban valahol a real time jelleg megőrzése érdekében az elvileg végtelen konzisztencia-vizsgálatot már az első szinten is el lehet szakítani, mert a jelenlegi anti-diszkriminatív modell önmagában többrétegű konziszetencia-kezelésre képes (pl. a validitás vizsgálata a tagadás tagadása, vagyis a függvény-szimmetria elvén alapul).

A 3. ábrán a becslés maximuma adja meg a legjobb modellt. A két potenciális győztes becslési értéke 1004.6 pont (vö. nn-add-q és nn-mcm-abs), melyet a zöld kód színereje is mutat.

A demo.xls-ben nem csak solver-alapú megoldás készült, hanem alternatívaként online hasonlóságelemzések is. Ezek és a solveres megoldások homogenitása az nn-mcm-abs esetében volt a legnagyobb, így a LP-jellegű közelítések alternatíváinak eredőjeként ez a modell-típus tűnik itt és most a leginkább kiegyensúlyozottnak.

Vita

A bemutatott megoldás sikere a versengő objektumok mibenlététől függ elsődlegesen. Ez pedig egyelőre emberi döntés kérdése. Számos tanulási tapasztalat alapján az emberi intuíció kiváltható lehet a háttérben felismerni vélt részösszefüggések robotokkal való következetes feltárásának mechanizmusaival.

Következtetések

Az ismertetett megoldás olyan minimálisan elvárható minőségbiztosítási szint, melyet minden modell kapcsán kötelezően alkalmazni kellene. Ezen GPS-jellegű megközelítés jelenleg egy triviális know how, mely szerepe a tudományfejlődésben csak annyi, mint egy szálkának a köröm alatt az egészségügyi politikák optimalizálása során: foglalkozni kell vele, mert beláthatatlan következményekkel jár a felismerés kanonizált rendszerbe való be nem integrálása. 
A fenti elvek (ill. ezek adaptációjának) bevonása a modellezési folyamatokba lehetővé teszi ezek automatizálását, vagyis a kutatóknak nem az egy-egy megoldás előállítására, hanem a modell-tenyészetek fenntartására kell innentől koncentrálniuk. A modell-tenyésztés az evolutív modellezés speciális esete. Míg a celluláris automaták esetén csak a rendszer állapotfejlődései lehetnek evolutívak, addig a genetikus algoritmusoktól már elvárható, hogy a legjobb celluláris automata modellt legyenek képesek kitenyészteni. Ehhez azonban a modellhibák aggregálásán, vagyis a konzisztencia logikai szintű leképezésén át is vezet út, mint ahogy erre a demo állomány tételesen is példát ad.
Előzmények

· http://miau.gau.hu/miau2009/index.php3?x=e0&string=otka
· https://www.google.hu/search?q=aimlessness+site%3Agau.hu 
