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1	Einführung





	Am Lehrstuhl für Agrarinformatik an der Universität Gödöllõ wurde in den letzten Jahren eine Reihe von KI-Methoden entwickelt (vgl. Generatormodell), die in der Lage sind, komplexe (hauptsächlich Prognose-) Probleme automatisch zu modellieren. Die Erfahrungen im Unterricht zeigen jedoch, daß diese (komplexe, kombinatorische, heuristische) Art der Modellierung - trotz der wettbewerbsfähigen Genauigkeit - von Seiten des Anweders nur schwerlich zu akzeptieren ist. Daher wurden die neuen Schwerpunkte im Bereich der einfacheren Modellstrukturen (z.B. WAM, Fallvergleichende Klassifikation) gesetzt. 


	Die fallvergleichende Klassifikation ist eine der am meisten vom Anwender akzeptierten Techniken des Problemlösens. “Das menschliche Problemlösen beruht bei weitem nicht nur auf der Auswertung von Regel-Wissen. Zur Lösung komplexer Probleme stützt man sich vielfach auf die gesammelte Erfahrung und zieht daher Problemlösungen heran, die in der Vergangenheit für ähnlich gelagerte Probleme bereits entwickelt wurden. [Pohlmann, 1994, ZAI Heft 3.].


	Die neuesten Techniken wurden für allgemeine Prognosezwecke entwickelt und zunächst anhand von Börsendaten (Devisen und Aktien) getestet. Es wurde jedoch auch geprüft, wie weit diese Art der Modellierung für klassische landwirtschaftliche Aufgabestellungen anzuwenden ist.


	Die Ergebnisse mit komplexen und einfachen Modellstrukturen weisen eindeutig darauf hin, daß zwar die einfacheren Modelle mit ihren restriktiven Strukturen vom Anwender weit mehr akzeptiert werden, als die quasi-black-box-Strukturen, das eigentliche Problem liegt jedoch weiterhin im Bereich der Zielsetzung. Man weiß ja kaum anhand von ex-post-Analysen, welches von zwei alternativen Modellen in Zukunft als richtiger anzusehen ist.





2	Ähnlichkeitsanalyse und automatische Entscheidungsfindung





	Beinah alle Entscheidungsprobleme sind auf Prognoseaufgaben zurückzuführen. Ohne zu wissen (zu ahnen), was in Zukunft passieren wird, können richtige Entscheidungen nur zufällig getroffen werden. Für jede Entscheidung gilt ja, daß sie nur unter bestimmten (bewusst gesuchten oder unbewusst vorausgesetzten) Umständen (Zukunft) richtig sein kann. 


	Zur Festlegung von möglichen (“sehr” wahrscheinlichen) Zukunfts-perspektiven können - kombinatorisch gesehen - unendlich viele Alternativlösungen (Modelle, Funktionen, Zuordnungen) in Frage kommen.


	Komplexe Modellstrukturen setzen eine Liste von bereitgestellten Einflussfaktoren (Variablen) und zugelassenen Operationen (Addition, Multiplikatiion, etc.) voraus und die Algorithmen kombinieren diese Komponenten solange, bis - anhand der vorgegebene Gütekriterien - eine Art “extrem gute” Lösung entsteht. Hierfür gibt es zahlreiche “Tricks”, die für die Suche nach der besten Zuordnung zwischen Inputs und Outputs sinnvolle und schnelle Wege anbieten (vgl. Generatormodell).


	Im Gegensatz dazu können einfache Modellstrukturen so gesichert werden, daß die zugelassene Komplexität der Formel auf die Grenze der Übersichtlichkeit reduziert wird. Hierfür lassen sich wiederum mannigfaltige Techniken entwickeln.


	Die einfacheren Modellstrukturen können unter anderem eine Art induktiv erstelltes Expertensystem abbilden (wie bei WAM: s. Bericht über die Anwendungen und Erfahrungen des Generatormodells, Poster, 17. GIL-Jahrestagung, Berlin, 1996.) oder auf die Ähnlichkeiten der bereits vorgefallenen Fälle zurückgreifen (vgl. CBR). Diese Techniken sind nach Erfahrung einfach den Studenten beizubringen und können relativ schnell akzeptable Ergebnisse liefern.





	Die angekündigte Technik basiert also auf den Ähnlichkeiten von vergangenen Situation-Folge-Paaren. Zunächst werden anhand von vorgegebenen Einflussgrössen Matrizen konstruiert, in denen die Spalten die Attribute, die Zeilen die Fälle beschreiben. Die Reihenfolge der Zeilen muss zeitlich geordnet sein (vgl. Zeitreihen).
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Tabelle 1: Struktur der Ausgangsdaten





	Im weiteren muss eine Ähnlichkeitsfunktion ausgewählt oder (sogar) generiert werden. Die Ähnlichkeitsfunktion hat die Aufgabe, parallel in der Tiefe (Zeit) und in der Breite (Attribute) nach Mustern zu suchen, bzw. Mustern zu identifizieren. In einem einfachen Beispiel könnte es so aussehen, daß die Attribute die täglichen Aktien-Schlusskurse sind und die Zeilen folglich die Tage darstellen. Die Ähnlichkeitsfunktion vergleicht dann z.B. 30-Tage-Muster miteinander, in denen sich drei mögliche Werte (positiver Trend von heute bis morgen, keine Änderung, negativer Trend) wiederspiegeln und sucht schliesslich passsende Musterpaare heraus. Somit lässt sich die Frage beantworten: Welches Zeitintervall ähnelt am besten dem letzten 30-Tage-Muster. Wie die Ähnlichkeit numerisch beschrieben wird, ist quasi willkürlich. Die Ähnlichkeitsfunktion ist also ein verstecktes Modell. Die Ähnlichkeitsfunktion ist im Fall von Börsenanalysen dafür verantwortlich, daß man durch eine hohe Ähnlichkeit eine solche Vergangenheitssequenz finden kann, deren Folgesequenz das zukünftige Börsengeschehen am richtigsten wiederspiegelt. Die Ähnlichkeitsfunktion kann also beliebig einfach oder komplex sein. Das Prognosemodell bleibt an sich von der Komplexität der Ähnlilchkeitsfunktion - laut Benutzeraussagen - unbetroffen, da die allgemeine Logik verständlich bleibt. 


	Nachdem eine Folgesequenz festgelegt wurde, können noch deren Modifikationen vorgenommen werden. Hierfür braucht man eine ähnliche Ausgangstabelle wie oben, in der die Folgesequenzen die Rolle der Input-Attribute übernehmen und die neuen Folgen anhand der tatsächlichen und prognostizierten Kursänderungen abgeleitet werden. Eine solche Fallsammlung erlaubt die gleiche Vorgehensweise wie vorab. Hierbei wird die Frage beantwortet: Wie sollen die “rohen” Prognosesequenzen geändert werden, falls bekannte Änderungsstrategien vorliegen.


	Alle diese Schritte können vom Anwender per Hand gesteuert oder durch die bereits geschilderte kombinatorische Vorgehensweise für Funktionsgenerierung automatisch abgeleitet werden.


�
	Sobald eine endgültige Prognosesequenz vorliegt besteht die Möglichkeit anhand dieser Sequenz die Kauf-Verkauf-Strategie zu formalisieren. Die sog. “autonom adaptiv agents” (AAA) sind zunächst so zu simulieren, daß adaptive Prognosen anhand von festen Entscheidungsregeln bewertet werden. Falls die Entscheidungsregeln parametrisiert vorgegeben werden, kann die Anpassung auch bei den Regeln Schritt für Schritt durchgeführt werden. Diese ähnlichkeitsbasierte Technik kann bereits in Excel vom Anwender selber ausgearbeitet werden.


	Die Algorithmen zur automatischen Entscheidungsfindung können sich auf parametrisierten Regeln basieren. In diesem Fall besteht die Möglichkeit die Parametersetzung zu optimieren. Die ex post optimierten Parameter sind auch in der Zukunft plausibel zu verwenden. Anhand von tatsächlichen (bereits bekannten) Kursverläufen und anhand von zukünftig passenden (getesteten) Parameterwerte lassen sich Fallsammlungen aufbauen, die mit CBR-Techniken verarbeitet werden können. Als Ergebnis entstehen solche Parameterwerte, die in einer konkreten Situation dem Anwender besagen, nach welcher Kauf-Verkaufstrategie die Prognosewerte am besten zu interpretiren sind.





3	Ergebnisse





Die Erfahrungen mit Studenten und mit Projektpartnern weisen darauf hin, daß die allgemeine kombinatorische Vorgehensweise bei der Modellierung nur dann akzeptiert wird, wenn die Lösungsalternativen einer Aufgabestellung anhand von eindeutigen Gütekriterien zu bewerten sind. Realistische Aufgabestellungen, wie Prognoseaufgaben besitzen jedoch keine exakten Gütekriterien. Somit weiss der Anwender nie, warum eine Lösung nicht optimal ist. Wenn zusätzlich auch noch die Modellstrukturen dem Anwender “mystisch” erscheinen, gibt es keine Möglichkeit, eine Art menschliche Lerneffekte in den Prozess der Entscheidungsfindung einzubauen.


Die einfachen Modellstrukturen (z.B. CBR) sichern den Anwendern realistische Prognosemuster, da hier die bereits vorgefallenen “Zick-Zack-Muster” als Grundlage der Prognosen dienen. Somit können die Prognosen auf extreme Situationen, auf schnelle Änderungen oder aber auf stabile Märkte hindeuten, wenn so etwas in der Fallsammlung einmal vorgekommen ist. Ausserdem können gleichzeitig mehrere Folgekomponente mit ihren gegenseitigen Abhängigkeiten abgebildet werden. Diese realitätsnahe Darstellung der Ergebnisse verbessert die Akzeptanz der Prognosen bei den Anwendern.


Falls mehrere Stufen bezüglich der Komplexität der Prognoseergebnisse den Anwendern angeboten werden (z.B. nur Trends, auch Kurven, Rangfolge von Entscheidungsalternativen, “optimale” Kauf-Verkaufstrategien) lassen sich keine eindeutigen Verhaltensmuster feststellen. Es gibt Entscheidungsträger, die konkrete trendbezogene Fragen haben. Sie brauchen keine tieferen Analysen. Es gibt eine andere Gruppe von Entscheidungsträgern, die gern konkrete Kurven sieht und versucht auf eigene Faust Strategien zu entwicklen und es gibt Anwender, die sich quasi blind auf maschinelle Entscheidungen stützen,wenn Ihnen die methodischen Hintergründe akzeptabel erscheinen.


Die Erfahrungen mit automatisch generierten Kauf-Verkauf-Strategien anhand von Prognosen deuten darauf hin, daß das maximal erreichbare Profitniveau ex post beliebig gut (100 %), und auch in Zukunft ziemlich gut (60-70%) approximiert werden kann.


�
4	Schlußfolgerungen





	Die kombinatorische Vorgehensweise bei der Modellierung von Prognoseaufgaben erlaubt vielseitige und plausible Modelle zu entwicklen. Falls den verwendbaren Komponenten des kombinatorischen Raumes Grenzen gesetzt werden, können einfache Modellstrukturen gesichert werden. 


	Automatisch erstellte Prognosen lassen sich anhand von parametrisierten Regeln verarbeiten, so daß lezten Endes eine vernüftige und adapative Kauf-Verkauf-Strategie vorliegt.


	Durch Objekt-Attribut-Wert-Triplets können bei nah beliebige Probleme für mehrstufige Ähnlichkeitsanalysen vorbereitet werden. Die kombinatorische Vorgehensweise bei der Modellierung kann für Prognoseaufgaben als eine Art GPS (General Problem Solver) aufgefasst werden. Durch vielseitige Automatismen und anhand von beliebigen Restriktionen bei der Definition des kombinatorischen Raumes können einfache oder komplexe, aber plausible Modellstrukturen gesichert werden. All diese Techniken sind im Unterricht leicht in Excel zu demonstrieren und einfach den Studenten beizubringen.





	Im Poster werden einerseits konkrete Zahlen und Strukturen der Ähnlichkeitsanalyse (CBR) andererseits einige Möglichkeiten der automatischen Entscheidungsfindung (AAA) dargestellt.
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