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Einführung

Die Informationen werden durch Verarbeitung der Daten gewonnen. Somit wird die Güte der Informationen durch die Qualität und Menge der Ausgangsdaten sowie durch die Verarbeitungsmethode bestimmt. Im Fall einer konkreten Problemstellung werden zunächst alle erreichbaren Daten gesammelt, welche letzten Endes für alle potentiellen Problemlösungsalgorithmen gleichwertig zur Verfügung stehen. Infolgedessen hängt die Qualität der Informationen allein vom Verarbeitungsmechanismus ab. Aus diesem Grund stellt sich die Frage: Welche Methode muß problemspezifisch eingesetz werden, um die besten Informationen anhand der gleichen Datengrundlage generieren zu können? Zur Beantwortung der Frage wird zunächst eine Fallstudie kurz dargestellt, um im zweiten Teil des Beitrages sowohl die Unterschiede als auch die Analogien der Methoden prüfen zu können.

Teil I. - Die Fallstudie

Anhand einer konkreten Datenbasis der FAO wurden 4 Methoden zur Schätzung der Jahresentwicklung von Weizenproduktion, -export und -import unterschiedlicher Länder eingesetzt. Die angewandten Methoden waren:

SYMBOL 183 \f "Symbol" \s 10 \h
Trendanalyse,

SYMBOL 183 \f "Symbol" \s 10 \h
Markov-Kette,

SYMBOL 183 \f "Symbol" \s 10 \h
Neuronales Netzwerk,

SYMBOL 183 \f "Symbol" \s 10 \h
Funktionsgenerator.

In der Dissertation von ZELEKE (1994) wurden die Datengrundlagen mit folgender Datenstruktur angegeben:
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Tabelle 1: Die Struktur der Ausgangsdaten

Tabelle 1 zeigt die Zeitreihen in drei Bereichen (Produktion, Export, Import) sowie pro Bereich in 11 Ländern (10 Länder mit dem größten Volumen und gesamtweltmenge). Die konkrete Frage lautete: Sinkt oder wächst die Produktion, der Export und der Import eines Landes im nächsten Jahr?

Zur Verarbeitung dieser Daten wurden in der Dissertation von ZELEKE zwei Methoden (die Trendanalyse und die Markov-Ketten) eingesetz. Die Trendanalyse ermöglichte im Fall jedes einzelnen Landes die beste Funktion und somit die wahrscheinlichste Richtung der Änderungen bei der Produktion, beim Export und Import von 1991 auf 1992 zu ermitteln. Anhand der Markov-Ketten konnten wiederum - bereits pro Bereich - konkrete und somit auch tendentielle Produktions-, Export- und Importmengen für das Jahr 1992 geschätzt werden. Aufgrund der prognostizierten und der tatsächlich eingetroffenen Änderungen von 1991 auf 1992 konnten die Übereinstimmungen und die Trefferquoten der Prognosen berechnet werden.

Es wurden also 33 Objekte (3*11) untersucht. Auf die binäre Frage, ob eine Änderung positiv oder negativ sein wird, kann bereits anhand einer Zufallswahl eine Trefferquote um 50% (16.5/33) erwartet werden. Im Gegensatz dazu ergaben die Prognosewerte der Trendanalyse eine Übereinstimmungsquote zwischen den prognostizierten und tatsächlich eingetroffenen Änderungen um 15/33, d.h. unter 50%. Die gleichberechnete Trefferquote lag bei den Markov-Ketten bei 16/33, d.h. wiederum unter 50%. Da die Gütewerte so dicht an der 50%-Grenze lagen, hätte eine Inverse-Transformation - das heißt statt negative Änderungen konsequent positive zu nehmen - kaum zu besseren Ergebnissen geführt.

In Kenntnis dieser Ergebnisse ließ sich die Frage formulieren: Worauf sind die niedrigen Trefferquoten zurückzuführen? Als Antwort können zwei Optionen angenommen werden: Unzureichende Datengrundlagen oder methodische Probleme.

Um dieses zu entscheiden, wurden von mir zwei weitere Methoden (ein neuronales Netzwerk und den Funktionsgenerator) eingesetzt. Das neuronale Netzwerkprogramm stützt sich auf das Back-Propagation-Verfahren und läßt sich durch die Anzahl der versteckten Knoten, durch die Lernrate und durch weitere Vorgaben an das jeweilige Problem anpassen. Der Funktionsgenerator wurde als eigenes Produkt entwickelt, mit dem Ziel, bisher noch unbekannte Funktionsformen zu Prognosezwecken zu bestimmen.

Es wurde also erwartet, daß anhand der neuesten Verfahren wesentlich bessere Trefferquoten erzielt werden können und somit die Option der unzureichenden Datengrundlagen wiederlegt werden kann.

Zur Durchführung weiterer Prognosen wurde die in Tabelle 1 dargestellte Datenbasis quasi verdoppelt, so daß zum Lernen das Jahr 1991 und zum Test das bisher untersuchte Jahr 1992 gewählt wurde. Die drei Bereiche (Produktion, Export, Import) wurden als selbständige Variablen mit Optionen (0, +1, -1) in die Datenbasis aufgenommen. Somit entstanden zwei Matrizen jeweils mit 11*33 Datenpositionen.

Im Fall des neuronalen Netzwerkes konnten die Anfangsparameter zur Steuerung des Lernprozesses bereits nach 3 Versuchen so eingestellt werden, daß das Lernen problemlos ablaufen konnte. Während des Lernens waren verschiedene, sinkende Fehlerniveaus festgelegt, bei denen die Trefferquoten sowohl für die Lernobjekte als auch für die Testobjekte berechnet wurden. Parallel zu der Fehlerminderung konnten selbstverständlich immer bessere Trefferquoten im Fall der Lerndaten registriert werden. Letzten Endes blieb nur eine einzige Fehlklassifikation übrig (Trefferquote=32/33). Im Gegensatz dazu schwankte die Trefferquote für die Testdaten im Intervall von 15-16, das heißt wiederum unter 50%.

Anhand der gleichen Datenbasis, wie beim neuralen Netzwerk wurde die Funktionssuche auch mit dem Funktionsgenerator durchgeführt. Nach 5 Versuchen lag eine Lösung vor, bei der sowohl für die Lerndaten als auch für die Testdaten eine gleichrichtige Trefferquote um 22/33 berechnet wurde. Ähnliche Genaugkeitsunterschiede konnten auch in anderen Problembereichen (wie Wetterprognose, Kursprognose, usw.) zwischen den neuronalen Netzwerken und dem Funktionsgenerator beobachtet werden.

Aufgrund dieser Ergebnisse konnte die Erklärungsoption der unzureichenden Datengrundlage verworfen werden.

Teil II.

Bezogen auf die erwähnte Fallstudie sollte die Frage formuliert werden: Wodurch unterscheiden sich die Methoden? Bevor aber nach Unterschieden gesucht wird, sollten die Analogien der Prognosemethoden dargestellt werden. Diese lassen sich in vier Punkten zusammenfasssen:
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Zum ersten wird eine Datenbasis benötigt.

SYMBOL 183 \f "Symbol" \s 10 \h
Gleichzeitig muß auch der Bereich der zu untersuchenden Funktionen bestimmt werden.

SYMBOL 183 \f "Symbol" \s 10 \h
Parallel dazu wird eine Fehlerdefinition festgelegt, welche die Rangfolge der potentiellen Funktionen bestimmt.

SYMBOL 183 \f "Symbol" \s 10 \h
Zum Schluß wird nach der besten Funktion gesucht.

Jeder dieser Punkte läßt sich in den Ablaufschemen der Methoden indentifizieren. Die Unterschiede der Methoden bestehen darin, wie die Datenbasis, der zu untersuchende Funktionsbereich sowie die Fehlerdefinition und das Suchverfahren konkret in einer Methode gestaltet wird.

Der erste und vierte Punkt sind angesichts der Erfolgsraten der Methoden weniger relevant. Zu einem Vergleich wird einerseits immer die gleiche - bzw. anders formuliert: eine maximale - Ausgangsdatenmenge benötigt. Andererseits führen die grundsätzlichen Optionen der Suchverfahren -das heißt die zielgerichtete und die zufallsgesteuerte Suche - kaum zu einer unterschiedlichen Genauigkeit der Prognose. Diese Situation ähnelt stark dem Verhältnis zwischen der linearen Programmierung und der Monte-Carlo-Methode.

Im Bereich der zu untersuchende Funktionen können bereits wesentliche Unterschiede zwischen den einzelnen Methoden auftreten. Die Funktionen bestehen hauptsächlich aus Operatoren und Variablen. Die Anzahl der potentiellen Funktionen ist unendlich viel, da z.B. die Länge der Variable-Operator-Sequenzen nicht limitiert ist. Welche Funktionen aus dieser unendlichen Menge tatsächlich durch ein Verfahren geprüft werden können, weist auf einen der wichtigsten Unterschiede der Methoden hin.

Wie die ersten drei Methoden in der Fallstudie funktionieren ist bereits bekannt. Im vierten Verfahren, im Funktionsgenerator werden die Funktionen anhand folgenden Ablaufschemas aufgebaut:

Abbildung 1 zeigt, daß die Funktionen mit Hilfe eines Zufallszahlgenerator aus zufallsgemäß ausgewählten Variablen und Operatoren aufgebaut werden können, so daß zur Grundlage der Ergänzung oder Verbesserung immer die bisher beste Konstruktion angenommen wird. Diese Vorgehensweise läßt sich mit den Begriffen der Evolutionsstrategie und der heuristischen Suche vergleichen. Somit kann der unendliche Raum der potentiellen Funktionen durch und durch abgesucht werden. Dies ermöglicht bisher noch unbekannte Funktionen zu definieren und für Prognosezwecke zu benutzen.

Was die Fehlerdefinition, als eine der wesentlichen Grundlagen der Unterschiede zwischen den Methoden betrifft, ist zu sagen, daß die Fehlerminimierung als generelle Strategie verfeinert werden sollte. Es gibt nämlich keine einzige Fehlerdefinition, die eine parallele Fehlerentwicklung der Lern- und Testobjekte allgemeingültig sichern könnte, da z.B. nicht bekannt ist, wie fehlerhaft eine Prognose anhand der vorgegebenen Daten bleiben muß. Fehlerlose Lösungen sind meistens ausgeschlossen. 

Diese Situation stellt Abbildung 2 dar. Die ideale Fehlerentwicklung wird durch eine monotone Linie symbolisiert. Ein realistischer Verlauf kreuzt die ideale Linie sogar mehrmals. Das Fehleroptimum befindet sich dort, wo die durchschnittlichen Fehlermengen für Lern- und Testobjekte gleich und minimal sind. Die Lösungen, die durch ein Fehleroptimum charakterisiert werden, verkörpern mit hoher Wahrscheinlichkeit keine über- oder unterspezialisierte Wissensform. Die in der Funktion abgebildete Wissensmenge kann folglich von der Vergangenheit auf die Zukunft mit einem kalkulierbaren Niveau übertragen werden. Das Fehleroptimum läßt sich sogar automatisiert suchen. Die Wahrscheinlichkeit - allein anhand der Lerndaten auch für die Testdaten eine quasi Null-Fehler-Lösung zu finden, ist äußerst gering einzuschätzen. Die erläuterte Vorgehensweise ermöglicht den maximal erklärbaren Anteil des Modellfehlers annähernd zu bestimmen. Somit ergibt sie die Grundlagen eines allgemeinen Bewertungssystems der Methoden.

Es bleibt nur noch die Frage offen, auf welcher Skala (Nominal-, Ordinal-, Intervallskala,...) der Fehler gemessen werden soll? Es können nämlich Kontingenzkoeffizienten, Ähnlichkeiten der prognostizierten und tatsächlichen Rangfolgen sowie absolute Unterschiede berechnet werden, bei denen jede Möglichkeit etwas anderes über das Verhältnis zwischen den Prognosen und Tatsachen beschreibt. Um richtige Entscheidungen treffen zu können, wird die absolute Prognosegenauigkeit nicht benötigt. Es reicht bereits, die Rangfolge der Alternativen richtig bestimmen zu können.

Die optimale Fehlerdefinition, welche eine parallele Fehlerentwicklung für Lern- und Testdaten möglich macht, existiert also nicht. Infolgedessen können die potentiellen Funktionen und auch die Methoden nur schwerlich bewertet werden. Aus diesem Grund kann niemand wissen, welche Methode und Lösungsalternative problemspezifisch und langfristig zu den besten Prognosen führen wird. Wenn aber eine Methode eine größere Menge von Alternativen nach dem "besten" Zusammenhang durchsucht, ist es umso wahrscheinlicher, daß eine bessere Lösung gefunden wird, angenommen, daß diese Funktion überhaupt existiert.

Zum Schluß ist es wichtig zu erwähnen, daß sich die kausalen Zusammenhänge, die Ursache-Folge-Beziehungen eines zu untersuchenden Systems durch komplexe Strukturen, wie ein neurales Netzwerk oder eine Funktion des Funktiongenerators automatisiert nur begrenzt abbilden bzw. kontrollieren lassen, obwohl eventuell reelle Anwendungschancen aufgrund der hohen Trefferquoten im Test entstehen. Dies weist darauf hin, daß dem Prinzip der Kausalität in Zukunft nicht unbedingt Vorrang gegeben werden sollte.
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