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Sehr geehrte Damen und Herren,





in dem folgenden Vortrag “Möglichkeiten der automatischen Wissensakquisition zur maschinellen Erzeugung von informationellen Mehrwerteffekten” möchte ich Ihnen eine pragmatische Konzeption darstellen, die über eine Alternative der neuronalen Netze berichtet.





Folie 1





Möglichkeiten der automatischen Wissensakquisition 


zur maschinellen Erzeugung von informationellen Mehrwerteffekten





Gliederung





1	Einleitung 		Der Mensch kann ohne Vorhersagen nicht zielbewußt handeln.





2	Definitionen 		Wissen = Fähigkeit, Fragen zu beantworten





3	In medias res 		Wissensakquisition = Kombinatorik + zielgerichtete Suche





4	Regelgenerator 	Auf die logischen Operatoren beschränkt





5	Funktionsgenerator 	Computergerechte numerische Operator-Variablen-Ketten





6	Pattern-Generator 	Statistik mit neuem Leben gefüllt





7	Future-Generator 	Gleiche Ausgangsdaten für viele Fragen








1	Einleitung





Als Einleitung und Ausgangspunkt möchte ich zunächst den bereits in vielen wissenschaftlichen Arbeiten ausführlich diskutierten Gedanken “Der Mensch kann ohne Vorhersagen nicht zielbewußt handeln” noch einmal betonen. Die hierbei angesprochenen Vorhersagen oder Zukunftsbilder werden anhand von Modellen abgeleitet und dienen in der Praxis zur Bewertung von Entscheidungsalternativen. 





Die Bildung der Modelle ist meistens eine intuitive Aufgabe der Betroffenen. Wenn jedoch diese Aufgabe formalisiert und dadurch für die Computer zugänglich gemacht wird, können wir in die Bewertung der Modellbildung den Begriff des informationellen Mehrwertes mit einbeziehen.





Falls die von uns injizierten, aber maschinell erstellten Modelle die Aufgabe der Modellbildung schneller aber gleich richtig lösen können, als wir Menschen selbst, entstehen die erwünschten Zukunftsbilder kostengünstiger. Wie gut komplexe Aufgabenstellungen maschinell zu handhaben sind, kann uns das vorbildliche Beispiel der Schachcomputer deutlich zeigen.





Nach dieser kurzen Einführung nun zurück zu der Gliederung: Wie auf der Folie zu sehen ist, möchte ich nach der Erläuterung der grundlegenden Definitionen meine zentrale These Wissensakquisition = Kombinatorik + zielgerichtete Suche zu untermauern versuchen, um danach die Umrisse der aufgelisteten vier Verfahren skizzieren zu können.





2	Definitionen





Damit kommen wir bereits zu den Definitionen. Um das Erwecken falscher Hoffnungen in diesem nach Zukunftsmusik klingenden Problemfeld zu vermeiden und die eventuellen Mißverständnisse aus dem Weg zu räumen, müssen bereits hier am Anfang die grundlegenden Begriffe definiert werden. Dabei soll uns die nächste Folie behilflich sein:





Folie 2





Definitionen





Primäre Definitionen





Wissen		=	Fähigkeit, Fragen zu beantworten


Frage		=	Was ...(Outputs)... ist, wenn ...(Inputs)...?


Antwort	=	Zusammenhang (Modell, Funktion) zwischen Inputs und Outputs


Inputs		=	Bekannte Zustände


Outputs	=	Mögliche Zustände (Folgen)


Fähigkeit	=	Entdeckungsprozeß der Zusammenhänge (Methoden)


Ziel		=	Den besten Zusammenhang möglichst automatisch zu finden





Sekundäre Definitionen





Funktion	=	Besteht aus Operatoren, Variablen, Parametern (Konstanten)


			Der kombinatorische Raum der Operator-Variablen-Ketten, als 


			potentielle Funktionstypen ist unendlich groß.


“Beste”	=	Keine exakte Definition ist vorhanden, da die sog. Fehlerlosen 


			im Lernen nicht zwangsläufig die Besten im Test sind.


			Annäherung: Lernfehler solange minimieren, bis der Testfehler damit


			tendentiell parallel läuft (s. Abbildung).
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3	In medias res





Damit sind wir genau auf den Schwerpunkt der Problematik gestossen. Die Abbildung zeigt uns, wie sich die Richtigkeit der anhand der Lern- und Testdatensätze nacheinander aufgefundenen Zusammenhänge tendentiell ergibt. Die Kurven bestehen grundsätzlich aus Punkten, nur wegen der Darstellung der Entwicklungstendenzen habe ich hierfür Linien abbilden lassen. 


Die Lernkurve zeigt eine monotone, zeitlich immer langsamer werdende Annäherung an der Grenze der Fehlerlosigkeit, da die Suche nach einer Fehlerminimierung strebt. Im Gegensatz zur Lernkurve verläuft meistens die Testkurve nur teilweise parallel mit der Lernkurve. 


Welcher Zusammenhang schließlich als optimal zu erachten ist, kann - wie gesagt - exakt nicht beantwortet werden. Zwei miteinander verknüpfte Regelmäßigkeiten sind jedoch nach Erfahrungen mit neuronalen Netzen und den eigenen Verfahren mit großer Wahrscheinlichkeit anzunehmen:





Die im Lernen fehlerlosen Zusammenhänge können bereits längst überspezialisiert sein und somit zu unakzeptablen Testergebnissen führen.





Die im Lernen gleichrichtig erscheinenden alternativen Zusammenhänge können eine beachtliche Streuung bezüglich des Testfehlers aufweisen.





Theoretisch gesehen ist die Aussage über die unscharfen Ziele der Suchverfahren dadurch zu bestätigen, daß die vorhandenen Lerndatensätze, als Teilmenge der möglichen Kombinationen von den Eigenschaften der übrigen Kombinationen quasi beliebig abweichen können, d.h. die Repräsentativität anhand einer räumlichen oder zeitlichen Teilmenge ist ohne Kenntnisse über die Zuordnungen im ganzen kombinatorischen Raum nicht zu sichern. In dem Spezialfall, in dem die Formalisierung der Zusammenhänge anhand einer vollständigen Datensatzreihe erfolgt, kann als Bewertungskriterium natürlich das Fehlerlosigkeitsprinzip eingesetzt werden.


Nachdem die provokative Aussage: “man weiß nur selten genau, wonach man sucht” noch einmal betont wird, stellt sich in Ihnen wahrscheinlich die Frage, warum ist es dann sinnvoll, Suchverfahren zu konstruieren? Die auf Erfahrungen basierende Antwort lautet: Die anhand von irgendwelchen Annäherungslösungen festgelegten Zusammenhänge sind in der Lage, zu praxisrelevanten Ergebnissen zu führen, die zwar nicht optimal, aber immerhin existent sind. 





Die in den Generatormodellen verwendeten Annäherungslösungen lauten wie folgt:





Wähle den Zusammenhang, der die besten Testergebnisse hat, oder eine Stufe vorsichtiger;


Wähle den Zusammenhang , bei dem die durchschnittlichen Lern- und Testfehler gleich sind.





Die Fehlerdefinitionen (Zielfunktionen) hierfür können beliebig komplexe Kriterien sein, die sogar die Kausalitätsmerkmale mit einbeziehen.





Folie 2 zurück





Damit kommen wir zur zentralen Aussage des Vortrages: die Wissensakquisition läßt sich - basierend auf der Kombinatorik und der Suchverfahren - formalisieren.





Die Kombinatorik findet in der Formalisierung der Wissensakquisition zweifach ihre Anwendung. Zum ersten muß der kombinatorische Raum der Zustände definiert werden. Dies ist zu tun, wenn die sog. abhängigen und unabhängigen Variablen, d.h. die Outputs und die Inputs und deren Gültigkeitsbereiche (oder Optionen) anhand von systemtheoretischen Überlegungen festgelegt werden. Der kombinatorische Raum der möglichen Zustände ist theoretisch unendlich groß. Die Anzahl der jeweiligen Beobachtungen ergibt die zum Lernen und Testen zur Verfügung stehenden Datensätze. Die Datensätze können häufig als eine Objekt-Attribut-Matrix angesehen werden. Die Definition der Variablen und deren Optionen ist ein Ergebnis menschlicher Entscheidungen.





Zum zweiten muß der kombinatorische Raum der potentiellen Zusammenhänge (oder Funktionstypen) angegeben werden. Dies erfolgt dadurch, wenn auch die möglichen Operatoren und Parameterarten neben den bereits definierten Inputvariablen festgelegt werden. Die Anzahl der möglichen Funktionen ist wiederum unendlich groß, da z.B. die Länge der Operator-Variablen-Ketten theoretisch unbegrenzt ist. Die Art und Anzahl der Operatoren wird durch menschliche Aussagen bestimmt. Die kombinatorische Behandlung der Operator-Variablen-Ketten erlaubt uns, bislang noch nicht untersuchte Funktionstypen zu prüfen.





Das Ziel der Wissensakquisition lautet, wie gesagt: Suche den besten Zusammenhang!





Es fehlt nur noch ein Maßstab oder eine Zielfunktion, die über jeden möglichen Zusammenhang besagt, wie gut dieser ist. Somit ergibt sich eine Grundlage zum Vergleich der Zusammenhänge und letzten Endes zur Auswahl der besten Zuordnung zwischen Inputs und Outputs. Ein solcher Maßstab, oder Bewertungskriterium ohne vorhandene Ideallösungen zu definieren, gehört wiederum zur intuitiven Vorarbeit des Menschen.





Folie 4 - Abbildung
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Falls alle Voraussetzungen (eine Datenbasis, der Raum der potentiellen Funktionen und ein Bewertungssystem) gegeben sind, die schließlich eine vom Menschen formulierte Hypothese darstellen, steht einem automatischen Suchvorgang nichts mehr im Weg. Um jedoch die Unendlichkeit des Suchraumes bewältigen zu können, müssen Konzepte ausgearbeitet werden, die besagen, wie ein Suchvorgang “intelligenter” als die reine Zufallssuche zu gestalten ist. 


Die Suchkonzeption der eigenen Generatormodelle sichert eine relativ kurze und zielgerichtete Suche dadurch, daß immer die bisher beste Funktionskette zur Grundlage der weiteren Modifizierungen angenommen wird. Die Erfahrungen spiegeln die theoretische Erwartung wider, nach der eine Ergänzung (oder Modifizierung), welche eine Fehlerminimierung ermöglicht, immer existieren soll, wenn die Komplexität der Ergänzungen unbeschränkt ist. 


Die Schnelligkeit der Suche ist durch gewisse Techniken zu sichern, die dafür verantwortlich sind, daß die Operatoren immer eine aktive Wirkung auf die Rangfolge der Zusammenhänge auslösen.





Der Erfolg der Suchvorgänge ist hauptsächlich davon abhängig, wie plausibel die Rahmenbedingungen vom Menschen definiert wurden. Hierbei soll jedoch die Suchtechnik einen wichtigen Beitrag leisten, und zwar, daß die Suche nie in eine Sackgasse kommt, sondern sich eine monotone Fehlerminimierung - möglichst zielgerichtet - durchführen läßt.





Die Alternative der neuronalen Netzen heißt also: kombinatorische Aufbau von Operator-Variablen-Ketten, die quasi als Messanger-RNS im Prozeß des Wissenstransfers fungieren.





Damit komme ich zum letzten Punkt meines Vortrages, in dem die Spezifikationen der einzelnen Verfahrenprototypen kurz vorgestellt werden.





Folie 5-6-7-8





Regelgenerator





Inputs = Objekt-Attribut-Matrix (z.B. Betriebe mit Kennzahlen)


Operatoren = beschränkt auf die logischen Operatoren


Outputs = Regeln (Verknüpfen von Kennzahlen: WENN... UND ... DANN ...)


Ziel = Klassifikation der Betriebe nach Erfolg


klassische Methode: Systematisches Ausprobieren der möglichen Regeln und deren Kombinationen aufgrund von Koeffizienten zur Klassifikationsbewertung





Misch-Methode (GAM): Bilden von Aktivitäten (A) - z.B. hohe Eigenkapitalanteile wirken meistens positiv auf den Erfolg des Betriebes -, die beschreiben, welche Konklusion (+,-, gleichzeitig als Operatoren) pro Attribut wahrscheinlicher ist und Gewichten (G) sowie Verknüpfen der Aktivitäten zur Erhöhung der Kraft der Klassifikation








Funktionsgenerator





Inputs = Objekt-Attribut-Matrix


Operatoren = computergerechte numerische und logische Funktionen


Outputs = Operator-Variablen-Ketten


Ziel = Maximieren der auf die Testdatensätze übertragbare Richtigkeit des Lernens


Methode = Bilden von Operator-Variablen-Ketten parallel einer Fehlerminimierung


Anwendungsbeispiel = Ertrags-, Wetter-, Kursprognose











Pattern-Generator





Inputs = Objekt-Attribut-Zeit-Matrix


Operatoren = einerseits wie bei Funktionsgenerator und andererseits der komplexe Algorithmus eines statistischen Zeitreihenanalyseverfahrens


Outputs = Funktion von Operator-Variablen-Ketten, als Erzeuger von künstlichen Zeitreihen und Funktionen der jeweiligen Zeitreihenanalyse


Ziel = Erhöhen der Analysefähigkeit (Genauigkeit) der statistischen Verfahren durch die Bildung von künstlichen Zeitreihen aufgrund der Funktionen des Funktionsgenerators


Methode = Verbinden zweier Techniken unter einer gemeinsamen Fehlerminimierungstrategie


Anwendungsbeispiel = Prognose von Produktions- und Handelstendenzen ausgewählter Länder und Produkte, Wetter- und Kursprognosen





Future-Generator





Inputs = Objekt-Atribut-Zeit-Matrix


Operatoren = wie im Funktionsgenerator


Fragestellung = Wie könnten anhand von gleichem Datenmaterial über die Vergangenheit diverse Attribute der Zukunft mit Werten belegt werden?


Vorarbeit = Da hierbei die Objekte die gesuchten Attributswerte sind, muß das Datenmaterial anhand der Koordinaten der jeweiligen Fragenfelder und der Erklärungsfelder relativiert werden.


Outputs = Funktion anhand der Erklärungsfelder und deren relativierten Koordinaten


Ziel = Ausnutzen der Erklärungskraft jedes Vergangenheitsdatums und Ausnutzen analoger aber partieller Fragestellungen zur Erhöhung der Kontrollierbarkeit der Funktionen


Methode = gemeinsame Fehlerminimierung von mehreren partiellen Fragen nach der Vorgehensweise der Funktionsgenerierung


Anwendungsbeispiel = Prognose von Produktions- und Handelstendenzen ausgewählter Länder und Produkte, Wetter- und Kursprognosen





Zum Schluß möchte ich noch einmal betonen: Wenn man weiß, wonach man sucht, dann läßt sich diese Aufgabe mit hoher Wahrscheinlichkeit automatisieren. Anhand von den dargestlleten Operator-Variablen-Ketten können solche Modelle innerhalb von kurzer Zeit erstellt werden, die bislang den Kern von vielen wissenschaftlichen Arbeiten ergaben. Dadurch sollte in Zukunft ins Zentrum der Forschung - anstelle der mühsamen Bildung von Modellvarianten - endlich deren zu Unrecht vernachlässigte Verifikation und Validation gestellt werden, wodurch die Forschung zur Praxis einen Schritt näher rücken kann, und dies wäre als einen wichtigen informationellen Mehrwerteffekt anzusehen.





Vielen Dank für Ihre Aufmerksamkeit!


