NN az evapotranspiráció előrejelzésében
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Bevezetés

Jelen tanulmány kutatási témája a kőzetgyapot-rendszerű növényházak öntöző- tápanyag-adagoló rendszereinek vezérlés-informatikai támogatása. A növényház legfontosabb belső környezeti tényezőinek - pl.: megvilágítás, hőmérséklet, páratartalom - végtelen számú kombinációja létezik. A vezérlés kulcskérdése, hogyan tudjuk véges számú ismert eset alapján megjósolni a növény víz- és tápanyag-felhasználását a jövőben bekövetkezhető új, eddig ismeretlen  kombinációk esetén.  Az esetleges túlbecslés víz- és tápanyag-pazarlást eredményez, az alulbecslés pedig terméscsökkenéshez, szélsőséges esetekben a növény kiszáradásához vezethet.

Az eddig széles körben felhasznált becslési módszerek közül sok esetben fizikai, ill. más egyenletek kézi illesztése kerül alkalmazásra. Sajnos ezek a növény fejlődése, az évszakok váltakozása és más tényezők miatt folytonos újra-paraméterezést igényelnek. Ez hosszadalmas munkával jár, ahol már a tesztelés előtt gyakran a következő újra-paraméterezés is szükségessé válhat. Ezen okok késztettek az alternatív módszerek keresésére.

A dolgozatomban egy neuronhálózatokon alapuló automatizált előrejelzési módszert kívánok bemutatni és egyben értékelni. A tanulmány első része betekintést ad a mesterséges neuronális hálózatok világába, bemutatja az esetgyűjtemények alapján történő tanulást, a konkrét hálózatok általánosítási, becslési és következtetési mechanizmusait.

A második rész konkrét mérési adatok alapján történő növény- és termoközeg-párologtatás előrejelzését írja le, különböző típusú és felépítésű mesterséges neuronhálózatok segítségével. A hálózatok a megvilágítás, a hőmérséklet, a levegő relatív páratartalma öntőzés pillanata és az  növény kora alapján a növény és a termőközeg párologtatását modellezik. Vizsgálom a háló tanulás eredményességét és pontosságát. És végül, értékelem az előrejelzés helyességét szintén a növényházban történt konkrét mérési adatok alapján.

Az előforduló nyelvi hibákért, amelyek minden igyekezet ellenére esetlegesen fellelhetők a szerző az olvasó szíves megértését és elnézését kéri.

1.1. A kutatási feladat 

Képzeljünk el egy komplex, ismeretlen rendszert. A rendszer állapota gyakorlati mérések által bizonyos pontossággal meghatározható. Az állapotát befolyásoló tényezők többsége ismert, értékük mérések útján számokkal kifejezhető. Ennek ellenére a konkrét összefüggés a befolyásoló tényezők - inputok - és a rendszer állapota - output - között ismeretlen.

Ilyen rendszernek tekinthetünk egy Venlo típusú növényházat, a benne fejlődő paradicsom palántákkal. A rendszer lényeges mutatója minden időpontban az evapotranspiráció (vö.§2.12.1 [22.oldal]) mértéke. Az evapotranspiráció egyrészt az öntözővíz felhasználás leglényegesebb komponense, másrészt ismert, hogy a szerves része - transpiráció - jól tükrözi a növények anyagcsere intenzitását.

Stanghellini (1987), Hamer (1997) nyomán mondható, hogy a fiatal paradicsom növény fotoszintézise közvetlen összefüggésbe hozható a megvilágítás közben mért transpiráció intenzitásával. Ilyen módon megjósolható, és esetleg a kívánt irányba befolyásolható a növény és a termés fejlődésének mértéke (Stanghellini, 1987).

A kutatási feladat egy ilyen konkrét rendszer modelljének felépítése és vizsgálata. Jelenleg számos transpirációs modell ismert. A legtöbb - Penman egyenlete alapján - összefüggésbe hozza a transpirációhoz szükséges energia mennyiségét és az elérhető energiát az adott körülmények között mérhető tényleges transpirációval. Mivel a környezeti tényezők változása és a növény válasza (transpiráció változás) között mindig bizonyos idő késés lép fel (válaszidő), ezért a Penman alkalmas lehet nemcsak a modellezésre hanem nagyon rövid távú előrejelzésre is. Sajnos a használata többfajta nehézséggel jár. 

A Penman egyenletén alapuló becslés nagyon pontos értéket ad egy sík, homogén, egyenletes hőmérsékletű, színű és felületi nedvesség-eloszlású, szabályos geometriai test esetében, különösen ha álló, esetleg laminárisan ömlő levegőbe van bemerítve. Valódi, élő növény párologtatása esetén gyenge összefüggést ad, többek között a növény szabálytalan alakja, a párologtató felület eloszlása valamint a legtöbb esetben figyelmen kívül hagyott, nehezen modellezhető víztranszport, anyagcsere- és vízgazdálkodás, sztomatikus ellenállás jelenségek miatt. A konvencionális megoldások többsége válaszul addicionális paramétereket vezet be az egyenletbe, amelyek meghatározása formális módon munkaigényes, hosszan tartó, és értékes kutatói munkát vesz igénybe. 

A feladat így egy automatizált paraméterezés, komplex szimulációs módszer alkalmazási lehetőségeinek vizsgálata. 

1.2. Hasznosság

A neuronális hálózatok technológiája egy új szemű a gyakorlati problémák megoldásának. Az amerikai és japán ipari területeken már használják a neuron hálózatokat a mozgó kép feldolgozás, azonosítás és robot technológia területeken. Az európai - különösen a közép- és kelet európai - ipar még koránt sem használja olyan széles körben a neuronális hálózatokat annak ellenére, hogy Európában is magas szintű kutatások folynak a területen. Mindezért nagy a technológiai szakadék a neuronhálók szakemberei, a neuron hálózatok elméleti kutatói között és a gyakorlati megvalósítással próbálkozó szakemberek között. E tanulmány tárgya gyakorlati modellezési problémák megoldása neuronális hálózatok segítségével, ami - ha csak csekély mértékben is, de – remélem hozzájárul a szakadék áthidalásához. Elkészítés közben törekedtem arra, hogy az akceptálhatóság növelése érdekében  egy általános betekintést nyújtsak a mesterséges neuronális hálózatok birodalmába, valamint konkrét feladatokon keresztül - mint az evapotranspiráció előrejelzése, vagy a szinuszos összefüggés modellezése - vizsgálom meg az egyes hálózati struktúrák képességeit. 

2. Mesterséges neuronális hálózatok irodalmi áttekintés alapján

 Neuronos információfeldolgozás 

A jelenlegi munka témája az információfeldolgozás az ember által alkotott neuronális hálózatok segítségével. Azért alkalmaztam ezt a kifejezést, hogy jelezzem, az alapötletet az élő rendszerek biológiája szolgáltatta, ami azonban nem jelenti azt, hogy valódi biológiai neuron hálózatokkal foglalkozik. Az idegrendszer modellezése teljesen más kutatási terület. Bár a jelen tanulmányban néhányszor említek biológiai analógiákat, az elsődleges témám a mesterséges neuronális hálózatok képességei a valódi objektum (növénycsoport evapotranspirációja) modellezésében, bennértve azt, hogy hogyan képesek a kívánt eredményt produkálni. Lehetne azon elmélkedni, hogy a “neuron” szót ki kellene iktatni az informatika területéről, mint biológiai kifejezést, bár jelenleg történelmi okok miatt erősen kötődik e területhez. Ebben a munkában legtöbbször megpróbálom elkerülni a biológiai kifejezések használatát ha az nem biológiai értelemben történne, így a neuron és a szinapszis helyett a legtöbb esetben az “egység” és az “összeköttetés” fogalmakat fogom használni.

2.1.  A neuron hálózatokról általában 

A neuron hálók jelenlegi kutatási területe több rokon és távolabbi tudomány szféráját egyesíti. Ezek között megemlíthető a párhuzamos információ feldolgozás, hálózat elmélet, neuronális informatika, neurobiológia és a mesterséges intelligencia kutatás. Ezen területek közös vonása olyan információ feldolgozási módszer megalkotásának a vágya, amely a biológiai idegrendszerek minőségét megközelíti. Egy érdekes és tömör definíció szerint (Alexander és Morton, 1990) [Ref. 1. str. 15 NNA]  a neuron hálózatok olyan rendszerek, amelyek adaptálódó csomópontokból állnak és példákból való tanulás által képesek tárolni és felhasználhatóvá tenni a tapasztalati tudást. Ezt a definíciót figyelembe véve a neuron hálózatok kutatási területe sok, gyakran nagyon eltérő rendszert és megoldást tartalmaz, amelyek közül néhány fajtát valójában máshova sorolnék. Másrészt, annak ellenére, hogy jelentős előrelépés vehető észre a hagyományos digitális informatikához képest, a definíció utal egy korlátozott és gyakorlatias beállítottságra e tudományterületen. Ebből is látható a szakadék a komplex biológiai rendszerek és a mesterséges konstrukció között.

2.1.1. Háló tulajdonságai

A neuron hálók alap ötlete: az egyszerű alkotóelemek használata, amelyek korlátozott bonyolultságú információ-feldolgozási lépésre képesek, lényegében az agysejtek egyszerűsített modelljei. Ezeket az elemeket kapcsoljuk össze strukturált módon egy hálózatba. A kapcsolatok természete és erőssége meghatározza a háló viselkedési karakterisztikáját. Ezeket a kapcsolatokat adaptív módon módosítjuk úgy, hogy a fenti definíciók szerinti tulajdonságokat elérjük.

A neuron hálók egy alapvető tulajdonsága a hiányos vagy elferdített információk alapján történő induktív “gondolkodás” képessége. Ilyen információk pl. a zajos mérési eredmények egy kőzetgyapot rendszerű növényházban (§2.12.2 [23old.]). Az induktív “gondolkodás” példája az ilyen hiányos információk alapján történő többnyire helyes következtetés (§3.5 [34old.] és §3.6.2 [42old.]). Ez a tulajdonság együtt jár a teljesítmény javulással, ha a hálózat működés közben tanul a folyamatosan megjelenő input-output adatokból, különösen olyan esetekben, ahol valódi, rendszeres mérésekből származó adatokról van szó. Bizonyos szemszögből tekinthetjük úgy a hálót, mint a bemeneti adatokban meglevő mintázatokat felismerő rendszert amely nem csak képes a pontos mintákat felismerni, hanem a különböző mintákból sajátos osztályokat képezni, legtöbb esetben folyamatos átmenettel közöttük.

Ezek a különleges tulajdonságok, mint a tanulási képesség, az általánosítás (§2.10 [17old]) és az approximáció (§2.11 [19old]) amelyek a neuron hálózatokat a hagyományos algoritmikus információ-feldolgozáson alapuló módszerekhez képest észrevehetően mássá teszik, nem említve a párhuzamos működés elvén alapuló potenciálisan nagyobb műveleti sebességeket.

2.2. Történeti áttekintés

Az első mesterséges neuronális hálózatok 1943-ban jelentek meg az amerikai kutatók Warren McCulloch és Walter Pitts munkájában (McCulloch és Pitts, 1943), amelyben bináris döntési egységekből álló hálózatok viselkedését mutatták be. Az említett ‘egységek’ (BDU - binary  decision unit) küldenek egy jelet, ha a hasonló egységektől beérkezett jelek összege bizonyos értéket - küszöböt - meghalad, ellenkező esetben nem csinálnak semmit. Az amerikaiak kimutatták, hogy egy ilyen háló bármilyen logikai műveletet végrehajthat. Ezt a tényt sokan úgy értelmezték, hogy az emberi logikai gondolkodás valamikor ‘gépesíthető’ lehet. A első mesterséges neuronális hálok annál inkább zavarba ejtők voltak, mert az alap egységük egy emberi idegsejt nagyon leegyszerűsített modellje volt, ami azt sugallta, hogy végre sikerült az emberi gondolkodás modelljét megalkotni. Idővel a kutatók feladták ezt a reményt, gyakorlatiasabb felhasználások kedvéért. Válójában a modell hatással volt inkább a digitális számítógépek alapelveinek a megalkotóira. 

Idővel sikerült kimutatni, hogy a halók képesek univerzális gépként működni és véges állapotú gépnek tekinthetők (Minsky, 1967). Von Neumann (1956) redundancia segítségével megoldotta azt a problémát, hogy hogyan lehet egy megbízható hálózatot építeni meghibásodható elemekből. Ez később a szétszóródott túlsúlyos reprezentáció elméletéhez vezetett (Winograd és Cowan, 1963). 

A hagyományos logikával más irányban is történt fejlődés, folytonos rendszerek, neurodinamika, neuron mező elméletek név alatt. Ez a hozzáállás differenciál egyenleteket használ fel az egységes neuronos anyag aktivitás leírására (Rashevsky, 1938; Winner, 1948; Beurle, 1956; Wilson és Cowan, 1973; Amari, 1977).

A hatvanas években a neuronos kutatás Frank Rosenblatt körül összpontosult. Rosenblatt csoportja azt a problémát kutatta, hogy hogyan lehet egy konkrét számítási problémához a megfelelő egységek közötti kapcsolatok súlyait ((ij,) megtalálni. Elsősorban rétegekre csoportosított egységekből álló hálózatokat vizsgáltak, ahol a BDU-kbol álló rétegek egyirányú kapcsolásokkal voltak összekötve. Ezeket a hálókat Rosenblatt perceptronoknak nevezte. Nagyon hasonló, adalinoknak nevezett hálózatokat találta fel Widrow és Hoff (1960) körülbelül ugyanabban az időben (Widrow, 1962).

Az egyetlen egy rétegből álló perceptronok esetében Rosenblatt bebizonyította az általa feltalált “tanítási eljárás” eredményességét, vagyis megmutatta hogyan kell lépésenként változtatni (ij  súlyokat, hogy a haló képes legyen hasznos számítási feladatokat végezni. Néhány BDU-ból álló Rosenblatt perceptron képes volt megtanulni egyszerű grafikai mintákat felismerését. A ‘felismerés’ például azt jelentette, hogy a perceptron kimeneti egységeken megjelent egy impulzus, ha a bemeneti egységeknek egy kör alakú pixel mintát ‘mutattak’, és nem jelent meg semmilyen jel, ha a pixelminta négyzetet ábrázolt. 

Sokan kifejezték abbéli reményüket és lelkesedésüket, hogy a mesterséges neuronok (vagyis BDU egységek) az első ember által alkotott intelligens gépek építőelemeként szolgálnák majd. Azonban volt egy gyenge pont a tanítás teóriájában, amire Minsky és Pappert nagy hangsúlyt fektettek Perceptrons című könyvükben. Ez a gyenge pont az, hogy a perceptronok csak olyan feladatokat megoldását képesek megtanulni, amelyek struktúrája eleve megfelel a tanulásnak. Minsky és Papert (1969) kimutatták, hogy az egyréteges perceptronok által megoldhatatlan feladatok köze tartozik néhány egyszerű logikai függvény is mint pl. az XOR (exclusive or - 1. táblázat )   

1. táblázat  XOR  logikai függvény
x1
X2
XOR (x1, x2 )

0
0
0

0
1
1

1
0
1

1
1
0

Rosenblatt több rétegű hálókat és tanulmányozott, abban a hitben, hogy képesek lesznek túllépni az egyréteges perceptronok korlátait. Sajnos nem létezett semmilyen tanítási algoritmus, amely úgy meg tudná határozni az ilyen struktúrákban kapcsolódó perceptronok súlyait, hogy a háló a kívánt műveleteket végezze. Minsky és Papert kételkedtek abban, hogy ilyen algoritmus egyáltalán létezik, és azt javasolták, hogy a továbbiakban a mesterséges intelligenciát más paradigmákra építsék. Ennek eredményeképpen legtöbb kutató informatikus más területeket részesített előnyben. 

A hetvenes években a neuronális hálózatok területén belül főleg a tartalom szerint címzett memória - asszociációs memória- kutatatása folyt, ahol a különböző minták megfelelnek egymásnak (ugyanazt a kimenetet adják), ha eléggé hasonlítanak egymásra. 

Ezt a probléma már sokkal korábban is felvetődött (Taylor, 1956; Steinbuch, 1961). Később újra felszínre került, vö. Anderson (1968, 1970; Anderson és Mozer, 1981),  Wilshaw és mások (1969), Marr (1969, 1971), és Kohonen (1974,1989).

Grossberg (1967-1987) sokoldalúan és pontosan meghatározta a hálózatok tanulását jelentő általános problémát. Marr (1969, 1970, 1971) felépített egy neuronális elméletet a kisagy, az agykéreg és a hippokampusz működésére, külön feladatot rendelve minden előforduló neuron fajtához. Néhányan, közöttük Marr (1982), Von der Malsburg (1973), és Cooper (1973; Nass és Cooper, 1975), tanulmányozták a látó szervrendszer működését. 

Más irányban kutatott Cragg és Temperley (1954,1955). Ok a fizikában ismert módon, mágneses spinek kategóriájában értelmezték McCulloch és Pitts halóját (McCulloch és Pitts, 1943), feltételezve, hogy a memória az ilyen mágneses domenek hiszterézisén alapszik. Caianiello (1961) a statikus elméletet kezdeményezve, a statikus mechanika fogalmait használva alkalmazta a Hebb (1949) ötletéhez hasonló tanítási módszert (§2.9.1 [15old.]), aki (Hebb) eredetileg az idegsejtek tanulási mintájára alakította ki a súlyváltoztatás elvét. Ugyanezt a témát folytatták a hetvenes években Little (1974; Little és Shaw, 1975, 1978) és Hopfield (1982). Hopfield eredményesen használta fizikai intuícióját és bevezette az energia függvény fogalmát, újrafogalmazva a neuron hálózatos memóriát dinamikus stabil attraktorok (vonzópontok) létezése értelmében. Hinton és Sejnowski (1983, 1986) , valamint Peretto (1984) megszerkesztették a sztohasztikus egységeken alapuló hálózatokat, amelyek csak közelítően dinamikus természetűek, ahol a ‘hiba’ valószínűsége a statikus mechanikában használt hőmérséklet analógiájára értelmezhető. A statikus mechanika valódi erősségeit Amit és mások (1985a, 1985b,  Amit, 1989) kipróbálták a sztohasztikus hálok problémájában, a spines üvegnek nevezett véletlenszerű mágneses rendszerek tanulmányozásában kifejlesztett elméletek alkalmazása által.

A legnagyobb hajtóerő talán mégis a régi perceptron ötletének tulajdonítható, amit Rosenblatt fejlesztette ki, és ez a felejtés több mint 20 évig tartott. Sok kutató fejlesztett ki algoritmusokat, amelyek egészen jól alakítják a neuronok közötti kapcsolatok súlyait, akár több réteges perceptronokban is. A ‘Back-propagation’ név alatt ismert algoritmus először a Werbos(1974) PhD. disszertációjában jelent meg a hetvenes évek közepén, és később egymástól függetlenül újra felfedezte Rosenblatt, Hinton és Williams (1986a,1986b), valamint Parker (1985). Le Cun is 1985-ben publikált egy hasonló iteratív algoritmust. Bár a ‘back-propagation’ még nem az univerzális megoldás, és még nagyon távol van az általános algoritmushoz, amely képes lenne tetszőleges információs feladat megoldására, ennek ellenére el kell ismerni, hogy képes olyan problémákat megoldani (mint az XOR vö. 1. táblázat ), amelyekkel az egy réteges perceptronok nem tudtak megbirkózni. 

Jelenleg a kutatások nagy része a back-propagation algoritmusra összpontosul, javítása és általánosítása érdekében. A jelenlegi tanulmány kísérleteiben is ezt az algoritmust használtam, bár nem magát az algoritmust, sokkal inkább a betanított háló képességeit és gyakorlati hasznosságát céloztam meg kutatási területként.

Sok, ebben a témában íródott könyvben több régi cikket is összegyűjtöttek, pl. Anderson és Rosenfeld (1988), hasonlóan Cowan és Sharp (1988) valamint Hertz és mások (1995), amelyek jó betekintést nyújtanak a mesterséges neuronális hálózatok fejlődésébe. E cikkeket (többek között) én is felhasználtam e fejezet megírásánál.

2.3.  Neurofiziológiai tételek 

Mindenki számára egyértelmű, hogy az emberi agy sok esetben „megveri” a számítógépet. Erre jó példa a vizuális információk feldolgozása: egy egy éves gyerek jobban és gyorsabban felismeri a tárgyakat, arcokat stb., mint a szuperszámítógépeken futó legfejlettebb mesterséges intelligencia programok. Sok MI kritikus még távolabb lép a véleményekkel. Thomas M. Mitchell (Camogie Mellon Egyetem) szerint az MI szellemében alkotott robotoknak a tárgy azonosítása helyett jelenleg inkább azt kellene megoldani, hogy a gép a tárgynak véletlenül neki ne menjen. Ugyanis legtöbb jelenlegi mozgó robot prototípusa egyszerűen megakad a szoba tárgyai között és egyedül nem tud kiszabadulni.

Az emberi agy sok olyan tulajdonságot tanúsít, amelyek nagyon kedvezőek lennének a mesterséges rendszereknél:

· Ellenáll a meghibásodásnak - sok agysejt elpusztul naponta, anélkül, hogy az agy funkcionalitására különösebb hatással lenne.

· Elasztikus - könnyen alkalmazkodik a megváltozott körülményekhez és nem kell beprogramozni Pascalban, Fortranban vagy C-ben.

· Meg tud birkózni elmosódott, véletlenszerű, zajos vagy önmagával ellentétes adatokkal.

· Nagy mértékben párhuzamos muveletű.

· Kicsi, tömör és energiatakarékos.

A számítógép csak az egyszerű matematikai műveleteken alapuló feladatok megoldásában erősebb. Ez az idegrendszerekben zajló információ feldolgozási módszerek tanulmányozásának igazi oka. Az idegrendszerek által tanúsított információ feldolgozási módszer hozzájárult egy új paradigma alkotásához az informatika területén. A von Neumann által alkotott, a beprogramozott parancsok szekvenciáján alapuló és a mai számítógépek elvét képező paradigmájának ez az alternatívája. A kialakuló új paradigma a neurofiziológiai tudomány területén elért információkból merít ihletet, bár a részleteiben biológiailag nem teljesen realisztikus.

Ezt a tudományterületet ismerik neuronhálózatok néven, ill. neuronos információ feldolgozása, asszociációs hálók, párhuzamos informatika, konnekcionizmus és valószínűleg sok más néven is.

2.4. Mesterséges neuronális hálók

Ebben a fejezetben a neuron hálók építésében tapasztalható különböző elméletekre és a neuron hálók működésének alapelveire összpontosítok.

Általánosságban igaz, hogy a neuron hálózatok sok egyszerű csomóponti elemből épülnek fel, amelyek egy vagy több réteget formálnak. A bemeneti jelek és a rétegek közötti kapcsolatok relatív erősségei (az i-edik égségből a j-edik egységbe mutató súlyok, (ij) a háló tanulása közben alakulnak ki. Ez a tanulási folyamat végbemehet egyetlen adathalmaz felhasználásával, miután a súlyok többé nem változnak, vagy pedig a tanulás folytatódik a háló felhasználásának teljes ideje alatt. Ebben az esetben a tanulási ráta valószínűleg magasabb a kezdeti stádiumban, a későbbiekben csak korlátozott nyitottság miatt. Bizonyos hálók esetében a “tanító” felügyeli a hálózat tanulását - irányított tanulás (§3.2.1 [30old.]) -, míg más esetekben pedig a hálózat önszervező és az összekötések súlyai felügyelet nélkül, csak belső szabályok által változnak. A neuron hálózatokban felhasznált alapelvek különböznek az összekötések és a funkcionalitás szempontjából. A legáltalánosabban használt - és az általam is felépített - neuron hálózatokban megjelenő csomópont alapformája a McCulloch és Pitts neuronhoz hasonló egység (1. ábra ). Az egység bemenete a külső világból, vagy pedig más egység kimenetéből származik, általában az előző réteg outputjáról. Az adott, j-edik egység kimenete, yj, a súlyokkal, (, szorzott bemeneti jelek, xi, összegének függvénye. Ez a kimeneti jel felhasználható közvetlenül, vagy további feldolgozás után, ami különböző eltolást és szűrést foglal magába az aktivációs függvény, f(), segítségével, legtöbb esetben szigmoid függvények felhasználásával (§2.7.1 [13old.]). Néhány hálózatban, többek között az általam felhasznált szimulációs hálókban a kimeneti jel pontos értéke is felhasználásra került. Más esetekben, mint pl. bináris hálózatokban (§2.6 [12old.]) csak az számit, hogy az egység outputja túllépett-e egy előre meghatározott értéket, vagy sem.


[image: image1.wmf]w

1j

w

ij

w

nj

S

f

(

)

x

1

x

i

x

n

y

j


1. ábra  Egyirányú mesterséges neuronális halók alap működési eleme. Jelmagyarázat: xi a bemenő adatokat, (ij a súlyokat, f() az aktivációs függvényt és yj a kimeneti értéket jelöli.
2.5. Perceptron, bináris halók

A bináris mesterséges neuronális hálózatok kifejezésnek legalább két értelmezése van:

· a szignum függvényhez hasonló lépcsős aktivációs függvénnyel rendelkező hálózatok. Ezek az elsőként feltalált halók közé tartoztak (§2.3 [7old.]) amiket perceptronoknak is neveznek.

· a perceptronok könnyen helyettesíthetők input-output memória táblázatok segítségével (RAM neuronok), így a ‘bináris háló’ elnevezés ezek és más hasonló struktúrákra is kiterjed. Én főleg az első definíciót használom. 

A perceptronok egyrétegű neuronális hálózatok. (2. ábra ) Az inputok, xi, megfelelő súlyokkal, (ij, szorzódnak meg és érkeznek a j-edik egységhez. Ott, az összeadás után a megfelelő aktivációs függvény kiértékelése történik. A függvény értéke egyben a j-edik egység kimeneti értéke - yj. A perceptronok aktivációs függvénye  áltálában lépcsős függvény: 
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ahol az a a küszöbérték, amely általában mindegyik egység esetében más értékeket vesz fel.
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2. ábra  Egy egyréteges, egyirányú neuronális háló felépítése

Ahogy látható, az aktivációs függvény természete miatt a kimenetei jelek, yj, csak két lehetséges értéket vehetnek fel, 1 vagy 0. Ezt a korlátozást viszont nagyon könnyű átlépni, általában az f() aktivációs függvényt helyettesítik egy szigmoid függvénnyel.

2.6. Egyirányú hálók

2.6.1.  Aktivációs függvény

Ha a kétértékű aktivációs függvényt, amelyet eddig használtunk a bináris halókban, egy folytonos függvénnyel helyettesítjük a haló által produkált kimenetek több értéket vehetnek fel. A leggyakrabban (általam is) használt a szigmoid függvény (egyenlet 1, 3. ábra ). 
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3. ábra Szigmoid függvény
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4. ábra Ramp függvény
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5. ábra  Hiperbolikus tangens
Más hasznos aktivációs függvények is léteznek, mint pl. a hiperbolikus tangens vagy ramp függvény (5. ábra ., 4. ábra.). A szigmoid függvény (és a hiperbolikus tangens függvény) népszerűségi oka az, hogy nemlinearitást biztosít, telítettséget pozitív és negatív végtelen felé, megfelelő határok között tartva a kimeneti értékeket és a deriváltja folytonos és könnyen meghatározható. Ezek késztettek engem is a szigmoid függvények használatára.  

A különböző kutatási eredmények (Ballard, 1988) bebizonyították, hogy a valóságban az emberi agy különböző helyein levő neuronok különbözőképpen viselkednek. Az aktivációs függvényeik sok alakot vesznek fel, a Gauss-függvényhez hasonlótól (a vizuális jelek feldolgozásában) a szigmoid függvényig (a szemgolyót mozgató idegekben). Mindenesetre csak a mesterséges neuron hálók esetében fordul elő, hogy a hálózatot alkotó összes elem ugyanazt a nem lineáris függvényt használja. Így érthető az a gyakorlatban bebizonyosodott jelenség, hogy a neuron hálók különböző fajtái egy bizonyos célra a legalkalmasabbak az éppen felhasznált fajtától függően. Tipikus példa erre a bináris hálók, amelyek egy igen-nem típusú inputot és outputot szervesen foglalnak magukba.

2.6.2. Többrétegű hálók

Ha a kimeneti értékek, yj, egy következő hálózati réteg bemeneteként szolgálnak, akkor többrétegű hálózatokról beszélünk. A közvetlen kimenetként nem szolgáló egységek rétegét a továbbiakban rejtett rétegnek fogom nevezni, mivel sem az input sem az output értékek szempontjából nem ‘látható’ közvetlenül.

2.7. Rekurens hálók

A rekurens hálók egyszerűen az egyirányú halók olyan módosítása által jönnek létre, ahol az egyes kimeneti egységeken megjelenő jelek saját maguk vagy az előttük levő egységek bemeneti értékeként szolgálnak. A rájuk jellemző struktúra a kapcsolások által biztosított, teljes kört bezáró jelösszekötés a hálón belül. Mivel a köröket bezáró jelek az egyes lépésekben közvetlenül nem számíthatók ki, a rekurens hálók teljesen új számítási hozzáállást igényelnek. Itt kétféleképpen lehet kiszámítani az egy-egy egység kimenetét:  feltételezni, hogy a kört bezáró jelek az előző (már ismert) ciklusból származnak - ez aszinkron módnak nevezhető, vagy pedig a jelen ciklus jeleit stabilizálásig körbefuttatva (vagy másképpen) meghatározni a határértékét a végtelenben.

2.8.  Tanítási alapelvek

Sok tanítási alapelv létezik. Több újonnan létrejött algoritmus a régi elvek hibridje vagy égszerű mutációja. Legtöbbnek közös az alapja, a Hebb szabály (Hebb szinapszis, vö. §2.9.1[15old.]) amely idegsejt-működési tanulmányok alapján jött létre. 

A tanulási algoritmusok terén heves kutatás folyik és egyre újabb algoritmusok kerülnek kipróbálásra. Sok kutató a biológiai tanulást próbálja modellezni, mások a filozofikus értelemben vett tanulás ötleteit próbálják alkalmazni a számítástechnika területén, gyakran nagyon ígéretes eredményekkel. A tanulás terén még sok az ismeretlen, mind biológiai, mind pszichológia és emberi szinten is, többek között azért, mert nehéz a megbízható kísérleti adatok megszerzése. Így a neuronhálózatok tanítási eljárásai a jövőben még sokat fejlődhetnek.

A jelenleg ismert tanítási algoritmusok között legtöbb a következő alapelvek egyikén alapszik:

2.8.1. Hebb Szabály

Az első, legjobban ismert szabály. Donald Hebb fejlesztette ki és publikálta már az 1949-ben megjelent "The Organisation of Behaviour" című könyvében. Az alapelve szerint: ha egy egység impulzust küld a másiknak és a másik erre éppen kisül (egy magas impulzust küld tovább) akkor a kapcsolás erőssége (súlya) megnő. Ezt a szabályt eredetileg a bináris állapotú egységekből felépült hálóknál alkalmazták, ahol a neuron kimenete vagy magas (1) vagy alacsony (0) állapotot vehette fel. Kis módosítássál azonban másfajta hálóknál is alkalmazható.

A Hebb szabály másik tulajdonsága, hogy csak arra az esetre terjed ki (a háló akkor tudja az összefüggéseket jól megtanulni), amikor a kapcsolások súlyait növelni kell. A megfelelő működés érdekében a Hebb szabályt ki kell egészíteni a súlyok csökkentésének szabályával - rossz összefüggések felejtésével. Ez legegyszerűbben véletlenszerű súlycsökkentéssel érhető el.

2.8.2. Delta Elv

E nagyon szélesen körben használt szabály szerint a kapcsolásokat folyamatosan, kis lépésekben kell változtatni a kívánt kimeneti érték és a kapott kimeneti érték közötti különbség (delta) négyzetének csökkenése irányában. Az irodalomban többek is a feltalálókról Widrow-Hoff elveként említik, vagy másképpen a legkisebb négyzetek elveként, mert a módszer a négyzetes eltérés minimalizálásához vezet.

2.8.3. Gradiens Elv

A gradiens elv egy példa a neuron hálók tanításának a matematikai megközelítésére. Lényegében a Delta elv általánosítása. A módszerben a súlyokat a hiba függvény (§3.4.1 [33old.]) adott súly szerint vett első deriváltjához arányos mértékben változtatjuk meg. A súlyváltozás folyamata grafikusan ábrázolható mint a lefelé mozgás a hibafüggvény mentén a minimum felé (6. ábra ). A lépések irányát és mértékét a hiba függvény első deriváltja határozza meg. A problémát a hibafüggvény lokális minimumának létezése jelentheti. A módszer ilyen esetben "megakadhat" a lokális minimumban és nem találja meg a függvény legalacsonyabb pontját.
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6. ábra Gradiens elv egy hibafüggvény példáján.
2.8.4. Kohonen Elve

Ezt az eljárást Teuvo Kohonen fejlesztette ki, biológiai rendszerek tanulmányozása során. Kizárólag spontán módon tanuló halóknál (§3.2.2 [31old.]) használható. Lényege az egységek közötti verseny, ahol a legerősebb jelet produkáló egységet győztesnek nevezzük ki. A győztes gátolhatja a versenytársait a súlyok változtatásában és serkentheti a szomszédjait. A "szomszédság" mérete változik tanulás közben. A kezdeti fázisban széles, tanulás közben pedig általában csökken.

Ha az a győztes akinek az outputja legközelebb áll az input mintákhoz, a Kohonen háló képes modellezni az input minták eloszlását. Ezt a jelenséget topológia-megőrző térképnek szokás nevezni.

2.9.  Generalizálás

A generalizálás (általánosító képesség) a neuronhálózatoknak az a tulajdonsága, hogy képesek helyes output értékeket adni az eddig ismeretlen, a tanuló adatok között nem szereplő input adatokra. Ahogy az evapotranspiráció példáján is látjuk (§3.5) miután a háló megtanult a példák segítségével valamilyen összefüggést, képes ezt az értelmezési tartományára felhasználni (interpolálni, extrapolálni). Más szavakkal a haló gyakran képes olyan modellként működni, amely relatíve kevés mért input-output adat alapján helyesen kitölti a 13. ábra  (§3.1.1 [27old.]) szereplő valódi folyamat összefüggés-terét.

 Sok probléma esetében viszont, Hertz (1995) szerint, majdnem végtelen számú lehetséges generalizáció létezik. Hogyan tud a neuronhálózat - vagy az ember - megtalálni egy hiányzó helyes részt ? Például meg lehetne tanítani a hálózatot a négy lehetséges eset közül az XOR függvényből (1. táblázat ) háromra és nagyon nem valószínű, hogy bármelyik az ismert hálótípusok közül képes lenne a teljes XOR táblázatot produkálni. Ennek ellenére a halók általában nagyon helyesen tudnak generalizálni, ami emberi kategóriákban értelmesnek nevezhető. Bizonyos tanulási adatok és hálóstruktúra mellett a hálózat mégis teljesen ‘elképesztő’ megoldást talál, amely nem olyan generalizációnak tűnik, amelyet kívántunk. 

Tegyük fel, hogy szeretnénk, hogy a haló ‘fedezze fel’ az összefüggéseket néhány input-output példa alapján. Ezt a helyzetet ábrázolja Denker és mások szerint (1987) a 7. ábra.  
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7. ábra Az összefüggés identifikációja (Denker is mások nyomán (1987))
A lehetséges input-output adatok U halmazában néhány az R összefüggést teljesítik. Ezek közül kiválasztunk néhányat a T tanítási példák halmazába. Később teszteljük a halót az X halmazon amely az R részhalmaza. 

Az X halmazon mért teljesítménye a haló generalizációs képességeit mutatja meg. Az  X és a T halmazok pontjai kell hogy statisztikailag reprezentálják az R halmazt, továbbá az X és a T halmazok ne metsszék egymást (diszjunk halmazok). A T halmazon mért teljesítmény csak a memorizálás mutatója. 

A haló a tanulás után csak a T halmazt ismeri és nem ismeri az X-et vagy az R-t. Tehát bármilyen T-el összefüggő generalizáció a haló számára ugyanilyen jó lehetne, ahogy ez a 8. ábra n látható, Denker is mások  (1987).
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8. ábra Generalizáció. (Denker is mások nyomán, (1987))

G1, G2 és G3 itt a T halmaz generalizációja. Fontos kérdés, hogy mennyi ilyen generalizálás létezik. Ha ez bináris háló és N bitből áll mindegyik bemeneti adat és van egy kimeneti bit (igen-nem típusú választ ad a haló), akkor 2N lehetséges bemeneti adat létezik, amelyeknek tetszőleges kimeneti bit felelhet meg, tehát a lehetséges összefüggések száma itt 
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. A folytonos aktivációs függvény használata esetén a lehetséges összefüggések száma még többszöröződik az alkalmazott számítási pontosság függvényében. Elméleti határa az analóg megvalósítás esetében a végtelenben van, amely az analóg megvalósításban gyakorlatilag a jel-zaj viszonytól függ, a digitális (és szoftveres) rendszerekben pedig a számítási pontosság bit/szám arányától. 

Ha a hálót p számú példa alapján tanítjuk, akkor a p-t a 2N adatokból választjuk ki, ami 
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 számú T-el koherens lehetséges összefüggést ad, ha minden T-el koherens generalizáció megengedett. A gyakorlati alkalmazásoknál reálisak olyan számok mint pl.: N=30, p=1000 ami 
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 számú lehetséges generalizációt ad. 

Ilyen számokkal megkérdőjelezhető, hogy egyáltalán hogyan képesek a hálók az áltálunk preferált generalizációkat megtalálni. A válasz természetesen az összefüggések különös természetében fekszik. Az N bites inputra érvényes összefüggés meghatározásához szükséges információ természetesen a  
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, de az ‘értelmes’ összefüggések nem több mint 2k bit által határozható meg, bizonyos kis k mellett. Ezenkívül egy véges, meghatározott elemből álló haló nem képes tetszőleges összefüggéseket produkálni. Hertz (1995) szerint ezzel megegyezik ez az elmélet amely azt mondja, hogy a szükséges elemek száma exponenciálisan no a megengedett összefüggéstér bővítésével.

Továbbá az approximáció teóriája szerint  (vö. §2.11) túl sok páraméter (itt: haló egység sulyokkal együtt) gyenge generalizáláshoz vezethet. Valamint a tanítási mintákhoz való túl pontos összefüggés illesztése miatt gyengülhet az általánosítás a teszt adatok esetében.(lásd 9. ábra és 10. ábra ).         

2.10.  A neuronhálók approximációs  képességei

Az egyirányú neuronális hálók használata a nemlineáris folyamatirányítás területén a folytonos rendszerek input-output összefüggéseinek diszkrét módú leírási lehetőségén alapszik. 

Ha a valódi folyamat leírható következő folytonos g() függvényként:

y(t+1) = g( y(t), …, y(t-n+1); u(t),…,u(t-m+1) )

Ahol:  y(t) a rendszer állapota t időpontban (output), u(t) pedig a t időpontban a rendszerre ható u külső tényezők (inputok).

A rendszer modellezését bonyolítja az a tény hogy  folytonos, végtelen pontból álló g() folyamat függvényét véges számú példák alapján kell megközelíteni. Ha a modellt egy mesterséges neuronális halóként akarjuk megvalósítani, akkor a modellezés problémája  azt jelenti, hogy a g()  függvényt bizonyos pontossággal  akarjuk megközelíteni valamilyen elemi f() függvények kombinációja által. Ez tökéletesen megfelel az approximáció teóriájának. Weierstrass tétele szerint (Bronstejn, 1987) bármilyen folytonos függvény tetszőleges pontossággal adott intervallumban megközelíthető polinomok szekvenciájaként.
Hasonlóképpen a Fourier transformációja segítségével adott függvény megközelíthető trigonometrikus függvények által. Itt érkezünk el ahhoz a kérdéshez, vajon megközelíthető-e egy folytonos függvény adott intervallumban szigmoid (egyenlet 1.) függvények kombinációja által ?
Ez egyben azt is jelentene, hogy a szigmoid aktivációs függvény alapú neuronális hálózatók is képesek tetszőleges folytonos g() függvénnyel leirt rendszer modellezésére.
A válasz a Kolgomorov (1957) tételében fekszik  aki szerint egy tetszőleges többparaméteres függvény az n dimenziós input terén (x1…xn), ahol minden bemeneti érték xi esetén igaz hogy  0<xi <1 tetszőleges pontossággal közelíthető véges számú egyparaméteres függvény és egy kétparaméteres függvény segítségével.
További lépésben pedig Kúrková (1991) bemutatta, hogy ez megtehető egy, a neuronhálózatokban használt függvények lineáris kombinációja által is. 

2.10.1. Az approximációs képességek gyakorlati jelentősége

Ahogy láttuk az előző fejezetben a mesterséges neuronális hálózatok, bizonyos korlátokkal képesek tetszőleges folytonos függvényt előre adott pontossággal reprezentálni. A nehézség abban áll, hogy a gyakorlati alkalmazásoknál (modell alkotásnál) e függvény folytonosságát csak feltételezhetjük. Folytonos tér helyett inkább egy mérési adathalmazzal álunk szemben, amilyen a növényházi párologtatás és transpiráció mérési adatai is. A feladat az olyan összefüggések illesztése, amelyek nem csak az adott tanítási adatok esetében adnak valódihoz közeli értékeket, hanem ismeretlen input adatok esetében is helyes outputot produkálnak. 

A gyakorlat azt mutatja, hogy lényeges szerepet játszik a neuronok száma és tanulási idő. Helyes haló struktúra esetében a haló képes zajos adtok kőzött is jól általánosítani. Túl nagy haló struktúra esetében viszont pontos illesztés mellett helytelen túlparaméterezett összefüggést modellez a haló. Mondható tehát, hogy a pontos approximáció és jó generalizálás kőzött zajos adatok esetében ellentét lép fel.
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9. ábra Az egyik lehetséges függvényillesztés a zajos adatokhoz. (szigmoid haló, 1 input, 1 rejtett, 1 kimeneti egység, 1000 tanítási ciklus)
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10. ábra  Túlparaméterezett illesztés, tökéletes a tanítási adatoknál, de valószínűleg hibás a teszt adatok esetében. A bemeneti adathalmaz ugyanaz mint az 9. ábra-n. 
2.11.  A modellezet folyamat

2.11.1. Evapotranspiráció

A növényházi kísérlet célja a növény és a közeg párolgásának meghatározása ismert körülmények között. Az evapotranspirációnak két összetevője van: a közeg párolgása (evaporáció) és a növény anyagcseréje során; a  leveleken és egyéb növényi részeken kiszabaduló víz (transpiráció). Ennek egy része a  fotoszintézis termékeként kiszabaduló oxigén, amely a növénybeni vízbomlás egyik terméke. A hidrogént a növény a fotoszintézis termékeibe építi. Így az öntőző vizet alkotó oxigén legnagyobb része visszajut az atmoszférába, vízgőz vagy oxigén részecskék alakjában. A többi, egyes szerzők szerint (Stanghellini, 1987) még a legintenzívebb zöld tömeg növekedés esetében is kevesebb mint négy százalék beépül a növényi részekbe. 

Az evapotranspiráció, mint a víz felhasználás legfontosabb összetevője nagyon fontos mutató, másrészt a növényi fotoszintézis fontos jelzője, ami végeredményben a termelt zöld tömeg növekedési rátára is utal.

2.11.2. Monitorozás

Az evapotranspiráció megfigyelése a kísérletben a növény és a termőközeg együttes  tömegének folyamatos figyelésén alapult. A kísérlethez használt  20 darab fiatal paradicsom növény egy csoportban volt elrendezve (11. ábra ). Mindegyik növény egy 10x10x10cm méretű kőzetgyapot-kockában volt ültetve. A növények egy négyzetes háló alakban 26.5x23.5cm tőtávolsággal nőttek, 16 növény m-2 körüli sűrűsséget biztosítva. A csoport szélein elhelyezkedő növények a környezeti egyensúlyozást biztosították és csak a csoport belsejében fekvő növényeket monitoroztam. Ennek érdekében a középső hat növény egy tálcán helyezkedett el, amely egy számítógéphez kapcsolt digitális mérlegen feküdt. A megmaradó 14 növény a megfigyelés alatt álló növények körül helyezkedett el, az átlagos termelési körülményekhez  hasonló mikroklíma biztosítása érdekében. 
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11. ábra A növények és az érzékelők elrendezése

2.11.3. A levegő hőmérsékletét, a megvilágítást és relatív páratartalmat a növénycsoport közelében elhelyezett érzékelők mérték, amelynek eredményei szintén az adatgyűjtő számítógéphez kerültek. A számítógép másodpercenként egy mérést végzett. Ezek eredményeit 10 perces időszakonként átlagolta a mérési zaj csökkentése érdekében és mentette a merev lemezre. A  kísérlet több napon keresztül folyt, 1997. június  29-tol 1997. július 14-ig. Ezen mérési eredmények nagy része (15. ábra és 16. ábra) grafikonokon látható adatok, amelyeket a  neuronális hálók tanítására, a modellek létrehozására és vizsgálatára felhasználtam.

2.11.4. Kőzetgyapot 

A kőzetgyapot egy vegyileg semleges termőközeg, amelyet speciális rostos ásványi anyagból készítenek, leggyakrabban mészkőből és bazaltból, amelyeket néha kiegészítenek vasgyártásból származó salakanyaggal. Ezt a nyersanyagot 1600oC-on (2900oF) kemencében megolvasztják,  koksz és a levegő (oxigén) felhasználásával. A cseppfolyós anyagot ráöntik egy gyorsan futó korongra egy forgó kamrában (dobban) és folyékony kőcseppek a rotorból kicsapódva  0.05mm  körüli átmérőjű szálakká nyúlnak (JFrgensen, 1975; Sonneveld, 1991). Ezután a szálakat levegősugárban műgyanta alapú kötőanyaggal fújják be, amely lehűti őket és továbbviszi a futószalagra ahol nedvszívó anyag hozzáadás után az előírt sűrűségig összetömörítik, stabilizálják és végül a kívánt méretű és formájú blokkokra vágják. 

A kőzetgyapot, mint anyag az 1920-as évek elejétől ismert. Nagyüzemi szinten 1930-tól kezdték el gyártani épületek hang- és hőszigetelése céljából. Az első növénytermesztési alapanyagokat 1969-ben állították elő. Először a Skandináv országokban jelentek meg kőzetgyapot kultúrában termesztett növények, az 1970-es évek elején (Sonneveld, 1991).

Eleinte a kertészeti ágazatokban használt kőzetgyapotot speciális nedvszívó anyaggal kezelték, amellyel bevonták a szálakat és ezáltal előnyösebb lett a víztartó képességük. Ez a módszer a későbbiek során megszűnt és jelenleg ugyanezt a hatást a kőzetgyapot gyártására felhasznált nyersanyag gondosabb válogatásával érik el.  A kőzetgyapot bázisú termesztési rendszerek napjainkban már a legtöbb zöldségnövény termesztésére felhasználhatók, mint például a paradicsom, paprika, uborka, padlizsán stb. Ezt a rendszert a vágott virág termesztésben szintén alkalmazzák, ahol a gerbera, a rózsa és a szegfű a legnépszerűbbek. Ez a rendszer felöleli a növény egész életciklusát, a magról ill. dugványról történő szaporítástól kezdődően, amelyekhez magvető- és dugványkockák állnak rendelkezésre, egészen a kifejlett növények exploatációjáig kőzetgyapot paplanon, illetve granulált kőzetgyapottal feltöltött konténerekben.
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12. ábra Kőzetgyapot kocka közeli nézetből

20 éves holland és angol tapasztalatok szerint a kőzetgyapot jobb eredményeket mutat a termesztés során, mint bármilyen más talaj alapú rendszer, eredményei már összehasonlíthatók az intenzív hidropónikus rendszerekkel, pl. az NFT‑vel (Nutrient Film Technique). Azonban az öntöző és tápanyag utánpótló  berendezés konstrukciója a kőzetgyapot rendszerű növényházakban  sokkal egyszerűbb mint az NFT rendszereknél.

A kőzetgyapot alapú termesztési rendszer fő előnyei:

Az termesztés hatásfoka : a kőzetgyapot rendkívül jó ásványi anyag a nyitott rendszerű hidropónika számára. Mivel a legtöbb elem (tápanyag) nincs körforgásban, ezért a fertőzés (megbetegedés) esélye gyorsan és radikálisan csökken. Azonban lehetséges olyan megoldás a kőzetgyapot rendszerekben, ahol az elemek körforgásban vannak.

Csökkentett (kisebb) termelési tér : A kőzetgyapot kis fajsúlyú és nagy pórustérfogatú közeg, ami lehetővé teszi a növények mozgatását a különböző termesztési stádiumokban, és így a termelési költségeket jelentősen leredukálja.

Kisebb a fertőzési veszély: A föld fertőlenítése szükségtelenné válik. A friss kőzetgyapot nem igényel semmilyen fertőtlenítési eljárást. Az újrafelhasználás esetében egyszerű (és olcsó) gőzölés elégséges a legtöbb baktérium- és gombaspóra megsemmisítéséhez.

2.11.5.  Általános tulajdonságok

Semleges természete miatt a kőzetgyapot stabil marad és nem hat károsan  sem a tápoldat pH‑jára, sem az összetételére. A kőzetgyapot gyakorlatilag biológiailag nem bontható fel és nem tartalmaz szignifikáns mennyiségben oldható anyagokat. Mindezek ellenére azonban számolni kell lassú  vegyi  bomlással, amely hirtelen felgyorsul, ha a pH érték 5 alá süllyed és hosszú távon jelentős hatással van a közeg szálaira. A kőzetgyapot rostszálai tartalmazhatnak vasat, kalciumot, magnéziumot, mangánt, rezet és cinket, amely elemek lassan kioldódhatnak, kevés változást okozva a közeg fizikai tulajdonságaiban. Ezek közül csak a kioldódott vas mennyiségének lehet jelentősége a növény táplálkozása szempontjából (Sonneveld 1991; Sonneveld and Voogt 1985). Termőközegként leggyakrabban alkalmazott paplanok 10 cm vastagok, miközben a vízellátás és az aeráció közötti elfogadható egyensúly biztosítása szempontjából minimum 7 cm-es vastagság szükséges. A paplanokat általában nem használják 3 évnél hosszabb ideig. Ezután már a vastagságuk túlzottan lecsökken. Meg kell említeni, hogy némely érzékeny növények száraz kőzetgyapot felszínt igényelnek, olyan bakteriális és gombás eredetű kórok megakadályozása céljából mint a Phytophthorás gyökérrothadás. Ilyenkor minimálisan 12‑15 cm  vastagság szükséges, a közeg víztartó képességétül függően. 

A kísérletemben való alkalmazását főként az  befolyásolta, hogy a kőzetgyapot könnyű és helytakarékos, ami az élő növény súlyának közeggel együtt mérését jelentősen megkönnyíti, különösen olyan körülmények között, ahol ezt a tömeget folyamatosan kell monitorozni a párologás meghatározása érdekében. További előnye a kis hő tároló kapacitása, ami felgyorsítja a növény reakcióit a változó környezeti hőmérsékletre, ami egyben megkönnyíti az összefüggések észrevételét. Így a hagyományos talaj- illetve tőzeg alapú termőközeg helyett, 10x10x10cm méretű kőzetgyapot kockákat használtam. 

3. Módszerek és eredmények

3.1. A modellezés

3.1.1. Modell  komplexitása és szabadságfoka

A jelenlegi technika lehetővé tette a tudásbázisú rendszerek építését. Tudásbázisú szó itt azt jelenti, hogy a rendszer algoritmus vagy adatok formájában „ismeretet” tartalmaz valamilyen problémáról, amely ismeret alapján megoldás javaslatokat produkál.

Sajnos a legtöbb ilyen rendszer ember által alkotott, előre beprogramozott szabályokat tartalmaz. Más irányokból is voltak törekvések a szabad vagy automatizált összefüggés-kereső algoritmusok megalkotására. Ezen törekvések jelenlegi eredményei többek között az intuitív szakértői rendszerek, vagy a neuronális hálózatok túlnyomó része. Ha az algoritmizálható megoldások halmazára szűkítjük a keresési területet a manuálisan megalkotott szabályrendszeren alapuló megoldás abszolút ellentéte a véletlenszerű szabályválasztás, ahol “try-and-error” alapon történik a megfelelő szabályrendszer kiválasztása. Pl. Vegyük az olyan gyakorlati példák halmazát, amelyeket egy programozási nyelven kifejezett algoritmus old meg. A példa kedvéért korlátozzuk a forráskódot 10.000 parancsra, az üres parancsot is beleértve. Így biztosak lehetünk abban, hogy ha a megoldás 10.000 parancs, vagy annál rövidebb algoritmus által megvalósítható, akkor a parancsok 10 000 elemű variációinak halmaza tartalmazza a megoldást is. Természetesen ez az algoritmuskeresés gyakorlatilag (még) nem valósítható meg: ha csak tízszavas parancskészlettel dolgozzunk a lehetséges variációk  száma (1010000) jóval meghaladja a jelenlegi számítási képességeinket. Az összehasonlítás kedvéért: a világegyetemet alkotó atomok becsült számat ehhez képest ‘csak’ 2 240-re saccoljak (Redgers és Aleksander, 1995). Egyenlőre tehát már csak ebből fakadóan is meg kell elégednünk számítógép-vírusoknál nem bonyolultabb programokkal. De rövid, egyszerű, kevésre képesek algoritmusok keresésénél is felmerül néhány probléma: nem minden parancs variáció eredményez egy működőképes programot, hasonlóan mint a biológiai világban nem minden DNS struktúra egy életképes élőlény kódja. Még a hatalmas hosszúságú DNS lánc kicsi, véletlenszerű megváltozása (mutáció) is csak ritkán hoz életképes (jó) eredményeket, és csak hosszantartó szelekció és  nehéz nemesítő munka során választható el valamilyen pozitív eredmény a sok mutáns egyed közül. Így megérkeztünk a második problémához: ha egy véletlenszerű program mégis működőképes, mi a garancia erre, hogy éppen azt csinálja amit akartunk? Ahogy látni fogjuk ezt kétféleképpen lehet megválaszolni. Egyrészt, bizonyos problémáknál közvetlenül be lehet tekinteni a program (modell) belsejébe, megvizsgálni az algoritmus összefüggéseit. Ez egy a-priori tudást igényel tőlünk a modellezet tárgyról. Ennek birtokában alapoktól kezdve fejleszthetjük ki a programot, automatizált algoritmuskeresés nélkül. Hiányos tudás esetében (és ilyen a tudásunk a világról általában, különösen a fejlesztés alatt álló kutatási területeken) megvizsgálhatjuk, hogy a modell válasza az ismert inputokra megegyezik-e a valódi objektum válaszaival. Minden egyes megvizsgált minta esetben a megegyező válasz érkezése növelheti annak valószínűségét p, hogy a modell a továbbiakban is helyes becsléseket ad. Sajnos a teljes biztosság (p=1) csak végtelen számú minta esetében érhető el, ahol az objektum minden válasza ismert. Természetesén ez az eset megint csak ott képzelhető el, ahol válójában nem sok tennivaló marad a modell alkotó számára: egy táblázat létrehozása, ahol az input mellett az ismert output található. Ez a végtelen cellaszámú keresési táblázat (‘look-up table’) egy tökéletes modell egyik fajtája, válójában nem más mint a tárgy input-output minden lehetséges tudás (de megértés nélküli) összegzési formája.

3.1.2. Modell, a válóság és a mérés
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13. ábra  A valódi folyamat és a mérési adatok alapján alkotott modell összefüggésterei.
A válóságban viszont legtöbbször az a helyzet lép fel, hogy sokat, de nem mindent és ráadásul egy kis részt hibásan ismerünk a modellezet tárgyról. Birtokunkban van bizonyos tudás, ennek bizonyos részét képezik a mérések, megfigyelések által nyert adatok (13. ábra  szürke területe ), egy része csak a megfigyelési zaj (nagy ellipszisen kívül eső terület). Ezen adatok alapján próbálunk meg felépíteni egy modellt. A tapasztalati adat nem minden része építhető be egy matematikai, fizikai, vagy informatikai modellbe. Egy része nehezen fejezhető ki számokkal, csak a kísérletező hipotéziseiben kerül megfogalmazásra. Másik része zajnak tulajdonítható vagy nem vonható összefüggésbe a valódi folyamat tulajdonságaival. A diagram legérdekesebb része a modell által lefedett, de a megfigyelések által (még) nem észlelt valódi folyamat tulajdonságai. Az  értékes, helyesen generalizáló modell formálásánál ezt a részt minél nagyobbnak szeretnénk viszontlátni. Itt érkezünk a fenti problémák jelenleg ismert gyakorlati megoldásaihoz. 

Ahhoz hogy növeljünk a helyes modell felépítésének valószínűségét, sok korlátot kel bevezetni. Nem használhatunk minden algoritmust, hanem csak olyan algoritmusokat ami korlatozott fajtájú (de ettől függetlenül akár korlátlan számú) összefüggést produkálnak az input és output között.  Sok folyamat esetében gyakorlati tapasztalatokból mondható, hogy folytonos összefüggés lép fel az input és output mértéke között. Ezek közé sorolható a növényházi transpiráció és evaporáció is. Ezek esetében folytonos de nem feltétlenül lineáris függvényekkel lehet jól megközelíteni a modellezés problémáját. A modell és a tárgy folytonos karaktere biztosítja, hogy a merések által le nem fedett intervallumokban a valóság és a modell közötti eltérés nem fog ugrásszerűen megváltozni. A hagyományos képleteken alapuló módszerek, továbbá több fajta függvénygenerátor (Pitlik, 1994) és az általam is használt mesterséges neuronhálózatok fajtai teljesíthetik ezt az elvárást. A legelőször kifejlesztett neuronális hálók a bináris aktivációs függvény miatt (§2.6 [12old.]) sajnos más területeken voltak alkalmasabbak.  Meg kell említenem, hogy a valódi világban is észlelhetők olyan folyamatok, amelyek első ránézésre minden  folytonossági paradigmát tagadnak, ilyenek pl. a kvantum jelenségek. Ilyen folyamatok a folytonos aktivációs függvénnyel rendelkező neuronhálózatok áltál legfeljebb közelíthetők. A folyamatok megmaradó részében viszont sok megközelíthető folytonos neuronális hálókkal. Ebbe a csoportba (ahogy e tanulmány többi része  mutatja) tartózik a növényházi evapotranspiráció előrejelzésének a problémája is.

3.2. Tanítási eljárások

Két alapvető súlyváltoztatási algoritmus létezik - az irányított és a spontán tanulás. Az irányított tanulás, igényli a ‘felügyelő’, vagy ‘tanár’ segítségét. A tanár szerepét betöltheti a kívánt kimenetek egy gyűjteménye, kiegészítve egy algoritmussal, amely osztályozza a hálózat teljesítményét, vagy bármilyen osztályképző külső autoritás (mester). Más szavakkal az irányított tanulás mindig valami fajta rávezetéssel történik. Jó példa erre a delta elven alapuló tanulás (§2.9.2 [16old.]) vagy az általam is használt gradiens elv (§2.9.3 [16old.]).

A spontán, irányítás nélküli súlyváltóztatási algoritmusok csoportja megkívánja, a halóba épített belső szabályok létezését, amelyek  működés közben változtatják a súlyokat. Ilyen tanulás pl. az eredeti Hebb elven (§2.9.1 [15old.]) alapuló algoritmusok.  

3.2.1. Irányított tanulás

Ebben a módszerben a neuron hálózat kimenetét mindegyik ciklusban összehasonlítjuk az eleve ismert, kívánt kimeneti értékkel.

A súlyokat, amelyeket rendszerint életlenszerűen állítottunk be az elején, egy kis mértékben megváltoztatjuk, hogy a kimenet közelebb essen a kívánt értékhez. Mindegyik rákövetkező lépésben a sorban kővetkező input-output értékekkel ismételjük meg a fenti lépéseket. A műveletsor ismétlésének célja a folyamatos súlyváltoztatás által történő hálózat hibájának csökkentése. Magát a ‘hibát’ többféleképpen lehet megfogalmazni. 

Maga a „hiba” vagy eltérés úgy értelmezhető mint egy- vagy többdimenziós térben levő két pont távolsága. A távolságot viszont több módon lehet definiálni: koordináták szerint vett eltérések abszolút értékeinek az összege, négyzetre emelt eltérések szummájának a gyöke, bitenként vett eltérések összege stb. A többdimenziós térben  minden olyan távolság-definíció elfogadható, amelyre igaz a háromszög tétele:

Ha adott három tetszőleges pont, akkor mindig igaz, hogy a két pont közötti távolság nem nagyobb mint a pontok között megmaradó két távolságnak az összege.

Legegyszerűbbnek tűnik az abszolút eltérés mint a távolság definíciója, gyakorlatban viszont kiderül, hogy ez a függvény nem minden pontban deriválható – a deriváltja meghatározhatatlan, amikor az eltérés nulla. Matematika a legtöbbször használt  távolság definíció (két dimenziós térben) :

A négyzetes eltérés négyzetre emelt eltérések összegének gyöke. Az így definiált függvény minden ponton deriválható, további jó tulajdonsága, hogy a deriváltja a hiba csökkenésével csökken. Ezt a gyakorlat is bizonyítja: a leggyakrabban használt hiba definíciók az eltérések négyzetén, vagy ezeknek átlagán alapulnak. A gyökvonás a többdimenziós tér esetében bonyolultabb művelet, így az átlagolás lépése ésszerűnek tűnik. A fenti okok miatt én is az eltérések négyzeteinek átlagát használtam hiba definíciónak. Ennek a hibájának a minimalizálását pedig a modell optimalizálásakor célként vettem.
3.2.2.  Spontán tanulás

Irányított súlyváltoztatás esetében ‘tanítani’ kellet a neuron hálózatott mielőtt képes lenne a általunk kivan műveletek végzésére. Megtanult haló viszont képes olyan dolgokra mint általánosítás, mintafelismerés (vö. perceptron, §2.3 és §2.6) vagy folytonos függvényillesztés.

A spontán tanulás közben viszont a haló ‘fejlődik’ bizonyos - általában véletlenszerű – kezdőállapottól, valamilyen, bemutatott input értékektől függő állapotokon. Itt a hálózat nem használ semmilyen külső bírálót. Ennek ellenére McCord Nelson szerint (1994) mindig szükség van egy belső teljesítmény osztályozóra. Ahogy viszont Hebb elv  példája is mutatja, ez az ‘osztályozó’ ritkán képez egy külön részt a hálózat működésében (Hebb, 1949). 

Ennek eredményeképpen, a spontán tanuló hálózat reagál az input adatokban megjelenő rendszerességekre. Ez a jelenség miatt a ilyen halók jó eredményeket mutattak a tulajdonság felismerő rendszerekben, különösen a vizuális jeleket feldolgozó apparátusokban. Logikusnak tűnik az is hogy a látás rendszer tanulmányozása közben sokan Marr (1982), Von der Malsburg (1973), Cooper (1973; Nass és Cooper, 1975) felismerték a hasonlóságokat a spontán tanuló hálózat és a biológiai rendszerek működése kőzött. 

3.3.  Tanulás megvalósítása 

Az egyirányú, egy- vagy többréteges neuronhálózatok legfontosabb tanítási eljárásai Osowski, (1996) szerint, általában a célfüggvény optimalizálásán alapszanak. A célfüggvény a haló által generált kimenet és a kimenet kívánt értéke közötti különbséget veszi figyelembe minden tanítási pár (adott input-kívánt output) esetében. Ezt az irányított - felügyelet alatt történő tanulást használtam én is a megfelelő kapcsolásokkal rendelkező hálózat kiépítése érdekében. 

Az  irányított tanulás megkívánja, hogy eleve ismert legyen a kívánt kimeneti érték, di, az output neuronokon, ahol (i=1,2,…,M) és M a kimeneti egységek számát jelenti. A cél az, hogy a haló kimeneti értékek, yi,  minél közelebb álljanak a kívánt, di, értékekhez. Az út a (ij súlyok megfelelő megválasztása által történik.

Ismerve a kívánt értékeket, az aktuális kimeneti  értékeket és a súlyokat meghatározhatjuk  hogyan kell a súlyokat változtatni, hogy a kimeneti értékek közelebb essenek a kívánt értékekhez. A bemeneti értékekként a növényház  belső környezeti változók szolgáltak: látható spektrumban mért megvilágítás intenzitása, hőmérséklet és relatív páratartalom (vö. §2.12). Mivel feltételezhető, hogy a kimeneti értékeket (evapotranspirációt, §2.12.1 [22old.]) befolyásolhatja a gyökerek által felvehető víz és tápérték mennyisége, ezért kiegészítő input paraméterenként szolgált az öntőzés. A kívánt kimeneti értéket a növény – kőzetgyapot-kocka súly változása alapján meghatározott evapotranspiráció mértéke adta.   

3.3.1.  Back-propagation

A back-propagation algoritmusban mind az általános irányított tanulás esetében lépésenként változtatjuk meg a súlyokat (lásd előző fejezet). A rejtett rétegek  viszont (§2.7.2 [14old.]) közvetlenül nem befolyásolják az outputot. Így a kívánt kimeneti érték a rejtett réteg számára sem határozható meg közvetlen módón. A megoldást, amit egyszerre többek által is feltalált (§2.3) back-propagation algoritmus jelenthet. Az algoritmus két lépésből áll. Az első lépésben meghatározzunk mindegyik egység kimenetét. Ez az input adatok segítségével történik. Az első réteg kimenete a második, hármadik stb. rejtett rétegek bemeneteként szolgál egészen a kimeneti egységekhez. A kimenet ismerte birtokában meghatározható a kimeneti egységek és kívánt outputok közötti differencia. Ez a kimeneti egységek eltérésének értéke, ami pozitív vagy negatív előjelű is lehet. Az így kapott érték szolgál alapul az utolsó rejtett réteg és kimeneti réteg közt levő sulyok változtatásához. Mivel az utolsó rejtett réteg kimenete a haló kimeneti réteg bemeneteként szolgált, kiszámíthatjuk melyik irányban kellene az e két réteg közt levő súlyokat változtatni. A súlyváltoztatás után következik az utolsó rejtett réteg eltérésének a megállapítása. Ezen a ponton ismerjük e réteg kimeneti értékeit és a súlyokat. A réteg eltérése az, amilyen mértékben a réteg outputja a kővetkező réteg (itt: a kimeneti réteg) hibáját befolyásolja megszorozva a kimeneti réteg eltérésével. Erősebb kapcsolat, nagyobb kimeneti hiba esetében magasabb a rejtett réteg eltérése is. E réteg eltérését, hasonlóan mint az előző lépesben, felhasználjuk az ezen és az előtte levő réteg közötti súlyok alakításához. Így visszafelé lépve a rétegeken változatjuk a súlyokat, amíg el nem érkezűnk a bemeneti egységekhez. Ez a back-propagation algoritmus teljes ciklusa. 

3.4.  Bemeneti értékek 

A szigmoid függvény legérzékenyebb a bemeneti értékek változására az Y tengely körül. Itt veszi fel a deriváltja a legmagasabb értékeket, folyamatosan nulláig csökkenve a végtelen és mínusz végtelen felé. A válóságban előforduló tényezők értékei pedig, mérési skálától függően, széles intervallumban, egymástól távol vagy éppen ellenkezőleg, nagyon szűk intervallumban mérhetők. Ezért, ha több fajta bemeneti adatot használunk, kénytelenek vagyunk konvertálni az értékeket. Így például a relatív páratartalom váltózhat nullától százig, megvilágítás csak pozitív értékeket vehet fel, hőmérséklet viszont előre ismeretlen intervallumban változhat. Ennek érdekében, hogy a hálózat képes legyen jobban felhasználni az adatokba rejtett információt, a bemeneti értékeket az [0;1] intervallumra konvertáltam a   segítségével. 
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Ahol az x az eredeti érték,  minx és maxx  a bemeneti érték halmaz legkisebb és legnagyobb értékei és végül  x’ a kapott, átkonvertált érték.

Az   által meghatározott függvény lineáris adatkonverziót biztosítja. Az egyszerűsége és a linearitása késztetett e módszer használatára. Más adatkonverzió használata akkor lenne szükséges ha a bemeneti adatok érték intervallumát a-priori ismeretek alapján szeretnénk módosítani, egyes tartományok kiemelése mellett.

A haló lehetséges kimeneti értékek szigmoid függvény Y értékei miatt csak az [0;1] intervallum pontjai lehetnek, ezért a kívánt kimeneti értékeket is a   segítségével  konvertáltam. 

Ehhez viszont, hogy a hálózat outputjai az általam használt parolás mérési egységeket (g m-2 h-1) vehessenek fel, vissza kellet konvertálni az   fordított  képlete segítségével. 

Említésre méltó, hogy a felhasznált  adatkonverzió típusa  befolyással lehet a háló teljesítményre. Így az adatkonverziót a modell egyik paraméterének kell tekinteni. 

3.4.1. Hiba függvény

Ahogy azt a back-propagation és az egyirányú hálók tanítási algoritmusok alkalmával láttuk, a kapcsolások súlyai, (ij, befolyásolják a hiba értékét. Ha egyes kapcsolások súlyát változtatjuk, változik a hiba érték. Ha adott kapcsolás súlyát az X tengelyen tüntetjük fel, az egész adatsoron göngyölített hibát pedig Y tengelyen,  akkor megkapjuk a hiba függvényt, r:

r = f (( )

Természetesen a hiba függvény több súly értékétől és függhet, így az alakja a paraméternek tekinthető többi súly változása nyomán váltózik. A hibafüggvény gradiense az adott (nem változó) többi súly mellett megmutatja a tanulás irányát. A minimuma a legtöbb algoritmus tanulás végét jelenti. Ez annyiban érdekes, hogy bizonyos pontoknál indulva a tanulás eredménytelen  (vagy akár káros) lehet ha a hiba függvény lokális minimumokban gazdag (lásd 6. ábra ).      

A háromdimenziós, két súly egyszeres változtatása mellett kapott hibafelületeket a ’A’ melléklet tartalmazza. Az  ábrákat a többi súly ‘fogyasztásával’ kaptam meg.

3.5.  A legegyszerűbb hálózati modell 

A legegyszerűbb kísérleti modellem egyetlen egy egységből áll. (14. ábra )
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14. ábra  Az egyréteges, egyneuronos, egyirányú modell struktúrája

A kezdeti, életlenszerűen beállított súlyokat (i, és az eltolás a értékeit a 3. táblázat mutatja. A f() függvény a szigmoid függvény.

A háló kimenete minden bemeneti adatokra kővetkezőképpen kiszámítható:

4. egyenlet 
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Ahol: 
y az egység kimenete

n a bemeneti kapcsolások száma (itt: 5),


xi az i-edik bemeneti érték (hőmérséklet, páratartalom stb.)


(i a i-edik kapcsolás súlya (bemenet szorzóértéke)


a az eltolás értéke


i a bemenet indexe

2. táblázat  Néhány bemeneti adat (északi mérés)

Idő
Hőmér-séklet
Relatív páratart.
Megvilágí-tás
Öntőzés
Mért evapotran-spiráció

0.34915
0.13568
0.98790
0.00177
0.00000
0.01325

0.34954
0.13485
0.98886
0.00173
0.00000
0.01987

0.34992
0.12768
0.98936
0.00162
0.00000
0.01987

0.35031
0.11798
0.98690
0.00147
0.00000
0.01325

0.35069
0.10452
0.98279
0.00134
0.00000
0.01987

0.35108
0.08694
0.97762
0.00114
0.00000
0.01747

0.35147
0.07001
0.96994
0.00100
0.00000
0.01987

0.35185
0.06361
0.96699
0.00110
0.00000
0.01325

0.35224
0.06231
0.96911
0.00127
0.00000
0.01987

0.35262
0.05308
0.96838
0.00120
0.00000
0.01987

0.35301
0.04138
0.96481
0.00108
0.00000
0.01987

0.35339
0.02951
0.96385
0.00104
0.00000
0.02228

A 2. táblázat  a [0;1] intervallumra konvertált bemeneti adatokat és a kívánt kimeneti értékeket mutatja. A táblázat 1997 június 27, 00:12 és 02:12 időben 10 percenként mért adatokat mutat. A megvilágítás értéke folyamatosan 0.0 körüli, az öntőző rendszer ki van kapcsolva.

A teljes adathalmaz 648 tanítási adat sorból áll, kiegészítve a néhány nappal később miért, 648 teszt sorral. Így a tanítási adatokon képzett haló az általa soha sem ‘látott’ értékekkel van tesztelve. 

3. táblázat Súlyok tanulás előtt és után


tanulás előtt
285 tanulási ciklus után

(1
0.451018
-1.69803

(2
0.769480
-0.14378

(3
0.080351
-2.88038

(4
0.930927
1.21529

(5
0.208472
-0.94957

A
0.031459
0.42639

3.5.1. Tanítás előtt

A képlet szerint (4. egyenlet ) minden bemeneti adatot (2. táblázat , első sor) megszorozzuk a neki megfelelő súllyal (3. táblázat, tanulás előtti súlyok). Összeadjuk az értékeket és az eltolás után (a érték kivonása) kiszámítjuk a szigmoid függvényt.

A kezdeti súlyértékeknél ez kővetkezőképpen néz ki:

· kiszámítjuk az első bemeneti adatok súlyozott ősszegét:

( ((I ( xi) = 

0.451018 * 0.34915 +

0.769480 * 0.13568 +

0.080351 * 0.98790 +

0.930927 * 0.00177 +

0.208472 * 0.00000 

____________________

= 0.3429024748

· Ennek az ellentétét hozzáadjuk az eltolás értékéhez 

- ( ((I ( xi)+a = - 0.3429024748 + 0.031459 = - 0.3114434748

· kiszámítjuk a szigmoid függvény értékét 

1 / (1+e -( ((i( xi)+a ) =  0.5772375578

· az eredmény : 0.5772375578

Ahogy látjuk az első kapott érték elég távol áll még a kívánt (mért) értéktől, amely értéke (2. táblázat ) d1 = 0.01325.

3.5.2. Tanítás után

A súlyok változtatása a gradiens és (többrétegű hálók esetén) a back-propagation algoritmus feladata (§3.3.1 [32old.]). A 285 tanítási ciklus után a súlyok és eltolás értéke a 3. táblázat szerint alakulták. Számítsuk ki a haló kimenetét ugyanaz a környezeti adatok esetében.

· kiszámítjuk az első bemeneti adatok súlyozott ősszegét:

( ((I ( xi) = 

-1.69803 * 0.34915 +

-0.14378 * 0.13568 +

-2.88038 * 0.98790 +

1.21529 * 0.00177 +

-0.94957 * 0.00000 

____________________

= -3.455751584

· Ennek az ellentétét hozzáadjuk az eltolás értékéhez 

- ( ((I ( xi)+a =  - ( - 3.455751584) + 0.42639= 3.882141584

· kiszámítjuk a szigmoid függvény értékét 

1 / (1+e -( ((i( xi)+a ) =  0.0201905867
· az eredmény : 0.0201905867 ami már közelebb áll a ténylegesen mért értékhez: 0.01325
Természetesen az 14. ábra   bemutatott haló nem képes túl sokra. Ahogy feltételezhető, a bemeneti értékek és az output közötti összefüggés majdnem lineáris. Hogy erről meggyőződjünk tekintsünk az 17. ábra -t, ami a bemutatott haló input-output összefüggéseit mutatja meg. Az összefüggés az egy-egy input változása által készült. Az éppen nem vizsgált inputok a 0.5 állandó értékre voltak beállítva. Tulajdonképpen a teljes összefüggéstér meghatározása érdekében mind az őt input minden lehetséges kombinációját bemenetként kellene adni a modellnek. Ennek az eredményét, ami hat dimenziós rajz (5 input + 1 output miatt), nagy számítási időigényesség mellett sajnos nem lehetne ábrázolni kétdimenziós lapon. 

Ez a kővetkezőt is sugallja: már egyetlen egy neuronból álló hálók képesek számos input összefüggések modellezésére többdimenziós térben. Továbbá látható az, hogy már több kutató által felfigyelt összefüggések megegyeznek a haló által ‘érzékeltekkel ’. Így pl. mivel az idővel lassan de folyamatosan no a növény, az idő növekvő hatással van a vízfelvétel és párologtatás mértékére. 
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15. ábra tanítási adatok (inputok)
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16. ábra tanítási adatok (inputok)

Továbbá a megvilágítás és bizonyos határig magasabb hőmérséklet is serkentő hatássál van a növényi metabolizmusra, ami szintén nagyobb vízfelhasználással jár. Az öntőzés növeli a víz elérhetőséget és ez pedig a vízfelvételt. A magasabb relatív páratartalom viszont megnehezíti és lelassítja a párologtatást, ami kisebb vízfelhasználással jár. Ezek az összefüggések irányai megegyeznek a haló által produkáltakkal. Ennek ellenére ez még nem tökéletes modell. A kutatók (pl. Stanghellini, 1987) által vizsgált hőmérséklet - transpiráció összefüggés egy maximális értékét mutat a növény fotoszintézis-metabolizmus kompromisszum szempontjából optimális pontnál. Ez a modellben viszont nem látszik.    
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17. ábra Az egyes inputok és modell outputja közötti összefüggések. Az összefüggés meghatározása érdekében az éppen nem vizsgált inputok a 0.5 állandó értékre voltak beállítva.
A modellezett és a tényleges evapotranspiráció értékeit 648 mérési, modellezési eredmény alapján a 18. ábra  mutatja. A szintén 648 adatból álló teszt eredmények pedig a 19. ábra  láthatók. Az output a 14. ábra -n bemutatott egyszerű, egyneuronos háló kézi számítások helyett számítógéppel kapott értékek.
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18. ábra  Modellezett (szaggatott vonal) és mért evapotranspiráció tanítási adatok. A modellt az egyneuronos haló képezi (14. ábra )    
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19. ábra  Modellezett (szaggatott vonal) és mért evapotranspiráció teszt adatok. A modellt az egyneuronos haló képezi (14. ábra )

A 18. ábra  és 19. ábra  tanulmányozva észrevehetjük, hogy a tanulási adatok főleg közepes és kicsi (0.6-nál kisebb) evapotranspiráció értékeit tartalmazzak, miközben a teszt adatok kőzött ennél sokkal magasabb értékék is találhatók. Az Isten által adott 1997 június időjárása és a „véletlen” miatt a tanítási adatok hidegebb, felhős napokra vonatkoznak, miközben a tesz adatok melegebb, napsütéses nappaloknak és hideg éjszakoknak felelnek meg. Erről az input adatok (hőmérséklet, megvilágítás) tanulmányozásával is meggyőződhetünk. 

A háló jelzi a magasabb evapotranspirációt nappal, de nem képes teljes mértékben az összefüggés tükrözésére. Ahogy a 20. ábra  is mutatja, az egyszerű struktúra miatt a haló már néhány tanítási ciklus után jó eredményeket produkált, de hosszabb tanulás után sem képes jobb eredményeket elérni.
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3.6. 20. ábra  A modellezett és mért adatok közti eltérés csökkenése az egyneuronos háló (14. ábra ) tanítása alatt.
3.7. Többrétegű hálók

Az előző fejezetben bemutatott háló hat különböző páraméterből áll: őt kapcsolási súlyból és egy eltolás értékből, ami mindössze egy neuronegység segítségével sikerült beépíteni. Számos kutatónak viszont az a véleménye, hogy a neuronális hálók igazi erőssége a parallel információ feldolgozás, ami több egység, számos súly mellett kibontakozhat (Osowski, 1996; Hertz, 1995; McCord, 1994; Warwick, 1995).  A többrétegű haló esetében, ha  mindegyik rétegben több neuron található és minden egyes réteg minden neuronja a kővetkező réteg minden neuronjával kommunikál a kapcsolások száma exponenciálisán no. Így a súlyok száma, amelyek tulajdonképpen a modell paraméterei is ilyen tempóval nőnek, ami lényeges hatással van a modell összefüggések bonyolultsági szintjére és egyben káros hatássál a modell alkalmazási sebességére szoftveres megvalósítások mellett.

3.7.1. Haló rétegek, egységek optimális száma

Annak ellenére hogy már régóta léteznek bizonyos algoritmusok az automatikus háló-struktúra kiválasztására [NNA, str. 15, [14]]a többrétegű hálózatok építése a legtöbb esetben heurisztikus módon történik. Ezért, ahogyan a jelenlegi tanulmányban is, a megfelelő rétegszám és a rétegek egységeinek száma, az adott problémára, tapasztalati úton van meg határozva. Ha a kijelölt számok bizonyos jelenségek alapján (általánosítás, approximáció stb.) túl nagynak vagy kicsinek bizonyulnának, try-and-error alapon eszközölhetünk bizonyos beállításokat.

3.7.2. Evapotranspiráció modell

A kővetkező, általam kifejlesztett halók a különböző neruronszámú többrétegű struktúrák. Az eredmények részletes bemutatása túllépne e tanulmány keretein, ezért kénytelen vagyok csak az általam legérdekesebbnek tartott eredményeket bemutatni.   

A teljes bemeneti adatsort az 15. ábra és a 16. ábra mutatja, tesztelési adatok pedig a 21. ábra  és 22. ábra lathatók, táblázatos formában pedig az  ‘B’ mellékletben találhatók.
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21. ábra  Bemeneti teszt adatok

[image: image30.wmf]0.00

0.10

0.20

0.30

0.40

0.50

0.60

0.70

0.80

0.90

1.00

1

145

289

433

577

adat no.

relativ (átkonvertált) értékek

õntõzés

megvilágitás

idõ


22. ábra  Bemeneti teszt adatok

A modell elkészítése során több különböző felépítésű hálót is kipróbáltam. Kielégítő eredményeket már legalább egy rejtett réteggel, benne három neuronnál rendelkező hálók mutatták. Az őt vagy több rejtett egységgel rendelkező hálóknál az eredmények láthatóan nem javulták.

A három rejtett egységgel rendelkező háló tanítási görbét a 23. ábra mutatja.
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23. ábra Három rejtett egységgel rendelkező háló tanulási görbéje
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24. ábra Modellezett (szaggatott vonal) és mért (folytonos vonal) növényházi evapotranspiráció tanítási adathalmaz esetén

A tanítási adathalmaz mért evapotranspiráció értékeit valamint modellezet értékeket a 24. ábra  mutatja. Észrevehetően jó az egyezés a modell és a válóság kőzött. Ennek ellenére az egyes inputok befolyása a modell outputra nem tökéletes. Ilyen pl. az idő tényező esete (az eredmények: lásd melléklet A).  
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25. ábra Modellezett (szaggatott vonal) és mért (folytonos vonal) növényházi evapotranspiráció teszt adathalmaz esetén

Nagyon közeli egyezés a tanítási adatok esetén a tesztelési halmaz rosszabb eredményeket mutat (25. ábra ). Ahogy látható, a modellezett és mért adatok még jól egyeznek az első két tesztelési nap esetén, viszont észrevehetően távol állnak egymástól az utolsó tesztnap esetén. Ennek fő okának az tekinthető, hogy a tanítási adatok felhős időre vonatkoznak, miközben a tesztelési adatok felvételekor az időjárás javult. 
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26. ábra  Kontingencia szintek
Az észrevehetően rosszabb tesztelési eredmények ellenére a mért és modellezett értékek közötti korreláció számítás a tanítási eredmények esetében jó (R2=0.8680) a tesz adatok esetében pedig meg szorosabb (R2=0.8689) korrelációt mutat. A lehetséges kontingencia szintek a tanítási adatok és teszt adatok esetében a 26. ábra  szerint alakultak. Az eredményeket a ‘C’ mellékletben csatolt programkód segítségével számítottam ki. Ha a mért és modellezett halmazokat érték szerint két részhalmazra osztjuk,  a kontingencia szint annak a gyakoriságának a jelzője, hogy a mért magas értékeknek magas modellezett értékek, alacsony mért értékeknek pedig alacsony modellezet értékek felelnek meg. Fontos kérdés az, hogyan osztjuk meg a két halmazt. A program mindkét halmaz esetén több küszöbértéket kipróbál és a legjobb kontingencia szintet biztosító tekinti megosztást érvényesnek. Az eredmények a négy részhalmaz százalékos eloszlását mutatják.   
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27. ábra  A rejtett rétegben levő egyik egység hibafelülete

A 27. ábra  egy rejtett rétegben levő egyik egység hibafelületét mutat. Az ábra az X és az Y tengelyen levő két súly változtatása által készült, miközben a haló kimenete és a kívánt (válóságban mért) értékek közötti négyzetes eltérések átlagát a Z tengely színskálája ábrázolja. E karakterisztikák meghatározása kedvéért a megtanult haló minden súlya ‘be lett fagyasztva’ (nem engedtünk semmilyen változást) , kivéve a két éppen vizsgált súlyt. A tanítási algoritmus válóság és a modell közötti eltérés csökkenése érdekében változtatja a súlyokat a  hiba felület mentén a minimális hiba fele. 
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28. ábra  A kapcsolási súlyok alakulása a háló tréning közben

A kezdeti sulyok életlenszerűen vannak beállítva nulla és egy közé eső értékre. Ez a hiba felület közepe köré esik. Így, a tanulás kezdetén onnan indul a sulyok útja a minimális hiba felé. Sajnos a hibafelület és így a súlyváltoztatási irány változik a tanulás közben. Ennek fő oka az, hogy a modell outputja egyszerre minden kapcsolás súlyától függ. Így az egyik súly bizonyos megváltoztatása azt eredményezheti, hogy a többi súlyt ellenkező irányban kell már változtatni az egész háló jó eredménye érdekében. Ilyen folyamatok eredményeképpen a haló nem mindig a legrövidebb utón találja meg a célt. Ez látható a 28. ábra n is, amely azt is mutatja, hogy néhány kapcsolási súly értéke a tanulás kezdetén és tanulás végén ellenkező irányokban váltózik.
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29. ábra A rejtett rétegben levő, egy ‘nehezen tanuló’ egység hibafelülete

További információt adhat 29. ábra , amely ugyanabból a modellból származik mint az 27. ábra n látható, csak éppen másik két kapcsolási súly hibafelületét mutat. Ahogy látszik, a (0,0) pont körül induló súlyok a gradiens irányában haladva nagy valószínűséggel a közeli völgy felé indulnák (nyilak). Ez pozitív értékű súlyokat eredményez. Így a tanulás csak a lokális minimum eléréséhez vezet, miközben a válóságban kicsi hibák elérése az csak az erősen negatív súlyokkal érhető el (a grafikon álja, jobb oldala).

Így a bemutatott egység lassan, nehezen éri el a jó eredményeket, ami az egész modell végső eredményen kihathat. 

Fenti problémák megoldása érdekében a modell súlyai életlenszerűen választott, több pontról váló indítást javasolhatok. Ezenkívül a  folyamat  javítása érdekében hatékonyabb eljárásokat kell kidolgozni, amelyek képesek lennének a lokális minimumok elkerülésére. A modell helyességét a gondosan kiválasztott tanulási minták elősegíthetik, amelyek szélesebb mértékben fednék le a modellezni kívánt folyamatot.

3.8. Összefüggés tanulás

3.8.1. Összefüggés keresés zsákutcái 

Ahogy azt az approximációról és generalizációról szóló fejezetekben láttuk a háló tulajdonságai - a használt neuron fajtán kívül - nagy mértékben az egységek és kapcsolatok számától függnek. Ennek ellenére több neuronnál rendelkező háló nem mindig képes bonyolultabb összefüggések modellezésére. Tekintsünk meg egy példát: egy bemeneti egységgel, egy rejtett rétegben rendezett hét egységgel és egy kimeneti egységgel rendelkező hálót. A bemenetére legyenek adva számok nullától egyig intervallumból, égszázad lépésben: x={0.00, 0.01, 0.02, ..., 0.98, 0.99}. Az szeretnénk hogy a háló valamilyen, általunk jól ismert összefüggést tanuljon meg az  input és output kőzött. Én erre a szinusz függvényt különösen alkalmasnak tartottam. Az fő okom az volt, hogy a szinusz függvény erősen nem lineáris, nem monoton, periodikus, nincsen egy abszolút minimuma vagy maximuma és több konvex és konkáv szakaszokból áll. Ezért egy modell eléggé flexibilis kell hogy legyen ehhez, hogy a sinus függvény legalább egy periódusát képes legyen reprodukálni a lineárisan növekvő bemeneti adatokból.
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30. ábra (y = ? + sin (15 x) / 2) függvény lefutása (folytonos vonal) és e függvényt modellező, hét rejtett egységgel rendelkező háló outputja (szaggatott vonal) 

A kívánt kimenet tehát egy sinus alakú függvény: y = sin (15 x). Ezért, hogy az adatok a [0;1] intervallumba essenek átkonvertáltam őket   szerint, ami  ennek felel meg, mint ha eleve az:

 y = ? + sin (15 x) / 2 

egyenlet szerinti pontokat generálnám (30. ábra , folytonos vonal).
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31. ábra A hét rejtett  egységű háló tanulás menete szinusz alakú függvény esetében. 2500 tanulási ciklus után látható a még mindig relatíve nagy értékű hiba (‘sikertelen’ tanulás)

Az erre a feladatra szánt haló struktúrája egy bemeneti vonalról; egy, hét neuront tartalmazó rejtett rétegről és egy kimeneti egységből áll.

A tanulás folyamatát az 31. ábra mutatja. Az eredeti pontokat és a modell által generáltakat pedig a 30. ábra  tartalmazza.

Ahogy látható, a haló eredménye csak részben tükrözi vissza az eredeti összefüggést. Ennek az oka nem az, hogy a háló magában nem képes az összefüggés „megtanulására”. Sokkal inkább a tanulás folyamatában kell keresnünk a hibát. 

Ahogy azt a 3.3 fejezetben (31 old.) láttuk, a haló tanulás közben a csökkenő hiba felé változtatja meg a súlyait. Sajnos a hiba egyszerre az összes súly értékétől függ. Így, ha a tanító algoritmus megváltoztatja az egyik súlyt a hiba csökkenés érdekében, a hiba megnőhet a kővetkező réteg egységein, aminek eredményeképpen a modell romlik javulás helyett. Ehhez, hogy meglássuk hogy ez az éppen bemutatót háló esete tekintsünk meg az 32. ábra, amely a tanulás közben történő súly változásokat mutat. Az X tengelyen a tanulási lépés sorszáma fel van tüntetve, az Y tengelyen pedig a súlyok értéke.
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32. ábra A hét rejtett  egységű háló kapcsolási súlyok alakulása a tanulás alatt szinusz alakú függvény esetében. Látható az, hogy több súly is nem a legrövidebb utón érte el a végső értékét.

A súlyok a tanulás folyamata közben gyakran ‘ingadoztak’, ami ennek a jele lehet, hogy a hiba függvénynek adott súlyok mellett nincsen egy stabilan meghatározott csökkenési iránya, esetleg sok lokális minimumot tartalmaz.   

Tekintsünk meg a tanulás kezdeti (33. ábra a.) és végi (33. ábra b.) hiba felületeket. Az X és Y tengelyen a rejtett réteg egyik neuronjához vezető két súly értéke van feltüntetve, a képpont színe (Z értéke) pedig az összes input-output páron át számított négyzetes hiba értékét jelenti. Ahogy látható, az hibafelület minimuma teljesen máshol helyezkedik tanulás előtt és tanulás után. Ez magyarázza meg a 32. ábran látható „bizonytalan” irányú tanulási súlyváltoztatást. 
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33. ábra Az őt rejtett egységes haló kiválasztott hibafelület tanulás előtti (a.) és tanulás utáni (b.) állapota

3.8.2. Pozitív példa

Mindezek ellenére a szinusz függvény szerinti input output-összefüggés egészen jól modellezhető egy neuronális haló segítségével. A kísérlethez egy bemeneti egységből; őt neuront tartalmazó rejtett rétegből és egy kimeneti egységből álló hálót alkalmaztam. A háló tanulás menetét a 
34. ábra
 mutatja. Ahogy látható, egy több ezer cikluson át tartó kevésbe eredményes tanulás után a haló súlyai olyan „megvilágosodási” pontra kerültek, ahonnan rövid időn belül nagyon jó eredmények váltak(alacsony hiba) váltak elérhetővé.
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34. ábra Az őt rejtett egységű háló tanulás menete szinusz alakú függvény esetében. 2500 tanulási ciklus után látható a még mindig relatíve nagy értékű hiba, amely drasztikusan csökken a 4700 ciklus után (sikeres tanulás)

Az eredeti szinusz alakú függvényt és a modell outputot a 35. ábra  tartalmazza.
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35. ábra Sinus alakú görbe (folytonos vonal) és az öt rejtett egységű  háló outputja (szaggatott vonal) 

Itt meg kell említenem, hogy a jobb eredmény nem tulajdonítható a alacsonyabb neuronok számának. Elméletileg minden őt rejtett neuronnál rendelkező háló helyettesíthető egy hét rejtett neuront tartalmazó hálóval úgy, hogy a két „felesleges” neuronból kimenő jelek nullá értékű súlyokkal vannak szorozva. 

4. Összegzés

Ahogy láttuk, a neuronhálózatok képesek példákon való tanulás folyamán bonyolult összefüggések megkeresésére (§3.7;§3.6.2) és súlyok formájában tárolására. Így a csupán példák formájában levő adatokat képesek hozzáférhető tudása alakítani. Ez jól használhatóa teszi őket a gyakorlati modellek felépítésére, ahogy ezt a transpiráció modellje is mutatta. 

A beépített atomátizélt összefüggés-keresés (tanulás) ellenére, a halók használata során, bizonyos mértékű a-priori tudás és emberi beavatkozás szükséges. A többrétegű hálózatok építése meglehetősen heurisztikus módon történik, a tanulás folyamata pedig lassú lehet és nem mindig sikeres. Így a jelenlegi szoftveres megvalósítással, 648 tanítási példa, 5000 tanulási ciklus, 486DX2/66+8MBRAM konfiguráción legjobb esetben is 72  percet igényelt. 

Mindezen hátrányok ellenére a mesterséges neuronális hálók használata sok területén előrelépést jelent a „kézileg épített” modellek vagy ember által beépített szabálykészlettel rendelkező tudásbázisú rendszerekkel szemben. Értelemszerű generalizálás és approximációs képességei sok egyéb előny mellett vonzó tárgya tehetik a neuron hálózatok implementációit az ipari és egyéb felhasználás számára. Reméljük ez a már néhány éve USA és Japánban tapasztalható gazdasági és kutatási trend a közép európai országokban is hamarosan beköszönt. E folyamatot remélhetőleg a Magyarország és Lengyelország az Európai Unióhoz való csatlakozása is meggyorsítja. 

5. Köszönetnyilvánítás

A jelen kutatás során sok embertől sok fajta támogatást, bátorítást és segítség nyújtást tapasztaltam.

Szeretnék ezúton megköszönni: konzulensemnek, 

Dr. Pitlik Lászlónak aki sok értékes ötlettel és munkával támogatta a kutatásomat, 

Reményi Piroskának és Bíró Attilának akik mindig friss lelkesedése sok új energiát adott,

a feleségem Ivettnek aki folyamatosan bátorított és segített a nyelvi problémák átlépésében.

Hálával tartozom a public domain-ként kiadott ‘Nnutils’ forrás kód gyűjtemény szerzőjenek Greg Stevens-nek és  a ‘Dynamic Neural Net’ nevű kód autorának Khaled Mardam-Bey akiknek C forrásai segítettek a neuron háló szoftveres megvalósításban.

A mérési eredmények az Egyesült Királysági Silsoe Research Institute növényházaiban jöttek létre a tanulmányi utam alatt. Ezáltal szeretnék megköszönni prof. Farkas Istvánnak e kutatás lehetővé tételéért, SRI talajtani részlegnek pedig a vendéglátást.

És végül, de nem utolsó sorban, köszönettel tartozom sok más, itt nem említett személynek, akik inspiráltak engem briliáns ötletekkel, humorérzékükkel és nem rejtett humanitásukkal.  

Köszönöm !!!
6. Irodalomjegyzék
ALEKSANDER, I. és H. Morton, 1990. An Introduction to Neural Computing. 9 old. United Kingdom, London: Chapman and Hall. 

AMIT, D., H. Gutfreund és H. Sompolinky, 1985a. Spin-Glass  Models of  Neural Networks. Physical Review A 32, 1007-1018 old.

AMIT, D., H. Gutfreund és H. Sompolinky, 1985b. Storing Infinite Numbers of Patterns in a Spin-Glass Model of Neural Networks. Physical Review Letters 55, 1530-1533 old.

ANDERSON, J.A. és E. Rosenfeld szerk. 1888. Neurocomputing: Foundations of Research. Cambridge: MIT Press.

ANDERSON, J.A. és M.C. Mozer, 1981. Categorization and Selective Neurons. Található: Parallel Models of Associative Memory, szerk. G.E. Hinton és J.A. Anderson, 213-236. old. Hillsdale: Erlbaum.

ANDERSON, J.A., 1968. A Memory Model Using Spatial Correlation Functions. Kybernetik 5, 113-119. old.    

ANDERSON, J.A., 1970. Two Models for Memory Organization. Mathematical Bisciences.  8. Szám., 137-160. old.   

BALLARD, D., 1988. Cortisal Connections and Parallel Processing: Structure and Function. Vision, Brain and Cooperative Computation, szerk. Arbib és Hamson., MIT Press. 563-621 old.

BRONSTEJN, I.N. és K.A. Szemengyajev, 1987, Matematikai Zsebkőnyv.  Hatadik, átdolgozott kiadás, 1124. old. Budapest: Műszaki Kőnyvkiadó.    

Caiainello, E.R. 1961. Outline of a Theory of Thought and Thinking Machines. Journal of Theoretical Biology 1, 204-235 old.

COOPER, L.N., 1973. A Possible Organization of Animal Memory and Learning. Collective Properties of Physical Systems (24 Nobel Symposium), szerk. B. Dundqvist and S. Dundqvist, 252-264 old. New York: Academic press.     

Cowan, J. D. és D. H.  Sharp 1988a. Neural Nets and Artificial Intelligence. Daedalus, Proceedings of the American Academy of Arts and Sciences 117, 85-122 old.

Cowan, J. D. és D. H.  Sharp 1988b.Neural Nets. Quarterly Reviews of Biophysics 21. szám, 365-427 old.

CRAGG, B. G. és H. N. V.  Temperley 1955.  Memory: The Analogy with Ferromagnetic Hysteresis. Brain 78, II, 304-316 old.

Cragg, B . G. és H. N. V. Temperley 1954. The Organisation of Neurones: A Cooperative Analogy. EEG and Clinical Neurophysiology 6, 85-92.

DENKER, J., Schwartz, B. Wittner, S. Sola, R. Howard, L. Jackel és J. Hopfield, 1987. Neural Networks for Computing. (Snowbird, 1986), szerk. J.S. Denker, 121-128 old. New York: American Institute of Physics.    

GROSSBERG, S., 1967. Nonlinear Difference-Differential Equations in Prediction and Learning Theory. Proceedings of the National Academy of Sciences. USA,  58 szám, 1329-1334 old.

GROSSBERG, S., 1968.Some Nonlinear Networks Capable of Learning a Spatial Pattern of Arbitrary Complexity. Proceedings of the National Academy of Sciences. USA,  60 szám, 758-765 old. 

GROSSBERG, S., 1976. Adaptive Pattern Classification and Universal Recording: Parallel Development and Coding of Neural Feature Detectors. Biological Cybernetics. 23 szám. 121-134 old.  

GROSSBERG, S., 1987.Competitive Learning: From Interactive Activation to Adaptive Resonance. Cognitive Science. 11, 23-63 old. 

HAMER, P.J.C. és A. Belay, 1997. An Irrigation Model for the Long-Season Tomato Crops. Silsoe Research Institute. Kézírat. 1-7 old. 

HEBB, D.O., 1949. The Organisation of Behaviour. NewYork: Wilety. Található (részekben) - Anderson és Rosenfeld (1988).

HERTZ, J. , A Krogh és R.G. Palmer, 1995. Wst(p do teorii oblicze( neuronowych. Második kiadás, 20-29 old. Warszawa: Wydawnictwa Naukowo-Techniczne.

HINTON, G.E. és T.J. Sejnowski, 1983. Optimal Perceptual Inference. Proceedings of the IEEE Conference on Computer Vision and Pattern Recognition. (Washington 1983.) 448-453 old. New York: IEEE.    

HINTON, G.E. és T.J. Sejnowski, 1986. Learning and Relearning in Boltzmann Machines. Parallel Distributed Processing. 1. szám  7. Fejezet.

HINTON, G.E., 1986. Learning Distributed Representations of Concepts. Proceedings of the Eighth Annual Conference of the Cognitive Science Society., 1-12 old. Hillsdale: Erlbaum.  

HOPFIELD, J.J., 1984. Neural Networks and Physical Systems with Emergent Collective Computational Abilities. Proceedings of the National Academy of Sciences. USA 79, 2554-2558 old. 

JØRGENSEN, E. 1975. "Grodan" Stone Wool as Medium for Propagation and Culture. Acta Hort. 54 szám: 137-141old.

KOHONEN, T., 1974. An Adaptive Associative Memory Principle. IEEE Transactions on Computers. 23 rész, 444-445 old.

KOHONEN, T., 1989. Self –Organisation and Associative Memory. (3-adik kiadás). Berlin: Springer-Verlag.

KOLGOMOROV, A.N., 1957. On the Representation of Continuous Functions of Many Variables by Superposition of Continuous Functions of One Variable and Addition. Dokl. Akad. Nauk. SSSR 114 szám, 953-956 old. (angol forditás:  American Mathematical Society Translations, 28. Száma)    

KÚRKOVÁ, V., 1991. Kolgomorov’s Theorem Is Relevant. Neural Computation 3 szám, 617-622 old.

LITTLE, W.A. és G.L. Shaw, 1975. A Statistical Theory of  Short and Long Term Memory. Behavioural Biology 14 szám, 115-133 old. Található: Anderson és Rosenfeld (1988)

LITTLE, W.A. és G.L. Shaw, 1978. Analytic study of the Memory Storage Capacity of a Neural Network. Mathematical Biosciences. 39 szám, 281-290 old.  

LITTLE, W.A., 1974. The Existence of Persistent States in Brain. Mathematical Biosciences. 19 szám. 101-120 old. 

MARR, D., 1969. A Theory of Cerebellar Cortex. Journal of Physiology. London, 202 szám, 437-470. Old. 

MARR, D., 1970. A Theorz for Cerebral Neocortex. Philosophical Transactions of the Royal Society of London. 262 rész, 23-81. Old.

MARR, D., 1971. Simple Memory: A Theory for Archicortex. Philosophical Transactions of the Royal Society of London. 176 rész, 161-234. Old.  

MARR, D., 1982. Vision. San Francisco: Freeman. Idézetek az Anderson és Rosenfeld (1988)  műben. 

McCORD, M., Nelson és W.T. Illingworth, 1994. A Practical Guide To Neural Nets. Technical Publishing Advisory Board, 131-148 old. Reading: Addison-Wesley Publishing Company. 

McCULLOCH, W.S., W. Pitts, 1943. A Logical Calculus of Ideas Immanent in Nervous Activity. Bulletin of Mathematical Biophysics 5, 115-133 old. idézve: Anderson és Rosenfeld (1988) -ben.   

MINSKY, M.L. és S.A. Papert, 1969. Perceptrons. Cambridge: MIT press. 

MINSKY, M.L., 1967. Computation: Finite and Infinite Machines. Englewood Cliffs: Prentice Hall.

MURATA, N., S. Yoshizawa és S. Amari, 1992. Network Information Criterion – Determining the Number of Hidden Units for an Artificial Neural Network Model. Japan,  1-7 old. University of Tokyo, Academic Press

NASS, M.M. és L.N. Cooper, 1975. A Theory for the Development of  Feature Detecting Cells in Visual Cortex. Biological Cybernetics. 19 szám. 1-18. old.

OSOWSKI, S., 1996. Sieci Neuronowe w Uj(ciu Algorytmicznym. 39-43 old. Warszawa: Wydawnictwa Naukowo-Techniczne. 

PARKER, D.B., 1985. Learning Logic. Technical Report TR-47, Center for Computational Research in Economics and Management Science. Massachusetts Institute of Technology, Cambridge, MA. 

PERETTO, P., 1984. Collective Properties of Neural Networks: A Statistical Physics Approach. Biological Cybernetics 50 szám, 51-62 old. 

Pitlik, L., Új módszertani lehetõségek a döntés-előkészítésben, Gazdálkodás, Budapest, 1994/2. 52-58. Old.

REDGERS, A. és I. Aleksander, 1995. Digital Neural Networks. Található:  Neural Networks Applications in Control. Szerk. G. W. Irwin, K. Warwick és K. J. Hunt, 23.old., United Kingdom, London: Institution of Electrical Engineers  

SONNEVELD, C., 1991.  Rockwool as a Substrate for Greenhouse Crops. Biotechnology in Agriculture and Forestry, 17szám,:286-294old., Springler-Verlag. Heidelberg. Berlin.

SONNEVELD, C., V. Voogt, 1985. Studies on the application of iron to some glasshouse vegetables grown in soiless culture. Plant Soil.  85szám: 55-64 old. 

STANGHELLINI, C., 1987. Transpiration of Greenhouse Crops. An aid to climate management. PhD. Disszertáció, Landbouwuniversiteit, Wageningen.

STEINBUCH, K., 1961. Die Lernmatrix. Kybernetik 1, 36-45 old.  

TAYLOR, W.K., 1956. Electrical Simulation of Some Nervous System Functional Activities. Található: Information Theory. London, 1985., szerk. C. Cherry., 314-328 old. London: Butterworths. 

von der MALSBURG., Ch. 1973. Self-Organisation of Orientation Sensitive Cells in the Striate Cortex. Kybernetik 14, 85-100.    

WARWICK, K., 1995. Neural Networks: An Introduction. Található:  Neural Networks Applications in Control. Szerk. G. W. Irwin, K. Warwick és K. J. Hunt, 2-9.old., United Kingdom, London: Institution of Electrical Engineers

WERBOS, P., 1974. Beyond Regression: New Tools for Prediction and Analysis in the Behavioural Sciences. Ph.D. Thesis, Harvard University.

WIDROW, B. és M.E. Hoff, 1960. Adaptive Switching Circuits. 1960 évi IRE WESCON Convention Record, part 4, 96-104. New York: IRE   

WIDROW, B., 1962. Generalisation and Information Storage in Networks of Adaline “Neurons”. Self-Organising Systems, 1962.  Szerk.: M.C. Yovits, G.T. Jacobi és G.D. Goldstein. 435-461 old. Washington: Spartan.    

WILLIAMS, R.J., 1987. A Class of Gradient-Estimating Algorithms for Reinforcement Learning in Neural Networks. IEEE First International Conference on Neural Networks (San Diego 1988), szerk. M. Caudill és C. Butler. II rész, 601-608 old. New York: IEEE.  

WILLSHAW, D.J., O.P. Buneman és H.C. Longuet-Higgins, 1969. Non-Holographic Associative Memory. Nature 222 szám, 960-962. old. 

egyenlet � SEQ egyenlet \* ARABIC �1�.





� SEQ egyenlet \* ARABIC �2�. egyenlet 








�EMBED Equation.2���











� SEQ egyenlet \* ARABIC �3�. egyenlet








64
2

_945685560.doc
�����������������������������������������������������������������������������������������������������



1.2







1







0.8







0.6







0.4







0.2







0







-0.2







-0.4







1







0.8







0.6







0.4







0.2







0
















_945685611.doc
��������������������������������������������������������������������������



1







0.9







0.8







0.7







0.6







0.5







0.4







0.3







0.2







0.1







0







700







600







500







400







300







200







100







0
















_945685628.doc
��������������������������������������������������������������������������



1







0.9







0.8







0.7







0.6







0.5







0.4







0.3







0.2







0.1







0







700







600







500







400







300







200







100







0
















_945685654.doc
�������������������������������������������������������������������������������������������������������������������



-20







-10







0







0







-20







20























10















20















10















10















�







0.072







0.07







0.068







0.066







0.064







0.062







0.06







0.058







0.056







�
















_945685664.doc
����������������������������������������������������������������



0.16







0.15







0.14







0.13







0.12







0.11







0.1







0.09







0.08







3000







2500







2000







1500







1000







500







0
















_946330804.doc
[image: image1.png]0.18

.16

.14

.12

01

.08

.06

.04

.02

1000

2000

3000

4000

5000







_946332620.doc


a.







b.







-20







-20







-10







20







-20







20







  0







10







20







10







 0







-10







�







0.4







0.3







0.2







0.1







�







-20







-10







  0







10







20







10







 0







-10







�







0.165







0.16







0.155







0.15







0.145







0.14







�












_945685667.doc
�������������������������������������������������������������������



12







10







8







6







4







2







0







-2







3000







2500







2000







1500







1000







500







0
















_945685684.doc


1







0.9







0.8







0.7







0.6







0.5







0.4







0.3







0.2







0.1







0







100







80







60







40







20







0












_945685661.doc
��������������������������������������������������������������������



1







0.9







0.8







0.7







0.6







0.5







0.4







0.3







0.2







0.1







0







1







0.8







0.6







0.4







0.2







0
















_945685638.doc
���������������������������������������������������������������������������������������������������������



-20







-10







0







0







20







-20































10















20







10







-10







�







0.07







0.06







0.05







0.04







0.03







0.02







0.01







�
















_945685646.doc
�����������������������������������������������������������������



4







2







0







-2







-4







-6







-8







1200







1000







800







600







400







200







0
















_945685632.doc










53.09%







2.01%







2.62%







42.28%







Alacsony	magas



mért







MODELELL



ALACSONY	MAGAS







tanulás







MODELELL



ALACSONY	MAGAS







Alacsony	magas



mért







55.56%







2.16%







1.85%







40.43%



























tesztelés












_945685618.doc
���������������������������������������������������������� 



0.03







0.025







0.02







0.015







0.01







0.005







0







1200







1000







800







600







400







200







0
















_945685624.doc
��������������������������������������������������������������



0.6







0.5







0.4







0.3







0.2







0.1







0







700







600







500







400







300







200







100







0
















_945685614.doc
����������������������������������������������������������



0.03







0.025







0.02







0.015







0.01







0.005







0







300







250







200







150







100







50







0
















_945685598.doc
������������������������



idõ







hõmérséklet







Rel. páratart.







megvilágitás







õntõzés







(5







Modell output







(1







(3







(2







(4







(







f()
















_945685604.doc
����������������������������������������������������������������������



õntõzés







megvilágitás







hõmérséklet







relativ páratart.







idõ







0.9







0.8







0.7







0.6







0.5







0.4







0.3







0.2







1.2







1.0







0.8







0.6







0.4







0.2







0
















_945685608.doc
�����������������������������������������������������������������



0.7







0.6







0.5







0.4







0.3







0.2







0.1







0







700







600







500







400







300







200







100







0
















_945685600.unknown

_945685582.doc
����������� 



a fizikai modell hamis részei 



(pl. rossz paraméterezés miatt)











a mérés által nem észlelhetõ modell helyes részei (pl. magasabb frekvenciájú jelenségek)











mért adatok, amelyek nem részei a valódi folyamatnak 



(pl. mérési zaj)







valódi folyamat







mért input - 



output adatok 



  által kifejezhetõ   	folyamat







matematikai - fizikai modell







�
















_945685597.unknown

_945685595.unknown

_945685568.doc
�



�
















_945685544.doc
���������������������������������������������������������������



Hiba



érték







Súly, (ij







-0.4







Lokális minimum







Hiba csõkkenés (tanulás) iránya







0.7







0.2







0.3







0.6







0.5







0.4







0.1







0.0







0.6







0.4







0.2







0.0







-0.2
















_945685553.unknown

_945685555.unknown

_945685557.doc
��������������������������������������������������������������������������������������������������



1







0.8







0.6







0.4







0.2







0







-0.2







-0.4







1







0.8







0.6







0.4







0.2







0
















_945685554.unknown

_945685549.doc
����������



G1







G2







G3







T







U
















_945685552.unknown

_945685547.doc
��������



R







T







X







U
















_945685535.unknown

_945685539.doc
����������������������������������������������������������������



1







0.8







0.6







0.4







0.2







0







-0.2







-0.4







-0.6







-0.8







-1







10







5







0







-5







-10
















_945685541.doc
������������������������������������������������������������������



1







0.9







0.8







0.7







0.6







0.5







0.4







0.3







0.2







0.1







0







10







5







0







-5







-10
















_945685536.doc
����������������������������������������������������������������



1







0.9







0.8







0.7







0.6







0.5







0.4







0.3







0.2







0.1







0







10







5







0







-5







-10
















_945685529.unknown

_945685532.doc
�����������



y4







y3







y2







y1







X6







X5







X4







X3







X2







X1
















_945685520.doc
�����������������������



(1j







(nj







(ij







f((







(







yj







xn







xi







x1
















