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Pályázat címe: 

Mesterséges intelligencia alapú prognosztikai modulok adaptálása az EU/SPEL-Hungary rendszerhez az alapadatbázisok konzisztenciájának egyidejű ellenőrzésével

Témavezető: Dr. Pitlik László, egyetemi docens, tanszékvezető

Kutatás időtartama, munkaterve:

1999.

a., Az alapadatbázisok kialakítása, ellenőrzése

b., Esettanulmány az évtípus/termelési potenciál előrejelezhetőségéről a növénytermesztésben

2000.

a., Esettanulmány a mezőgazdasági energiafelhasználás alakulásáról

b., Esettanulmány az állati terméktermelés alakulásának előrejelezhetőségéről

2001.

a., Esettanulmány az áralakulás előrejelezhetőségéről tőzsdei és/vagy SPEL-adatok alapján

b., Esettanulmány meteorológiai típushelyzetek előrejelezhetőségéről

2002.

a., Esettanulmány mezőgazdasági termékek export-import forgalmának előrejelezhetőségéről

b., Tanulmány: Az esettanulmányok tapasztalatainak összefoglalása

A kutatás célja: 

Nagy mennyiségű, automatikusan generált előrejelzés előállítása a megadott témakörökben különböző módszerek alapján

Az eredmények rövid összefoglalása:

A kutatás során az informatika mindhárom közvetlen erőforrása (adatok, módszerek, technológia) terén jelentős változások, előrelépések történtek:

· Adatok: 

· Bejövő adatok: 
· IDARA: Az EU tagországokról szóló SPEL adatok és az első magyar SPEL-alapú adatok után egy EU 5. keretprogram (IDARA) eredményeként (tanszékünk fejlesztésében) megszületett az első SPEL-kompatibilis magyar adatsor 1996-1999 között úgy az inputok, mint az outputok tekintetében, míg 1990 és 1995 között az inputadatok zömére. A 2. részjelentés magyar vonatkozású részei már ezen adatok figyelembe vételével készültek.

· VAB: Az IKTABU projekttel való kooperáció keretében, ill. a mesterséges intelligenciák oktatásba való bevonása alapján WAM módszerrel elemzésre kerültek a KSH T-STAR adatai is (wamforvab.xls).

· Kimenő adatok: 

· IKTABU: Az elemzések során keletkező eredmények (wamforvab, dea, wamforspel) továbbra is szervesen beépülnek az OMFB IKTA program által támogatott IKTABU fejlesztésbe, melynek célja a magyarországi online adatszolgáltatás és elemzés előmozdítása a mezőgazdaság-vidékfejlesztés területén. 

· IDARA: Emellett az EU 5. keretprogram kapcsán német, cseh és lengyel modellezői is megismerkedtek a mesterséges intelligencia alapú elemzések lehetőségével az EU számára fontos szimulációs kérdést (Mekkora lehet a 8 év múlva várható hozamváltozás legvalószínűbb mértéke?) alapul véve. 

· Oktatás: A SZIE GTK V. éves Pénzügy-Számvitel Szakirányos hallgatói ill. egyes III. éves hallgatók önálló feladat keretében SPEL adatok WAM-mal történő feldolgozását végezték el (hozambecslés), mely eredmények szintén szervesen kapcsolódnak az IKTABU-hoz, s egyben a WAM lehetőségeit is jól érzékeltetik.

· Módszerek: 

· Black box vs. White box: A 2. év terv szerinti célja egy fajta elmozdulást irányzott elő az automatikus függvényillesztés (black box rendszerek) irányába. A kutatócsoport rendelkezik számos saját fejlesztésű (a tapasztalatok szerint a WAM alapképességeit meghaladó potenciállal bíró eljárásokkal, pl. mintázatgenerátor, függvénygenerátor). Az időközben kialakult kooperációk kapcsán (melyek keretében 2 nemzetközi cég adta át tesztelésre data mining eszközét) célszerűnek látszott egy fajta fokozatosságot betartani. Így a második fázisban a black box rendszereket az egyik cég időben átadott licencei és hardvere jelentette. Az összehasonlító vizsgálatok célja az volt, milyen pontossággal lehet az IDARA kérdését WAM (white box) és üzleti data mining eszközökkel (védett know how miatt balck box) azonos adatbázisok alapján megválaszolni. A másik cég szoftvere sajnos a részjelentés szempontjából rel. későn állt rendelkezésre, ill. limitált időre szólt a használati jog. Ezen szoftver azonban viszonylag alacsony árfekvése, magas szakmai értéke, s PC-s környezetben való futtathatósága miatt az OTKA pótpályázata keretében megrendelésre került, bízva abban, hogy ez lehet az első lépés a SZIE Modern Elemzési Központjának megteremtéséhez, melyhez a SZIE a szervezeti keretet tavaly nyárom megteremtette a Gazdaságelemzés Módszertani Intézet létrehozásával, melynek része a Gazdasági Informatika Tanszék is.

· WAM for public use: A WAM módszer eddigi kedvező tulajdonságai (egyszerű oktathatóság, rugalmas és felhasználóbarát környezet, magas használati érték) alapján beépült a 2001 nyarán induló online szolgáltatásba (IKTABU), így az Internet használói már most is online végezhetnek egyszerűbb data mining elemzéseket online adatbázisokra támaszkodva.

· HOM-E/O-MINING: Mindezen tapasztalatok alapján kidolgozásra került egy stratégiai keretrendszer (egy Modern Elemzési és Oktatási Központ megalapozásaként), s erre épülve új informatikai jellegű posztgraduális képzések kerültek kialakításra a SZIE-n, ill. a gondolat beépült néhány NKFP programba.

· Technológia: Ezen a területen egyetlen alapvető változás történt. Az egyik nemzetközi cég lehetőséget biztosított data mining megoldásának tesztelésére, melyhez a nagyon erős PC kategóriába tartozó számítógépet és az elemző eszközt kiszolgáló adatbázis-kezelőt is biztosította. A másik cég által felkínált és a 3. részjelentés kertében alkalmazni  tervezett data mining megoldás közepes erejű PC-n fut, speciális támogató szoftvereket nem igényelve, s ezen igényeket kielégítéséhez szükséges pénzügyi források megteremtését az OTKA póttámogatási lehetősége éppen realizálhatóvá teszi.

· Publikációk átfogó listája: Az mesterséges intelligenciák előrejelzési célú alkalmazása interdiszciplináris jellege révén az alábbi publikációkban, projektekben kapott helyet:

· Magyar Informatikusok II. Világtalálkozója: HOM-E/O-MINING

· NJSZT pályázata: Technológia és társadalom kölcsönhatásai 20 év múlva

· Networkshop 2001: Mesterséges intelligenciák online alkalmazása

· MTA Napja: Mesterséges intelligenciák a tőzsdeelemzésben

· MIAÚ: WAM for VAB, ill. IKTABU

· IKTABU 2. részjelentés

· SZIE Napok: Online tartalomszolgáltatás lehetőségei

· FVM workshop: data mining eszközök agrárgazdasági elemzése

· IDARA 1. részjelentés: Mesterséges intelligenciák szerepe a szektormodellezésben

· Tankönyv (előkészületben): Agrár-szektormodellek

· GIL (Német Mezőgazdasági Informatikai Társaság): HOM-E/O-MINING

· IAMO: Gazdaságelemzés lehetőségei mesterséges intelligenciákkal

· PHARE AGRONET pályázati rendszerterv: mesterséges intelligenciák szerepe az online szaktanácsadásban és az üzleti tervezésben

· Szakdolgozat terve a készletgazdálkodást befolyásoló időjárás előrejelzésekről (BERT)

· Számos nemrég beadott NKFP és PHARE pályázat

· PhD (Bunkóczi: energiagazdálkodás, Monori: energiahordozók árának alakulása)

· Futtatási eredmények:

· DEA: Egyszerűsített DEA adatok alapján készített előrejelzések WAM módszerrel

· WAM for IDARA: EU szimulációs elemzések támogatási lehetősége WAM-mal és egy piaci data mining eszközzel

· Sertés-állományprognózis: WAM elemzések

· T-STAR: WAM for VAB

· Oktatás: WAM elemzések hallgatói önálló munka keretében 

· Háttérszámítások:

· Numerikus korreláció és a kontingencia koefficiens függetlenségi tesztje

· Tanulási és teszteredmények, ill. éles alkalmazások eredményeinek függetlensége

· DEA véletlenszámok hatása a hasonlóságra

· Szimmetria vizsgálatok (hazudós és igazmondó függvények)

· Negatív korreláció a találati arányok és az objektumok száma között (data mining, WAM)

Gödöllő, 2001. március 11.
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Dr. Pitlik László

Az OTKA F030664 projekt eredményeinek részletes bemutatása
2. részjelentés

Mesterséges intelligencia alapú prognosztikai modulok adaptálása 

az EU/SPEL-Hungary rendszerhez 

az alapadatbázisok konzisztenciájának egyidejű ellenőrzésével

1. fejezet - Energia adatok elemzése

DEA hatékonyságok előrejelzése WAM technikával

Az OTKA pályázathoz szervesen kapcsolódó PhD kutatás (energiagazdálkodás előrejelzése) kapcsán a 2. évben napirendre került az energiaadatok feldolgozása. A DEA hatékonysági értékek számítása során felhasználásra került az NPK és vegyszerköltség mellett az energiafelhasználás értéke is. Minden egyes felsorolt tényező lényegében a mezőgazdaság energiafelhasználását mutatja más-más szempontból, ill. a DEA érték révén aggregáltan.

	Energia felhasználás alakulása 
Magyarországon a búza ágazatban (1990-)
	Magyarázatok:
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	Az inflációs hatásokat mutató felső görbe megbontásra került egy árindex és egy volumenindex jellegű görbére. Hasonló mértékegységben kifejezett adatok állnak rendelkezésre a DEA számítások esetén is.


A DEA analízis

A DEA (Data Envelopment Analysis) hatékonyságanalízis, a szakirodalomban leírt és elfoga-dott lineáris programozáson alapuló módszer, mellyel azonos tevékenységi körön belül tevékenykedő üzemek, egységek (ún. DMU = Decision Making Unit, azaz Döntéshozatali egység (DE)) hatékonyságát és hatékonysági rangsorát lehet mérni.

A módszer az ( = ( xi*ji / ( yj*tj kiindulási egyenlet (multiplikátor formulán túli) envelopment formáját használja a probléma megoldására. Az alapegyenletet tekintve, elmondható, hogy a módszer adott inputok (x) súlyvektoros (j) szorzatának az összegét osztja az outputok (y) súlyvektoros (t) szorzatának az összegével. Mivel ennek az egyenletnek végtelen megoldása van, ezért van szükség az envelopment formula használatára.

A módszer „sajnos meglehetősen” időt rabló, mivel minden adott DE esetén kb. 1.000-10.000 lépéses iterációval állapítja meg az adott DE összességhez képest elfoglalt helyét. A DEA módszer sajátossága, hogy csak az adott adatbázison belüli DE-eket vizsgálja és ezért a visszaadott leghatékonyabb pont (a peer) mindig az adatbázishoz képest a leghatékonyabb. Tehát relatív hatékonyságról van szó, nem pedig abszolútról. Az előző mondatból következik még, hogy valójában egy hatékonysági rangsort mutat a visszaadott lista.

A DEA analízis szimulációja

Mivel a klasszikus DEA módszer elég nehézkes és emiatt futtatása csak lokális környezetben lehetséges, 1 évvel ezelőtt kidolgozásra került egy DEA szimulációs módszer, mely dinamiz-musa és egyszerűsége folytán lehetőséget ad arra, hogy web-en keresztül is működtetni lehessen. A kapott eredmény a Pearson féle rangsorkorrelációs koefficiens alapján pedig szinte azonos a klasszikus DEA számított értékkel.

A módszer a kiindulási egyenletet használja fel. Viszont alapvetően egy output meglétét tételezzük fel és ezért nem kell az outputot súlyozni bármilyen értékkel. Továbbá a módszer az összes DE inputjaihoz egy-egy súlyt rendel hozzá.

1. Tehát tfh: ( xi*ji = y, azaz az inputok súlyvektoros szorzatának az összege egyenlő az outputtal. Mivel elvileg és gyakorlatilag létezik egy leghatékonyabb DE, ezért jól beállított súlyok esetén csak ott igaz ez. A megoldás pedig gyakorlatilag egy termelési függvény.

2. A hatékonyság pedig ( =y / ( xi*ji  ami csak egy esetben 1, a többi esetben pedig kisebb mint egy, ugyanis a többi nem hatékony esetben adott inputfelhasználás mellett több output keletkezhetett volna, tehát „pazarló” volt az inputfelhasználás. A hányados pedig kisebb mint 1.

3. A módszer két megoldással szállítja a szükséges súlykiosztást:

3. Solver-es megoldás, ahol a számított hatékonysági értékek összegének maximumát keressük, olyan megkötés mellett, hogy egyik hatékonysági érték sem léphet túl 1-en.
Azaz: max: ( (j =( (yj / ( (xi*ji)j) és minden ( <= 1.
3. Véletlen számmal generált súlykiosztásos megoldás, ahol a kapott hatékonysági értékek 1-től vett differenciájának összegének a minimumát keressük, és a legjobb eset hatékonysági értékeit relativáljuk 0-1 közé. 

Azaz: Min: ( (1-(j) =( (1- yj / ( (xi*ji)j), és a kapott hatékonysági értékeket mivel aligha esnek 0-1 közé, relativálni kell 0-1 közé. Ez a megoldás, egyszerűsége folytán web-en keresztül megvalósítható, adatbázis feltöltöttség esetén összehasonlító elemzések céljából szolgáltatható (IKTABU).

Az elemzés kiindulási pontjai és céljai

1. 10 fő szántóföldi, gabona-ipari növény (búza, kukorica, árpa, rozs, zab, repce, napraforgó, cukorrépa, burgonya, szója) esetén meghatározni az országhoz és évhez tartozó hatékony-sági értékeket. Az adatokat a EU/SPEL adatbázis és a magyar IDARA adatbázis szolgáltatta.

2. A meglévő hatékonysági adatok alapján meghatározni, hogy milyen pontossággal lehet az utolsó ismert 5 év adatai alapján +1, +2, +3 évre előre a hatékonyságot legalább kvartilis szinten előrejelezni.

A WAM (Weight and Activity) eljárás

A WAM, mint neuronális háló szimuláció és mint MI eljárás, nagyon egyszerűen, rugalmasan és gyorsan képes tanulási folyamatot megvalósítani és ebből kifolyólag előrejelzésre is használható.

A jelen eljárás lényege:

A kiindulási adatokat (mivel öt év alapján dolgozunk) oszlopokba rendezzük, és mindegyik oszlophoz hozzárendelünk egy küszöbértéket és két súlyt. A küszöbértékek és a súlyok természetesen véletlen számok. A (0-1) közé eső hatékonysági értékek miatt, a küszöbértékek teljesen megfelelőek egyszerű véletlen számként. A küszöbértékre azért van szükség, hogy amennyiben az adott érték nagyobb a küszöbnél akkor az 1. ellenkező esetben (pl. <=)  pedig a 2. súlyt használjuk az adott érték súlyozására. 

Azaz:  y+1 = (y-4 * s1(1/2) +y-3 * s2(1/2)….y0 * s5(1/2)) / kiindulási év értéke, 

Ahol: y: az adott év értéke,

s: a felhasznált súly

Mindhárom év esetén azonos képlettel kaptuk az eredményeket, tehát y+2 és y+3 esetén is az előzőnek megfelelő képlettel dolgoztunk.

A kapott értékeket önmagukhoz képest quartilisekbe rendezzük, és a kapott quartilis értékeket viszonyítjuk a valós értékek tényleges quartilis értékeihez. Azonos quartilis érték esetén találatot (1) , nem azonos esetén pedig nem találatot (0) kapunk. Az összes érték összege / az értékek darabszáma adja az előrejelzés helyességét.

A WAM és általában más MI-alapú prognosztikai eljárások esetében is elkülönítünk tanulási és teszt-fázist is. A kapott eredmények is ebben a struktúrában láthatók a csatolt táblázatban (ahol a teszt a mindenkori utolsó évekre vonatkozó becsléseket jelenti):

A DEA eredmények értelmezése

1. Hipotézis: Az előrejelezhetőség mértéke lényegesen meghaladja a véletlenszerű találgatás szintjén (vö. kvartilis, 25%)

Következtetés: A WAM alkalmazásával a találati arányok a véletlen találgatás szintjénél várható találati arányt megkétszerezték, meg háromszorozták.

2. hipotézis: Az előrejelezhetőség a feldolgozott esetek számával fordított arányban áll?

	+1 év
	+2 év
	+3 év
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Következtetés: Az elvárt csökkenő trend nem igazolható vissza.

3. Hipotézis: Az előrejelzési távolsággal csökken az előrejelzés pontossága

Következtetés: Az egyes előrejelzési távolságok (1,2,3 év) átlagos találati arányai alapján az elvárás visszaigazolható.

4. Hipotézis: A Tanulás és a teszt egymáshoz való viszonya tetszőleges

Következtetés: A tanulás találati aránya véletlenszerűen nagyobb, vagy kisebb, mint a teszt találati aránya a céltalanság tétele értelmében. A teszt alacsonyabb értéke mellett szólna, hogy a tanulás (túltanulás) saját magára figyel. Míg a teszt magasabb értékei mellett szólhat a kisebb esetszám.

DEA értékek kvartilis szintű előrejelzése

	
	
	
	összesen
	tanulás
	teszt

	Búza
	+ 1 év legjobb tanulás
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,674487
	0,685714
	0,645833

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,638889
	0,666667
	0,572917

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,609121
	0,672986
	0,46875

	
	+ 1 év legjobb teszt
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,662757
	0,636735
	0,729167

	
	+ 2 év legjobb teszt
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,608024
	0,574561
	0,6875

	
	+ 3 év legjobb teszt
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,62215
	0,606635
	0,65625

	Kukorica
	+ 1 év legjobb tanulás
	adatok darabszáma
	217
	157
	60

	
	
	becslés %
	0,764977
	0,821656
	0,616667

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	205
	145
	60

	
	
	becslés %
	0,731707
	0,786207
	0,6

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	193
	133
	60

	
	
	becslés %
	0,725389
	0,774436
	0,616667

	
	+ 1 év legjobb teszt
	adatok darabszáma
	217
	157
	60

	
	
	becslés %
	0,778802
	0,764331
	0,816667

	
	+ 2 év legjobb teszt
	adatok darabszáma
	205
	145
	60

	
	
	becslés %
	0,707317
	0,689655
	0,75

	
	+ 3 év legjobb teszt
	adatok darabszáma
	193
	133
	60

	
	
	becslés %
	0,6943
	0,691729
	0,7

	Árpa
	+ 1 év legjobb tanulás
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,633431
	0,653061
	0,583333

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,608025
	0,622807
	0,572917

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,592833
	0,625592
	0,520833

	
	+ 1 év legjobb teszt
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,618769
	0,591837
	0,6875

	
	+ 2 év legjobb teszt
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,580247
	0,557018
	0,635417

	
	+ 3 év legjobb teszt
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,579804
	0,554502
	0,635417

	Rozs
	+ 1 év legjobb tanulás
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,685554
	0,716279
	0,607143

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	296
	200
	96

	
	
	becslés %
	0,640926
	0,72
	0,47619

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	281
	185
	96

	
	
	becslés %
	0,597356
	0,697297
	0,404762

	
	+ 1 év legjobb teszt
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,668856
	0,688372
	0,619048

	
	+ 2 év legjobb teszt
	adatok darabszáma
	296
	200
	96

	
	
	becslés %
	0,622104
	0,635
	0,595238

	
	+ 3 év legjobb teszt
	adatok darabszáma
	281
	185
	96

	
	
	becslés %
	0,604982
	0,616216
	0,583333


	
	
	
	összesen
	tanulás
	teszt

	Zab
	+ 1 év legjobb tanulás
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,662757
	0,681633
	0,614583

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,608025
	0,635965
	0,541667

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,625407
	0,654028
	0,5625

	
	+ 1 év legjobb teszt
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,630499
	0,616327
	0,666667

	
	+ 2 év legjobb teszt
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,635802
	0,618421
	0,677083

	
	+ 3 év legjobb teszt
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,618893
	0,616114
	0,625

	Repce
	+ 1 év legjobb tanulás
	adatok darabszáma
	266
	194
	72

	
	
	becslés %
	0,661654
	0,690722
	0,583333

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	251
	179
	72

	
	
	becslés %
	0,649402
	0,681564
	0,569444

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	236
	164
	72

	
	
	becslés %
	0,618644
	0,658537
	0,527778

	
	+ 1 év legjobb teszt
	adatok darabszáma
	266
	194
	72

	
	
	becslés %
	0,669173
	0,675258
	0,652778

	
	+ 2 év legjobb teszt
	adatok darabszáma
	251
	179
	72

	
	
	becslés %
	0,593625
	0,597765
	0,583333

	
	+ 3 év legjobb teszt
	adatok darabszáma
	236
	164
	72

	
	
	becslés %
	0,63983
	0,634146
	0,652778

	Napra-forgó
	+ 1 év legjobb tanulás
	adatok darabszáma
	180
	132
	48

	
	
	becslés %
	0,622222
	0,689394
	0,4375

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	170
	122
	48

	
	
	becslés %
	0,588235
	0,672131
	0,375

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	160
	112
	48

	
	
	becslés %
	0,5375
	0,642857
	0,291667

	
	+ 1 év legjobb teszt
	adatok darabszáma
	180
	132
	48

	
	
	becslés %
	0,638889
	0,636364
	0,645833

	
	+ 2 év legjobb teszt
	adatok darabszáma
	170
	122
	48

	
	
	becslés %
	0,588236
	0,598361
	0,5625

	
	+ 3 év legjobb teszt
	adatok darabszáma
	160
	112
	48

	
	
	becslés %
	0,525
	0,526786
	0,520833

	Burgo-nya
	+ 1 év legjobb tanulás
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,771261
	0,759184
	0,802083

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,787037
	0,758772
	0,854167

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,76873
	0,734597
	0,84375

	
	+ 1 év legjobb teszt
	adatok darabszáma
	341
	245
	96

	
	
	becslés %
	0,73607
	0,677551
	0,885417

	
	+ 2 év legjobb teszt
	adatok darabszáma
	324
	228
	96

	
	
	becslés %
	0,771605
	0,719298
	0,895833

	
	+ 3 év legjobb teszt
	adatok darabszáma
	307
	211
	96

	
	
	becslés %
	0,7557
	0,691943
	0,895833


	
	
	
	összesen
	tanulás
	teszt

	Cukor-répa
	+ 1 év legjobb tanulás
	adatok darabszáma
	320
	230
	90

	
	
	becslés %
	0,709375
	0,730435
	0,655556

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	304
	214
	90

	
	
	becslés %
	0,710526
	0,724299
	0,677778

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	288
	198
	90

	
	
	becslés %
	0,704861
	0,727273
	0,655556

	
	+ 1 év legjobb teszt
	adatok darabszáma
	320
	230
	90

	
	
	becslés %
	0,71875
	0,704348
	0,755556

	
	+ 2 év legjobb teszt
	adatok darabszáma
	304
	214
	90

	
	
	becslés %
	0,6875
	0,672897
	0,722222

	
	+ 3 év legjobb teszt
	adatok darabszáma
	288
	198
	90

	
	
	becslés %
	0,65625
	0,641414
	0,688889

	Szója
	+ 1 év legjobb tanulás
	adatok darabszáma
	109
	79
	30

	
	
	becslés %
	0,770642
	0,746835
	0,833333

	
	+ 2 év legjobb tanulás
	adatok darabszáma
	102
	72
	30

	
	
	becslés %
	0,735294
	0,694444
	0,833333

	
	+ 3 év legjobb tanulás
	adatok darabszáma
	95
	65
	30

	
	
	becslés %
	0,757895
	0,707692
	0,866667

	
	+ 1 év legjobb teszt
	adatok darabszáma
	109
	79
	30

	
	
	becslés %
	0,743119
	0,683544
	0,9

	
	+ 2 év legjobb teszt
	adatok darabszáma
	102
	72
	30

	
	
	becslés %
	0,715686
	0,638889
	0,9

	
	+ 3 év legjobb teszt
	adatok darabszáma
	95
	65
	30

	
	
	becslés %
	0,747368
	0,661538
	0,933333


1. táblázat: DEA eredmények

2. fejezet - IDARA-WAM

Hozamváltozások előrejelzése 8 évre előre az EU agrárpolitikai szimulációinak támogatására

Feladat: Az alábbi táblázatokban látható 10 legfontosabb növény esetére becsléseket kell készíteni a 8 év múlva várható hozamváltozásokra vonatkozóan.

Kiindulási adatok: A SPEL és az IDARA adatok alapján lekeresésre kerültek a kijelölt növények hozamai (1973-2000). Ezekből kiszámításra kerültek a mindenkori 3 éves átlaghozamok, melyek az időjárás éves hatásának kiküszöbölését célozták. A három éves átlagok közül a 8 év múlva várható hozamváltozások magyarázataként minden egyes növény átlaghozama alapján került modellezésre egy-egy növény jövőben várható hozamváltozásának numerikus mértéke. A kiértékelésben a tény és a becslési vektorok saját kvartilisei álltak szemben egymással. Így a kontingencia koefficiens 16 táblázati cellát érintett, melyekből az átló (vagyis a becslés és a tény azonossága) számított helyes találatnak.

Módszerek: A vizsgálatban két módszer került bevetésre:

· egyrészt egy piaci data mining szoftver, 

· másrészt a WAM.

A WAM képességei és tulajdonságai az eddigi jelentésekből világosan láthatók (white box), a piaci megoldásról csak annyit lehet tudni, hogy nemzetközi fejlesztési eredmények átvételét tartalmazza többek között a neurális hálók esetében.

Részletes modellháttér: 

Rendelkezésünkre állt 13 Európai Uniós tagország (Belgium-Luxemburg, Dánia, Németország, Spanyolország, Franciaország, Írország, Olaszország, Hollandia, Ausztria, Portugália, Finnország, Svédország, Nagy Britannia) hektáronkénti terméseredménye tíz növény tekintetében (swhe=búza, maiz=kukorica, sunf=napraforgó, rape=repce, barl=árpa, oats=zab, soya=szója, rye=rozs, sugb=cukorrépa, pota=burgonya), az 1973-1998 évekre vonatkozóan (3380 adat). Ezen az adatstruktúrán kellett olyan modelleket felépíteni, melyek jó közelítéssel becslik az ismert (ex-post) változásokat, ezáltal, hipotézisünk szerint jól alkalmazhatóak a magyarországi termésátlagok előrejelzésére is.

A munka első lépésében az egymást követő három év terméseredményének számtani átlagát számítottuk ki, ezáltal csökkentve az "évhatást", azaz az időjárás terméseredményre gyakorolt hatását egy adott évben. A simítás következtében az adatsorunk országonként és növényenként 24 tagúra rövidült, a ez egymást követő 3 év közül a középső a "bázisév" elnevezést kapta, és a háromévi átlagos terméseredmény ehhez a bázisévhez kötöttük a könnyebb beazonosíthatóság érdekében. Második lépésként a báziséveket nyolcévenként léptetve kiszámítottuk a termésátlagok változását. Ez azért fontos, mert a magyar adatokra nyolcéves előrejelzés kell készíteni, a rendelkezésre álló legfrissebb statisztikák (1999. illetve 2000. évi adatok alapján) felhasználásával az ország várható Uniós csatlakozását követő évekre feltételezhető termésátlagok becslése érdekében. A ténylegesen felhasználható adatok száma így növényenként elméletileg 204-re apadt, azonban vannak olyan országok, ahol az adott növényt olyan csekély méretekben termelik, hogy az adatmodellben való szerepeltetésük nem lenne indokolt, illetve néhány ország adatszolgáltatásában olyan terméseredmények szerepeltek, melyek szakmailag elfogadhatatlanok voltak, ezért ezeket eltávolítottuk az alapadatok közül, így állt elő a használt, növényenként eltérő darabszámú adatot tartalmazó struktúra (lásd az értékelő táblázatot). 

A termésátlagok számszerűsítése az adott tárgyalási pozícióban nem feltétlenül mérvadó, fontos információt az adhat, hogy a többi országhoz képest milyen helyet foglalunk, illetve foglalhatunk el. Ennek érdekében az egyes országok bázisévenkénti termésátlagainak számszerű adatait figyelembe véve négy csoportot (kvartilis) különböztettünk meg: 

-
A csoport: erős termésátlag növekedés,

-
B csoport: jó termésátlag növekedés,

-
C csoport: közepes termésátlag növekedés,

-
D csoport: gyenge termésátlag növekedés, illetve kis mértékű csökkenés.

A csoportok kialakításánál csak a "D" csoportnál kell kis mértékű csökkenéssel számolni, mivel a technológiai fejlődés általában abban az irányban hat, hogy a termésátlagok ilyen időtávon növekszenek.

A magyar adatok (1983-2000) előkészítése az előbb említett módon történt, azzal az eltéréssel, hogy a besorolást természetesen a már kialakított csoportok alapján végeztük el, az összemérhetőség érdekében.

A data mining programot úgy építették fel, hogy adatbázisokkal tartson kapcsolatot, ezért más adatforrásból, például táblázatkezelőből eléggé nehézkesen importálható adat, ez külön megoldandó problémát jelentett az alkalmazásban. A program bemenő adatait úgy alakítottuk ki, hogy karakteres mezőként kezelje az országneveket, az évszámot, illetve a növények termésátlagait, és termésátlag-változásait pedig numerikus értékként. Minden egyes növény esetében bemenő adatként szerepelt a többi növényre vonatkozó adott bázisévhez tartozó termésátlag is. Így növényenként a numerikus változóként kezelt termésátlag-változásokat egy karakteres, és 11 numerikus mező írta le.

A neurális becslés és a demográfiai csoportképzés együttes alkalmazása a búza termésátlag változásának előrejelzése példáján

Valamennyi növény terméseredmény változása becslésének tanulási és alkalmazási folyamataiban ugyanazokat a lépéseket jártuk végig, mindig ugyanazzal a céllal, ezért indokolt, hogy részletesen csak egy példát mutassunk be.

A tanulási folyamat ellenőrzése úgy történt, hogy a program által előállított numerikus becsléseket, a saját (a becsült értékekhez viszonyított) kvartiliseihez képest az adatmodell kialakításában leírtaknak megfelelően csoportokba soroltuk, és a tényleges, valamint az így kialakított csoportok egyezőségét fogadtuk el helyes találatnak. A közel azonos találati arányt produkáló eljárások közötti választás elősegítéséhez a tanuló inputadatokat logikailag két részre osztottuk, országonként az évek első háromnegyedét a "valós tanulás", míg a maradék egynegyed részt a "tesztelés" részben számítottuk, azt az átlagosan legjobb becslést választottuk abszolút jónak, amely a "tesztelés" részben az átlagoshoz közel álló, vagy annál jobb eredményt ért el.

A program bányászati eszközei között található neurális becslés teljesen black box technikával működik, a felhasználó (előrejelzést készítő) néhány pontban avatkozhat be a függvényképzési eljárásba. A legkézenfekvőbb módosítási lehetőség, hogy a program a rendelkezésre álló adatok közül hány sort használjon a valódi tanulási, és mennyit a tesztelési folyamatban. Ez a program alapbeállításai szerint 2:1, mely opciókkal készült előrejelzés az ellenőrzési folyamatban csak 37%-os arányban találta el a csoportbesorolást. Javuló becslési eredményeket hozott a tanulás-teszt arányok növelése: 3:1, 4:1, majd 4:2 arányra. A függvényképzési módszerbe a másik beavatkozási pont az úgynevezett ablakméret változtatása, ez azt jelenti, hogy az összefüggés kialakításánál hányasával ugorjon a rekordok között. 

Gyakorlati szempontból (az előrejelzési pontosság növelését szem előtt tartva), az alapértelmezett 1 értéket 2-re kell növelni. A becslési pontosság, illetve a menetek számának az alapértéktől eltérő beállítása tapasztalataink szerint nem növelte a pontosságot. A legjobbnak bizonyult beállításnál, tehát a tanulás-teszt arányát az alapértelmezettől eltérően 4:2 arányra, míg az ablakméretet 2-re állítottuk, így a becslési pontosság 43%-ra növekedett.

Az ex-post előrejelzés javításának érdekében megkíséreltük az általunk kialakított csoportosítási szempontokat a bányászati folyamatba bevonni, ez azonban nem járt sikerrel, ekkor fordultunk a programban lévő csoportkialakítási módszerhez, azon belül az úgynevezett demográfiai csoportképzéshez. Ez a folyamat megadott darabszámú (esetünkben négy) csoportot hoz létre, bármelyik mező tetszőleges súllyal szerepelhet a csoportkialakításban. Alapértelmezésben mindegyik csoport azonos, egyszeres súlyt kap. Az így kapott adatok nemcsak a súlyozás szempontjából érdekesek, hanem a mezőtípusokat is rendezi az eljárás, az alapértelmezett numerikus értékeket bizonyos mezők esetén például az "év" mező folytonos, míg a nagy darabszámú, egymástól különböző adatokat diszkrét numerikusra állította.

A bányászati tanulási folyamatot a fentebb ismertetett beállításokkal ismételten lefuttattuk, de már nem az eredeti inputadatokra, hanem a csoportképzéssel módosított adattáblára. A búza átlagos termésváltozásának előrejelzésében így jött létre a legjobbnak bizonyult 48,5%-os átlagos találati arány.

A bányászati folyamat tanulása során legjobbnak bizonyult módszert, természetesen a csoportképzéssel együtt lefuttattuk alkalmazás üzemmódban a magyar adatokra, melyek a búza átlagos termésváltozásának előrejelzésében nagyon sokszor bizonyultak jónak (75%).

EU vs. HU

Az előző részben ismertetett módon valamennyi növény terméseredmény változásának előrejelzését elvégeztük, és az ismert adatokkal összehasonlítva ellenőriztük az alkalmazási tapasztalatokat, melyet az alábbi táblázatban összegezve tüntetünk fel:
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2. táblázat: Data mining eredmények

A táblázatot tanulmányozva feltűnő, hogy bizonyos növények esetében nagyon jó a terméseredmény változás előrejelzésének alkalmazási (magyar adatokra vonatkozó) tapasztalata, találati aránya, például a búza, vagy a napraforgó esteében. Másokéban viszont jó tanulási eredmények mellett rossz alkalmazási találati arányok léptek fel.

A jelenség magyarázataként megpróbáltuk az EU országok és a magyar adatok egymáshoz való viszonyát vizsgálni (korreláció), hiszen lehet, hogy a kevésbé összefüggő adatsorokon ez a program nem tudja alkalmazni a megtanultakat. Országonként és növényenként az alábbi összefüggéseket tárhatjuk fel az egész adatsorra:
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-0.70

-0.45

0.06

-0.34

Spanyolország

-0.85

-0.44

-0.93

-0.72

-0.69

0.57

-0.42

0.06

-0.32

Franciaország

-0.77

-0.40

-0.58

-0.37

-0.61

-0.66

0.16

-0.32

-0.12

-0.40

Irország

-0.75

-0.31

-0.66

-0.84

-0.47

-0.05

Olaszország

-0.71

-0.04

-0.77

-0.48

-0.67

-0.36

0.08

0.32

0.09

Hollandia

-0.71

-0.37

-0.48

0.17

-0.28

0.25

-0.27

Ausztria

-0.89

-0.51

0.39

-0.74

0.30

0.59

0.36

0.27

0.64

Portugália

-0.84

-0.05

-0.85

-0.80

-0.71

-0.16

-0.27

Finnország

-0.88

-0.75

-0.74

-0.75

-0.48

-0.19

Svédország

-0.82

-0.57

-0.41

0.14

0.56

0.54

Nagy Britannia

-0.69

-0.05

-0.59

-0.76

-0.46

-0.41

-0.53

max

-0.69

-0.04

-0.58

0.39

-0.48

0.30

0.59

0.36

0.56

0.64

aver

-0.79

-0.29

-0.75

-0.21

-0.65

-0.49

0.35

-0.29

0.00

-0.16

min

-0.89

-0.51

-0.93

-0.52

-0.80

-0.84

0.08

-0.75

-0.48

-0.53


3. táblázat: EU vs. HU

A táblázatból világosan látszik, hogy a valóban szoros (bár negatív) összefüggést mutató növényfajtáknál kaptuk a legjobb alkalmazási találati arányokat. A program alkalmazási gyakorlatát a kutatás következő fázisában valószínűleg ki kell egészíteni az összefüggések előzetes vizsgálatával, a modellépítésben pedig csak azokat az adatsorokat kell szerepeltetni tanulásban, melyek a vizsgálandó alkalmazási adatokkal szoros korrelációt mutatnak.

Összehasonlító eredmények

A WAM a data mining szoftver esetében használt adatbázisok tökéletes másolatát használta fel a modellépítéshez.

1. hipotézis: A white box megoldások (WAM) találati arányai meg kell, hogy haladják a black box megoldások (data mining) hasonló értékeit.

Következtetések: A WAM egyetlen kivételtől eltekintve elérte ill. meghaladta a piaci  megoldás találati arányait. A mivel a data mining szoftver alapbeállításai jóval alacsonyabb találati arányokat eredményeztek, mint a kézi beállítás után, így elmondható, hogy a WAM nyitott rendszerében tett tetszőleges beavatkozások, s a data mining szoftver finom hangolása lényegében azonos tevékenységnek tekinthető, vagyis a HOM-E/O-MINING tipikus szakértői munkájának. Így a modellek fejlesztésére fordított idő lényegében azonos. A modellépítés az ismeretlen szerkezetű modell esetében egy fajta „vakrepülés”, míg a nyitott szerkezetű WAM esetében részben tudatos hibajavítás. Fontos kiemelni, hogy a WAM tetszőleges célfüggvényekkel képes dolgozni, míg a data mining megoldás saját belső célfüggvénnyel nyert eredményeit utólag lehet csak értékelni más szempontok (pl. kontingencia koefficiens) szerint.

2. hipotézis: A modellek részeredményei (tanulás, teszt, alkalmazás) függetlenek egymástól

Következtetés: A WAM háttéreredményei alapján világosan látható volt, hogy a tanulás, teszt, alkalmazás találati arányai tetszőlegesen eltérhetnek egymástól. Az esetek zöme a véletlenszerű találgatás (25%) körül ingadozott, míg az abszolút rossz (0%, mely azonban a kvartilisek esetén nem használható fel inverz alakban) és a tökéletes (->100%) megoldások csak ritkán léptek fel. A részeredmények függetlensége a céltalanság tételének visszatükrözése, mely egyszerre jelenti a tudományosság határát (nincs olyan elmélet, mely hatékonyan támogatná a legjobb modell kiválasztását az alternatívák közül), ill. az emberi és gépi képességek integrálásának kényszerét (intuíció + sebesség, azaz HOM-E/O-MINING).

3. hipotézis: Az esetek darabszáma és az elérhető találati arányok fordított arányban állnak egymással

Következtetés: A data mining eljárás eredményei a szója (kevés adat), ill. a cukorrépa esetében (sok adat) jelentősen eltérnek a WAM hasonló eredményeitől (+14,29 vs. –13,30). Az elmélet oldaláról közelítve ezen viszonyokhoz két felvetés fogalmazható meg:

· A WAM jobban megfelel a hipotézisnek, mint a data mining eljárás.

· Az azonos kérdésre realizált jelentős találati arány különbségek megerősítik azt a tényt, miszerint tetszőlegesen magas találati arányok érhetők el a tanulásban és a tesztben adekvát modellekkel. Rendkívül alacsony valószínűséggel, de mindenkor léteznek olyan modellek, melyek tetszőleges darabszámú egyértelmű kiindulás+következmény képet mutató adatot képesek helyesen klasszifikálni.
4. hipotézis: A túltanulás jelensége az alkalmazási eredmények alapján kimutatható.
Következtetés: A WAM esetében volt mód magától értetődően arra, hogy a több ezer megoldást rangsoroljuk a tanulás, teszt és alkalmazás eredményei alapján. Így derült fény arra, hogy – ritkán, megfelelve ezzel a 2. hipotézisnek – a viszonylag magas alkalmazási eredmények magas tanulási és teszteredmények mellett is elérhetők. (A WAM a küszöbértékek max-min intervallumon kívül helyezésével gyakorlatilag minőségileg is új modelleket alkothat egyes változók bevonásával, ill. elhagyásával.) A túltanulás alatt tehát azt kell érteni, hogy a legmagasabb összesített tanulási arányok relatíve gyenge alkalmazási eredményeket vonnak maguk után. A WAM optimális verziói jelentős többletreferenciát voltak képesek elérni a data mining eljárással szemben. Az így 2006-ra kapott becslések tekinthetők a legvalószínűbb jövőképnek Magyarország tekintetében, s a megfelelő kvartilisek vastagon szedve láthatók a 4. táblázatban, jelezve egyben a data mining megoldásoktól való eltérések helyét és mértékét is.

5. hipotézis: Leginkább az optimális WAM alapján kapott előrejelzések felelnek meg a szakmai elvárásoknak a 2006-ra vonatkozóan.

Következtetés: Jelentős átlagos hozamnövekedés több okból sem valószínű. Egyrészt a biológiai alapok viszonylag lassú változása miatt, másrészt a 80-as évek ismert intenzív termésszintjeinek alapján. A modellek hiányában elfogadott szakértői vélemények szerint körülbelül az elmúlt évek maximális hozamai érhetők el a jó területeken egyre intenzívebbé váló termelési feltételek alapján átlagosan a jövőben. Fontos kiemelni, hogy a jelentős referencia-javulás mellett az összes találati arány is többször pozitívan változott meg a data mining megoldásokkal szemben. Érdekes, feltehetően nem véletlen egybeesés, hogy a legrosszabb referenciákkal rendelkező két növény (cukorrépa, zab) esetében figyelhető csak meg kiugró „A” becslés a 2006-os évre vonatkozóan. 

	Commercial

DATA MINING
	
	tanulás
	
	
	alkalmazás
	2006
	D
	C
	B
	A

	Növény
	
	összesen
	3/4
	1/4
	
	
	%
	%
	%
	%

	Búza
	adatok darabszáma
	204
	153
	51
	8
	
	
	
	
	

	
	becslés %
	48,53
	50,98
	41,18
	75,00
	D
	10,57
	17,58
	28,94
	<

	Kukorica
	adatok darabszáma
	112
	84
	28
	7
	
	
	
	
	

	
	becslés %
	56,25
	55,95
	57,14
	0,00
	B
	12,93
	19,94
	30,39
	<

	Napraforgó
	adatok darabszáma
	61
	46
	15
	7
	
	
	
	
	

	
	becslés %
	67,21
	73,91
	46,67
	71,43
	D
	-14,24
	7,36
	36,43
	<

	Repce
	adatok darabszáma
	123
	92
	31
	7
	
	
	
	
	

	
	becslés %
	58,54
	55,43
	67,74
	28,57
	C
	-6,82
	5,34
	18,15
	<

	Árpa
	adatok darabszáma
	204
	153
	51
	8
	
	
	
	
	

	
	becslés %
	48,04
	44,44
	58,82
	0,00
	C
	7,53
	15,11
	24,17
	<

	Zab
	adatok darabszáma
	204
	153
	51
	8
	
	
	
	
	

	
	becslés %
	47,06
	46,41
	49,02
	0,00
	B
	5,05
	12,59
	23,61
	<

	Szója
	adatok darabszáma
	42
	31
	11
	7
	
	
	
	
	

	
	becslés %
	59,52
	48,39
	90,91
	14,29
	B
	-25,44
	8,69
	22,27
	<

	Rozs
	adatok darabszáma
	172
	129
	43
	8
	
	
	
	
	

	
	becslés %
	45,35
	48,06
	37,21
	0,00
	C
	4,34
	14,57
	22,51
	<

	Cukorrépa
	adatok darabszáma
	188
	141
	47
	7
	
	
	
	
	

	
	becslés %
	63,83
	68,09
	51,06
	0,00
	A
	0,69
	8,07
	15,60
	<

	Burgonya
	adatok darabszáma
	204
	153
	51
	7
	
	
	
	
	

	
	becslés %
	48,53
	46,41
	54,90
	0,00
	A
	0,81
	11,22
	22,66
	<


4. táblázat: Data Mining eredmények kvartilisekkel

	WAM-max
	
	
	Tanulás
	
	Alkalmazás
	2006-ra várt
	wam max to 

data mining

	Növény
	
	összesen
	1986-ig
	1986 után
	
	
	

	Búza
	adatok darabszáma
	204
	156
	48
	8
	
	

	
	becslés %
	52,45
	54,49
	45,83
	37,50
	C
	3,92

	Kukorica
	adatok darabszáma
	112
	84
	28
	7
	
	

	
	becslés %
	65,18
	67,86
	57,14
	0,00
	C
	8,93

	Napraforgó
	adatok darabszáma
	61
	43
	18
	7
	
	

	
	becslés %
	68,85
	65,12
	77,78
	71,43
	D
	1,64

	Repce
	adatok darabszáma
	123
	91
	32
	7
	
	

	
	becslés %
	58,54
	52,75
	75,00
	42,86
	D
	0,00

	Árpa
	adatok darabszáma
	204
	156
	48
	8
	
	

	
	becslés %
	49,02
	46,79
	56,25
	0,00
	C
	0,98

	Zab
	adatok darabszáma
	204
	156
	48
	8
	
	

	
	becslés %
	49,51
	51,28
	43,75
	0,00
	A
	2,45

	Szója
	adatok darabszáma
	42
	28
	14
	7
	
	

	
	becslés %
	73,81
	71,43
	78,57
	14,29
	D
	14,29

	Rozs
	adatok darabszáma
	172
	132
	40
	8
	
	

	
	becslés %
	47,09
	52,27
	30,00
	0,00
	C
	1,74

	Cukorrépa
	adatok darabszáma
	188
	144
	44
	7
	
	

	
	becslés %
	50,53
	54,17
	38,64
	0,00
	A
	-13,30

	Burgonya
	adatok darabszáma
	204
	156
	48
	7
	
	

	
	becslés %
	50,98
	46,15
	66,67
	0,00
	C
	2,45


5. táblázat: WAM maximális találati arányok

	WAM-opti
	
	tanulás
	
	
	alkalmazás
	2006
	WAM-opti to 

data mining

(tanulás)
	WAM-opti to data mining

(alkalmazás)

	növény
	
	összesen
	1986-ig
	1986 után
	
	
	
	

	Búza
	becslés %
	50,00
	50,00
	50,00
	87,50
	D
	1,47
	12,50

	Kukorica
	becslés %
	59,82
	63,10
	50,00
	37,50
	D
	3,57
	37,50

	Napraforgó
	becslés %
	67,21
	60,47
	83,33
	85,71
	C
	0,00
	14,29

	Repce
	becslés %
	58,54
	52,75
	75,00
	42,86
	D
	0,00
	14,29

	Árpa
	becslés %
	46,57
	44,23
	54,17
	87,50
	D
	-1,47
	87,50

	Zab
	becslés %
	49,51
	51,28
	43,75
	0,00
	A
	2,45
	0,00

	Szója
	becslés %
	66,67
	60,71
	78,57
	57,14
	C
	7,14
	42,86

	Rozs
	becslés %
	43,60
	44,70
	40,00
	25,00
	D
	-1,74
	25,00

	Cukorrépa
	becslés %
	50,53
	54,17
	38,64
	0,00
	A
	-13,30
	0,00

	Burgonya
	becslés %
	48,53
	42,95
	66,67
	42,86
	C
	0,00
	42,86


6. táblázat: WAM optimális találati arányok

3. fejezet – Állatállomány prognózisok

A kocaállomány jövő évi változásának előrejelzése EU szinten

Feladat: A kocaállomány mindenkori következő évi állományváltozásának előrejelzése az átlaghoz, mediánhoz, nullához képest.

Adatok: A jelenség magyarázatára felhasználásra kerülnek a három, kettő és egy évvel korábbi állományváltozási adatok a tehén, a koca és a tojótyúk-állomány tekintetében.

Módszer: WAM (a medián, az átlag és a nulla változás lényegében azonos volt)

Előzmények: A WAM egyik első hazai alkalmazását Farkas Mariann készített a tanszék TDK-s hallgatójaként. Ebben a tanulmányban a magyar gazdasági és vadállatállományok előrejelzése történt meg a szerző által továbbfejlesztett WAM módszerrel (TWAM). 

Az AKII sertés-állományprognózisa évek óta ismert, de tudományos értelemben teszteredményekkel soha nem publikált modell. A web-en rendszeresen közölt elemzések alapján nem számítható egy tanulási jellegű találati arány.

Referenciák: A TWAM a magyar adatsorok (1960-1994) alapján a sertésállományt egy évre előre 76%-os szinten volt képes előrejelezni (nő, csökken). Ez volt a leggyengébb eredmény a gazdasági és vadállatok között. S ezen érték alacsonyabb volt a 2 ill. 3 évre előre megadott sertés-állományváltozásokhoz képest is. Ezen alacsony eredmények miatt tűnt érdekesnek a probléma vizsgálata.

Részletes eredmények:

Az EU SPEL és a magyar IDARA adatok 1973 és 2000 közötti időszakra álltak rendelkezésre országonként eltérő mértékben. Mindösszesen 395 esetet sikerült a mindenkori előző évhez képest, ill. egy év előretekintéssel kialakítani. Az 1994-es évet fordulópontként véve a tanulás és a teszt aránya 288:107. Összesen 7 magyar adatsor állt rendelkezésre (1990-2000). 

A legjobb összes találati arány 65,57% (mediánhoz képest), mely a tanulásban 69,44-67,36, ill. a tesztben 55,14-60,74% között ingadoztak, az alkalmazás (magyar adatokon) minden esetben 71,42% volt. Az önmagukban legjobb tanulási, ill. az önmagukban legjobb teszteredmények meghaladták a 70-70%-ot. Ebből következően a távoli múltat és a közelmúltat nem sikerült egy kiegyensúlyozott alapvetően numerikus (score) modellben egyesíteni. Amennyiben az éppen a fordulópontot jelentő év (1994) köré építünk egy „ha ...akkor” (IF-THEN) elágazást, vagyis két eltérő score rendszert kapcsolunk össze (mely bár tekinthető elegáns megoldásnak, mégsem feltétlenül célszerű, hiszen nem tudni a második intervallum meddig tekinthető egységesnek a várható agrárpolitikai változások miatt), akkor az alkalmazási eredmények is javulnak (85,71%), ami támogatja az IF-THEN megoldás modellbe integrálását.

Következésképpen elmondható, hogy az EU teljes adatsorára és a magyar adatokra támaszkodó modell a klasszikus idősor-elemzésnél (TWAM) kapott magyar eredményeket (76%) nagyobb tanulási esetszám alapján jól közelítette (71%), s az IF-THEN megoldás esetén meg is haladta (85%). Ezen információs többletérték nem alapvetően a nagyobb EU esetszám miatt, hanem sokkal inkább a kauzalitás (más állatfajok állományváltozásának magyarázó tényezőként való) erőteljesebb bevonása révén volt realizálható. 

4. fejezet – Háttérelemzések
Kontingencia koefficiens és a numerikus korreláció függetlensége
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Véletlen számokból előállított vektorok esetén a medián alapján számított kontingecia koefficiens ill. az EXCEL képlettel számított korreláció értékei az elvárásoknak megfelelően szabályos pontfelhőt eredményeznek. Ennek alapján válik érthetővé, miért kell a modellek helyességét alulról, vagyis a kontingencia oldaláról megalapozni. A magas numerikus korreláció ugyanis nem biztosítja a magas kontingencia koefficiens értékeket, ami a modelleket instabillá teszi, ill. szakértői rendszerként való alkalmazásukat kizárja.

Szimmetria a keresésben

Amennyiben egyetlen küszöbérték szerint kerül minősítésre a tény és a becslés kapcsolata, úgy elvárható, hogy egy átlagosan érzékeny modell éppen olyan gyakorisággal és helyességben talál igazmondó, mint hazudós függvényeket, melyek inverz alakja tökéletesen használható előrejelzési célokra. Amennyiben a WAM futtatása során a lehetséges kombinatorikai teret beszűkítjük, úgy a szimmetria sérül, mely hasznos akkor, ha finombeállításra törekszünk, de káros, ha magát az alapképletet akarjuk tesztelni.

Gödöllő, 2001. március 11.
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