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2. sz. melléklet


Az OTKA F030664 projekt eredményeinek részletes bemutatása
3. részjelentés

Mesterséges intelligencia alapú prognosztikai modulok adaptálása 

az EU/SPEL-Hungary rendszerhez 

az alapadatbázisok konzisztenciájának egyidejű ellenőrzésével

Részletes szakmai beszámoló

(http://miau.gau.hu/miau/43)

Az eredmények rövid összefoglalása:

A kutatás során az informatika mindhárom közvetlen erőforrása (adatok, módszerek, technológia) terén jelentős változások, előrelépések történtek:

· Adatok: 

· Bejövő adatok: 
· IDARA: Az EU tagországokról szóló SPEL adatok és az első magyar SPEL-alapú adatok után egy EU 5. keretprogram (IDARA) eredményeként (tanszékünk fejlesztésében) megszületett az első SPEL-kompatibilis magyar adatsor 1996-1999 között úgy az inputok, mint az outputok tekintetében, míg 1990 és 1995 között az inputadatok zömére. A 2. részjelentés magyar vonatkozású részei már ezen adatok figyelembe vételével készültek.

· Kimenő adatok: 

· IDARA: Emellett az EU 5. keretprogram kapcsán német, cseh és lengyel modellezői is megismerkednek (a jelentési határidőt követő workshop alkalmával) a mesterséges intelligencia alapú árelemzések eredményeivel, melyek a német know how központban a saját fejlesztésű WATSIM modellel készültek eddig. 

· Oktatás: A SZIE GTK egyes műszaki menedzser képzésben érintett, a téma iránt mélyebben érdeklődő hallgatói az elmúlt évben is önálló feladat keretében WAM elemzéseket készítettek (pl. időjárás előrejelzés a Hortobágyon, ill. termékértékesítési prognózisok, l. http://miaugau.hu/miau/41).

· Módszerek: 

· Black box vs. White box: A 2.-3. év terv szerinti célja egy fajta elmozdulást irányzott elő az automatikus függvényillesztés (black box rendszerek) irányába. A kutatócsoport rendelkezik számos saját fejlesztésű (a tapasztalatok szerint a WAM alapképességeit meghaladó potenciállal bíró eljárásokkal, pl. mintázatgenerátor, függvénygenerátor). Az időközben kialakult kooperációk kapcsán (melyek keretében 2 nemzetközi cég adta át tesztelésre data mining eszközét) célszerűnek látszott egy fajta fokozatosságot betartani. Így a második fázisban a black box rendszereket az egyik (anonim, de nemzetközileg elismert) cég  licencei és hardvere jelentette. A harmadik részjelentésben pedig az OTKA póttámogatásból beszerzett DataScope szoftver. Az összehasonlító vizsgálatok célja az volt, milyen pontossággal lehet szakmailag releváns (vö. IDARA projekt) kérdéseket WAM (white box) és üzleti data mining eszközökkel (védett know how miatt balck box) azonos adatbázisok alapján megválaszolni. 

· WAM for public use: A WAM módszer eddigi kedvező tulajdonságai (egyszerű oktathatóság, rugalmas és felhasználóbarát környezet, magas használati érték) alapján beépült a 2001 nyarán induló online szolgáltatásba (IKTABU), ill. alapjául szolgál jelenlegi pályázatoknak, kormányzati fejlesztéseknek (vö, IIER stratégiai tervező rendszer, MIVIR).

· HOM-E/O-MINING: Az esettanulmányokkal egyre határozottabban alátámasztott elmélet továbbra is az oktatás, a szaktanácsadás, ill. az online tartalomszolgáltatás koncepcionális alapját adja.

· Technológia: Időközben megjelent pl. az IBM által is szorgalmazott (Infobyte 2002. január) jövőkép (web services) szerint a hálózati erőforrásként rendelkezésre álló elemző módszerek szabványos inputok, s ezek leírását tartalmazó katalógusok esetén valódi tehermentesítést jelenthetnek az egyedileg fejlesztendő, ill. integrálandó szoftverek tekintetében.

· Publikációk átfogó listája: Az mesterséges intelligenciák előrejelzési célú alkalmazása interdiszciplináris jellege révén számos, a 2/1-es mellékletben megadott publikációkban, projektekben kapott helyet, melyek között az oktatási jellegű konzultációk, önálló feladatok, diplomadolgozatok nem kerültek felsorolásra.

Eredmények: A hazai és nemzetközi data mining piaci megoldások (bár ergonómiai szempontból és kidolgozottságuk alapján közel tökéletesek) előrejelzési potenciáljukat tekintve az egyedi fejlesztések rugalmassága és eredményessége alatt maradnak.
A DataScpope általános jellemzése

A DataScope egy, a Cygron Ltd által fejlesztett, adatbányászati eszközökkel kiegészített adat-vizualizációs és adatelemző eszköz. A jelenlegi összefoglaló az adatelemzési modul, ezen belül is a neurális hálóval végezhető előrejelzések alkalmazhatóságát vizsgálja, a vizualizációs lehetőségekkel nem foglalkozik. A DataScope neurális hálózati modellje több rejtett réteget tartalmaz, ezért a modell egészében véve a felhasználó számára BLACK-BOX jellegű (védett know how).Alkalmazása nem igényel magas szintű számítástechnikai ismereteket. A rendszer inputként az adatbázis-formátumok széles skáláját képes kezelni, a text-állományoktól az ODBC interfészen keresztüli adatbázisszerver kapcsolatokkal bezárólag.

A modellek építésénél ki kell választani a modell típusát (pl. Neurális háló, Regressziós teszt..), továbbá a modellben szerepeltetni kívánt mezőket, valamint a céloszlopot. A neurális háló modell paraméterezhetősége az elvi lehetőségekhez képest igen csekély.

Az állítható paraméterek:

1. Az iterrációk száma: 1-9999 között, ami különösen kevésnek tűnik, bár többrétegű futtatással, ahol az első 9999 iteráció eredménye megjelenik az inputok között a helyzet elméletileg javítható, de az így létrejövő elemzések eredményének alkalmazhatósága ergonómiai szempontból kérdéses.

2. A vizsgálat intervalluma: az átlagos hibaérték vizsgálata hány iteráció alapján történjen.

3. Kilépési feltétel: Ha az átlagos hiba a kilépési feltétel alá kerül, a tanulást a modell befejezi. Megjegyzendő, hogy a hiba mikéntje, mely lényegében a modellhelyesség, ill. a az eredményvektorok hasonlóságának mértéke, vagyis hát elvileg végtelen módon kifejezhető kellene, hogy legyen, a piaci modellek esetében nem tartozik az opcionális tényezők közé. A DataScope esetében is csak egyetlen egy opció létezik a végtelenből (vö. céltalanság tétele).

4. A konvergencia mértéke: 

A modell erőssége a tanulási és teszt rekordok könnyű szétválaszthatósága. Az elkészült modell újratanítása egyszerűen megoldható, viszont minden tanulás más-más eredményt ad, vagyis az egy-egy alkalommal elkészített modell nem reprodukálható. Az eredmény megbízhatóságának vizsgálatára, tesztadatok rendelkezésre állása esetén a rendszer egy százalékos viszonyszámot számol, a tényadatok és a kalkulált értékek korrelációja alapján. Több futtatás közül a választás a magasabb korrelációs érték alapján történt.

Esettanulmány: AZ IDŐJÁRÁS ÉVES VÁLTOZÁSÁNAK FELTÁRÁSA különböző módszerekkel történő előrejelzése és elemzése

A előrejelzésnél alkalmazott módszerek

1. SAP MM modul

2. WAM

3. DataScope 5.0

Az SAP és a WAM segítségével végzett prognózisok Máté Domokos „Az SAP integrált informatikai rendszer bevezetésének tapasztalatai a Budapesti Erőmű Rt-nél, különös tekintettel a készletgazdálkodást befolyásoló előrejelzések alkalmazására” című a SZIE Gazdasági Informatika tanszékén készült, az OTKA pályázat filozófiájába illeszkedő szakdolgozatából származnak.(Gödöllő 2001) A teljes anyag elérhető a http://miau.gau.hu/miau/33/wamsap.doc címről. Az eredmények összehasonlíthatósága érdekében a DataScope-os elemzést azonos adatokból kiindulvakerültek elvégzésre.

Prognózisok készítése különböző módszerekkel

A vizsgálat tárgya a BE Rt. tüzelőanyag felhasználásának előrejelzése. A moedll kérdése: Az időjárástól függően nő vagy csökken egy év múlva az azonos hónapban szükséges tüzelőanyag felhasználás. A vizsgálat fő célja a döntés-előkészítéshez (készletgazdálkodás tervezéséhez) szükséges információk megszerzése, a tervezés folyamatának átgondolása, olyan jövőbeli nem kívánt állapotok elkerülésére, amelyek vesztességet okozhatnak. A tervezés és az előrejelzés két különböző funkció. Az előrejelzés általában arra használják, hogy előre leírja, mi fog történni adott feltételek mellet, másrészről viszont a tervezés magába foglalja olyan előrejelzések használatát, amelyek jó döntések meghozatalát segítik elő a szervezet számára. Általánosságban az előrejelzés a tervezési folyamat beviteli adatai, amely nem más, mint megtalálni az összefüggést az ismert múlt, és a megismerni kívánt jövő között. Bármilyen előrejelző módszerről is legyen szó, Pitlik (1994) szerint a következő lépések mindig fellelhetők:

· Össze kell állítani a szükséges analógiákat felmutató input mátrixot.

· Meg kell határozni a vizsgálni kívánt összefüggések körét.

· A hiba számítás módján keresztül meg kell adni a potenciális összefüggések rangsorát.

· Végül meg kell találni a lehetséges összefüggések közül a legjobbat.

Anyagprognózis készítése SAP MM modul segítségével

A készletgazdálkodásban az anyagprognózis egy matematikai előrejelző eljárás, amely a múltbeli értékekből különböző matematikai modellek segítségével tervértékeket határoz meg a jövőre nézve. A felhasználás-vezérelt diszpozícióban az anyagprognózisnak a következő feladatai vannak:

· Szükséglet meghatározása

· A kiadási adatok meghatározása a jelző- és biztonsági készlet meghatározásához.

Az anyagprognózis általában háttér-móduszban hajtható végre. Az anyag-felhasználási értékek képzik a prognózis alapját. A prognóziseredmények minősége e múltbeli értékek számától és minőségétől függ. Egy múltbeli idősor elemzésénél különböző törvényszerűségeket lehet megállapítani, amelyekből a következő prognózismodellek vezethetők le:

Konstansmodell: A múltbeli értékek alakulása állandó, így hosszabbidőtartamon keresztül egyformák maradnak, és mindössze esetleges ingadozások mutatkoznak.

Szezonmodell: A múltbeli értékek szezonális jellegű alakulásánál az idősorban periodikusan visszatérő és az átlagtól feltűnően eltérő értékeket lehet megállapítani

Trendmodell: A múltbeli értékek alakulása trendjellegű, hosszabb időtartamon keresztül emelkednek vagy süllyednek.

Megjegyzés: A modell típusok bevezetése jelzi, hogy a rendszer maga rugalmatlan, vagyis nem képes a jelenségekben rejlő (tetszőleges) mintázatok felismerésére.

A prognózis előtt el kell végezni a múltbeli értékek elemzését és az idősort hozzá kell rendelni a megfelelő modellhez. A prognózismodellt vagy a felhasználó adja meg, vagy a rendszer választja ki egy inicializálási folyamat keretén belül. Mivel az energiafogyasztás az időjárási körülményekből adódóan szezonális jellegű, ebből adódik, hogy a BE Rt. tüzelőanyagfelhasználása is szezonális. A következőkben a tüzelőanyagra vonatkozó prognózis kerül bemutatásra.. Az előrejelzés végrehajtására a „prognózis-képen”, az anyag-törzsrekordban kerül sor. Az elemzéshez a 1993-2000 évi tüzelőanyagfelhasználáskerült feldolgozásra. Az adatok bevitele "a felhasználás értékei " menü segítségével lehetséges. Itt lehetséges a bevitt adatok ellenőrzése, illetve módosítása. A végrehajtás a "prognózis végrehajtása menüvel” végezhető el, ahol rögzítésre kerülnek az alábbiak:

A prognózisperiódus kódja: azt az intervallumot adja meg, amelyre a rendszer a felhasználási adatok alapján készíti el a prognózist.

A múltbeli értékek számai: meghatározza, hogy hány múltbéli periódussal tud dolgozni rendszer.

A prognózis dátumának kezdete.

Az alkalmazott modell típusa.

A program automatikusan a végrehajtás időpontját követő hónapot tekinti az előrejelzés első hónapjának. 

A figyelembe vett időszak felhasználási adatainak a rendszerbe történő bevitele manuálisan történt, mivel a rendszer bevezetése óta nem volt lehetőség az előző évek adatainak a régi rendszerből való áttöltésére. A bevezetést követően a rendszer automatikusan tárolja az adatokat, amelyek segítségével további elemzések készíthetők. A prognózis dátumának kezdete a vizsgálat tárgyának függvényében tetszőlegesen beállítható, míg az alkalmazott modell típusát szakmai alapon kell megállapítani a tüzelőanyagfelhasználás trendjének figyelembevételével. Mivel ezt egyértelműen a szezonalítás jellemzi, a kézi beállítás is ennek megfelelően történt. A meghatározott modell érvényességét a rendszer folyamatosan ellenőrzi, nem megfelelősség esetén hibaüzenete küld.

A program a prognózis kiértékelésére az alábbi matematikai összefüggéséket alkalmazza: 
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Az 1999 és 2000 évi tényleges- és prognosztizált adatokat a következő táblázat szemlélteti. A táblázat első oszlopában a hónapok, a másodikban az 1999 évi tényleges felhasználások, a harmadik oszlopban a 2000 évi előrejelzések, míg a negyedik oszlopban az 1999 évi tényleges felhasználás és a 2000 évi előrejelzett értékek növekedés illetve csökkenés trendjét szemlélteti. A növekedést a +, míg a csökkenést a – előjel jelzi. Az ötödik oszlopban a 2000 évi tényleges felhasználások találhatók. A hatodik oszlop az 1999 évi tényleges felhasználások, a 2000 évi tényleges felhasználásokhoz viszonyított növekedéseket, illetve csökkenéseket mutatja az előbbiek szerint. A hetedik oszlopban a prognózis eltérések és a tényleges eltérések összehasonlítása történik meg. Abban az esetben, ha az előjelek megegyeznek az oszlop megfelelő cellájába 1, ellenkező esetben 0 kerül. Ebben az utolsó oszlopban utalás van arra, ahogy a modern szempontok figyelembevételével elemeznénk az eredményeket, így lehetőség van az SAP módszer WAM módszerrel történő összehasonlítására. Az SAP rendszerrel történt előrejelzett adatok generálása a szabályos terv-tény összehasonlítás elvei alapján történik, szemben a WAM előrejelzéseivel, ahol elsődleges cél volt a trendek megállapítása és ez követően kell/lehet figyelembe venni az adatok numerikus pontosságát. 

Megjegyzés: A WAM esetében is lehetőség lett volna a numerikus pontosság szerinti elsődleges modellépítésre, azonban pl. a 2. OTKA részjelentésben bemutatott korrelációs tényezők viszonylagos függetlenségéről szóló elmélet szerint nem célszerű a numerikus korrelációt alapul venni elsődleges modellértékelésként, hanem csak a kontingencia-koefficiensek kellően magas szintű biztosítása után.

Az SAP eredmények kiértékeléséből kiderül, hogy a vizsgált időszakra a találati arány 7/12, vagyis az előrejelzés pontossága 58%-os. 

	Hónap
	Tényleges felhasználás 1999
	Előrejelzett értékek 2000  SAP
	Prognózis

Eltérés +/-

1999/2000
	Tényleges felhasználás 2000
	Tényszerű

Eltérés +/-

1999/2000
	Találat

(előrejelzés pontossága)

	1
	3205581
	2930000
	-
	3340029
	+
	0

	2
	2883471
	2300000
	-
	2612314
	-
	1

	3
	2267592
	2260000
	-
	2470101
	+
	0

	4
	1640201
	1730000
	+
	1224435
	-
	0

	5
	563046
	700000
	+
	482651
	-
	0

	6
	446637
	525000
	+
	441425
	-
	0

	7
	380486
	456000
	+
	403557
	+
	1

	8
	440108
	470000
	+
	529379
	+
	1

	9
	504558
	516000
	+
	583618
	+
	1

	10
	1753298
	1710000
	-
	1490509
	-
	1

	11
	2750023
	2170000
	-
	2025961
	-
	1

	12
	3097085
	2700000
	-
	2733500
	-
	1

	Találati arány: 7/12


2.1. táblázat: SAP előrejelzések kiértékelése

Készlet előrejelzés WAM induktív szakértői rendszer segítségével

	Anyag megnevezése
	Vizsgált periódus
	Legjobb találati arány            %
	Legrosszabb találati arány

	
	
	Igazmondó függvény
	Hazudós függvény

	Tüzelőanyag
	Teljes periódus (átlag)
	75,0
	73,8

	
	Közeli múlt (teszt)
	79,0
	79,0

	
	Távoli múlt (tanulás)
	80,4
	80,4


2.2. táblázat: WAM eredmények

A legjobb WAM az utolsó 12 hónapra (a tanulás és a teszt magas találati aránya mellet) 9 esetben találta el egy évre előre a időjárás-változásból adódó hőigény-változás irányát. Természetesen a WAM esetében is kritikus pont a sok rel. helyes megoldás közül a „legjobb” kiválasztani tudása. Így a 9/12-s találati arány csak a módszer rugalmasságát jelzi, s nem az automatikus megoldás-generálás potenciálját. Ezzel szemben a konkurens módszerek közül az SAP és a DataScope lényegében csak egy-egy (önálló minőségű) megoldást képes szállítani.

A DataScope eredményei

A DataScope kiindulási adatbázisában a tanulási adatok az 1994-1996 évek, míg a teszt adatok a 1997-2000 terjedő időszak adatai. Az előrejelzés a következő év azonos hónapjára készült. 

A táblázatból látszik, hogy az utolsó évre szóló előrejelzés 50%-ban találta csak el a változás irányát.

	
	Helyes becslés
	Figyelembe vehető rekordszám
	Találati arány

	Tanulás
	24
	37
	65,00%

	Teszt az összes tesztrekordra
	31
	470
	66,00%

	Teszt az utolsó 12 hónapra
	6
	12
	50%


2.3. táblázat: DataScope eredmények összefoglaló táblázat
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A fenti diagramm a prognosztizált hőigényváltozást tartalmazza. A következő évet az előző év tényadataiból kalkulálja. A modell a kevés adat ellenére is jól ismerte fel az adatsorban található periodicitást. A modell éves előrejelzés készítésére alkalmatlan, viszont a következő hónap várható hőigényváltozását elfogadhatóan képes prognosztizálni.

Megjegyzés: A hőösszeg-változás mintázatának (mint konkrét feladat) felismerése, mint jelenség az alapvető meteorológiai ismeretek birtokában az általános iskola felső tagozatában elvárható, ill. diagrammok alapján Bárki számára szabályokká sűríthető a válasz arra a kérdésre: Mely hónap átlagos hőmérséklete magasabb, mint egy másik-é?

Ellenben a szóban forgó mintázat felismerésének képessége a DataScope nem lineáris jellegét jól példázza. 

Árváltozás előrejelzése 1, 3 és 5 évre az előző 5 illetve 6 év SPEL elszámoló-ár adatai alapján.

Kiindulási adatok 

Rendelkezésünkre állt 13 Európai Uniós tagországban (Belgium-Luxemburg, Dánia, Németország, Spanyolország, Franciaország, Írország, Olaszország, Hollandia, Ausztria, Portugália, Finnország, Svédország, Nagy Britannia) tíz növény 1973-1998 évekre vonatkozó  tonnánkénti elszámoló ára (swhe=búza, maiz=kukorica, sunf=napraforgó, rape=repce, barl=árpa, oats=zab, soya=szója, rye=rozs, sugb=cukorrépa, pota=burgonya). Ezen az adatstruktúrán kellett olyan modelleket felépíteni, melyek jó közelítéssel becslik az ismert (ex-post) változásokat.

Az adatbázis felépítése:
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3.1. táblázat:

Az adatbázisból az 1973-1977 és az 1994-98 közötti évek kerültek elkülönítésre,  hogy a tanulásnál alkalmazott mátrixban ne legyen adathiány. A kivett évek áradatai megtalálhatóak a megfelelő ár(+/-) év oszlopban, tehát a modell számol velük (pl.: 1998 Németország búza ára megtalálható az 1993 ár-év+5 oszlopban). Az adatok megosztásánál az 1978-1987 közötti adatsorok tanuláshoz, a 1988-1993 közöttieket teszthez kerültek felhasználásra. Az előrejelzéseknél csak a prognosztizált változás iránya lett figyelembe véve. A modellben felhasznált adatok 1 éves előrejelzés esetén: az év és az adott növény, ill. az adott országon belüli áralakulása az előző 5 évben, a 3 és 5 éves előrejelzés esetén pedig az előző 6 évben.

Eredmények

A táblázatok a következőket tartalmazzák:

Az első oszlop tartalma a növény nevének rövidítése és egy szám, amely azt jelzi, hogy a prognózis az utolsó ismert évhez képest milyen távoli jövőt fejez ki években. 

A téves becslés oszlop: azon esetek darabszámát tartalmazza, amikor az előrejelzett változás iránya nem egyezett meg a tényleges változás irányával, 

míg a helyes becslés azon esetek darabszámát, ahol a két irány megegyezett.

	Növény, ill. előrejelzés távja (1,3,5)
	Téves becslés

(db)
	Helyes becslés

(db)
	Figyelembe vehető rekordszám

(db)
	Találati arány

(db/db)

	swhe1
	96
	144
	240
	60,00%

	swhe3
	93
	147
	240
	61,25%

	swhe5
	87
	153
	240
	63,75%

	barl1
	95
	145
	240
	60,42%

	barl3
	96
	144
	240
	60,00%

	barl5
	78
	162
	240
	67,50%


	maiz1
	55
	97
	152
	63,82%

	maiz3
	56
	99
	155
	63,87%

	maiz5
	69
	88
	157
	56,05%

	oats1
	95
	145
	240
	60,42%

	oats3
	94
	115
	209
	55,02%

	oats5
	89
	151
	240
	62,92%

	pota1
	110
	130
	240
	54,17%

	pota3
	101
	139
	240
	57,92%

	pota5
	95
	145
	240
	60,42%

	rape1
	84
	114
	198
	57,58%

	rape3
	97
	107
	204
	52,45%

	rape5
	98
	108
	206
	52,43%

	rye1
	88
	121
	209
	57,89%

	rye3
	100
	110
	210
	52,38%

	rye5
	85
	125
	210
	59,52%

	sug1
	101
	124
	225
	55,11%

	sugb3
	93
	132
	225
	58,67%

	sugb5
	83
	142
	225
	63,11%

	sunf1
	49
	78
	127
	61,42%

	sunf3
	43
	87
	130
	66,92%

	sunf5
	59
	73
	132
	55,30%

	soy1
	32
	48
	80
	60,00%

	soy3
	26
	59
	85
	69,41%

	soy5
	36
	51
	87
	58,62%


3.2. táblázat: Összesített eredmények

Megjegyzés: a rekordok száma azért eltérő egyes növényeknél a 4. oszlopban, mert nem minden ország termel minden évben minden növényt.

Megfigyelhető, hogy bizonyos modellek esetén az elért találati arány az előrejelzés távolságának növelésével növekszik. A legjobb eredményt általában nem az 1 éves előrejelzés, hanem a 3 vagy 5 éves előrejelzés hozza, ami tökéletesen megfelel az entrópia időben tetszőleges alakulására vonatkozó hipotéziseknek.

	Növény, ill. előrejelzés távja (1,3,5)
	Téves becslés

(db)
	Helyes becslés

(db)
	Figyelembe vehető rekordszám

(db)
	Találati arány

(db/db)

	swhe1
	55
	105
	160
	65,63%

	swhe3
	59
	101
	160
	63,13%

	swhe5
	55
	105
	160
	65,63%

	barl1
	60
	100
	160
	62,50%

	barl3
	69
	91
	160
	56,88%

	barl5
	55
	105
	160
	65,63%

	maiz1
	33
	67
	100
	67,00%

	maiz3
	32
	68
	100
	68,00%

	maiz5
	46
	56
	102
	54,90%

	oats1
	54
	106
	160
	66,25%

	oats3
	64
	75
	139
	53,96%

	oats5
	53
	107
	160
	66,88%

	pota1
	68
	92
	160
	57,50%

	pota3
	55
	105
	160
	65,63%

	pota5
	55
	105
	160
	65,63%

	rape1
	52
	78
	130
	60,00%

	rape3
	61
	73
	134
	54,48%

	rape5
	64
	72
	136
	52,94%

	rye1
	53
	86
	139
	61,87%

	rye3
	64
	76
	140
	54,29%

	rye5
	52
	88
	140
	62,86%

	sug1
	62
	88
	150
	58,67%

	sugb3
	58
	92
	150
	61,33%

	sugb5
	53
	97
	150
	64,67%

	sunf1
	22
	60
	82
	73,17%

	sunf3
	23
	62
	85
	72,94%

	sunf5
	33
	54
	87
	62,07%

	soy1
	18
	32
	50
	64,00%

	soy3
	16
	39
	55
	70,91%

	soy5
	18
	39
	57
	68,42%


3.3. táblázat: Tanulási eredmények

	Növény, ill. előrejelzés távja (1,3,5)
	Téves becslés

(db)
	Helyes becslés

(db)
	Figyelembe vehető rekordszám

(db)
	Találati arány

(db/db)

	swhe1
	41
	39
	80
	48,75%

	swhe3
	34
	46
	80
	57,50%

	swhe5
	32
	48
	80
	60,00%

	barl1
	35
	45
	80
	56,25%

	barl3
	27
	53
	80
	66,25%

	barl5
	23
	57
	80
	71,25%

	maiz1
	22
	30
	52
	57,69%

	maiz3
	24
	31
	55
	56,36%

	maiz5
	23
	32
	55
	58,18%

	oats1
	41
	39
	80
	48,75%

	oats3
	30
	40
	70
	57,14%

	oats5
	36
	44
	80
	55,00%

	pota1
	42
	38
	80
	47,50%

	pota3
	46
	34
	80
	42,50%

	pota5
	40
	40
	80
	50,00%

	rape1
	32
	36
	68
	52,94%

	rape3
	36
	34
	70
	48,57%

	rape5
	34
	36
	70
	51,43%

	rye1
	35
	35
	70
	50,00%

	rye3
	36
	34
	70
	48,57%

	rye5
	33
	37
	70
	52,86%

	sug1
	39
	36
	75
	48,00%

	sugb3
	35
	40
	75
	53,33%

	sugb5
	30
	45
	75
	60,00%

	sunf1
	27
	18
	45
	40,00%

	sunf3
	20
	25
	45
	55,56%

	sunf5
	26
	19
	45
	42,22%

	soy1
	14
	16
	30
	53,33%

	soy3
	10
	20
	30
	66,67%

	soy5
	18
	12
	30
	40,00%


3.4. táblázat: Teszt eredmények

Az eredmények értelmezése

A találati arány átlaga az összes vizsgált esetre nézve 61%, a legrosszabb 52% míg a legjobb találati arány 70%. A tesztnél élért átlagos találati arány viszont csak 53,2%. A teszt találati aránya csak 6 modell esetében éri el a 60%-ot.

Egyes esetekben a tanulás és a teszt viszonya megsérti az 50%-os küszöb alattiság és felettiség egyidejű elvárásának elvét, ami az alkalmazott modell rugalmatlanságát jelzi, hiszen nem csak elméletileg igaz, hogy létezik (végtelen sok) a tanulás- és tesztadatok összességére tetszőlegesen helyes modell.A tanulási  és a teszt találati arányra vonatkozó korreláció értéke: -0,557. 

Az elkészült modellek erre a problémára a gyakorlatban nem bizonyultak alkalmazhatónak.

Irodalomjegyzék

Máté Domokos Az SAP integrált informatikai rendszer bevezetésének tapasztalatai a Budapesti Erőmű Rt-nél, különös tekintettel a készletgazdálkodást befolyásoló előrejelzések alkalmazására. Gödöllő 2001
Feladat: A WAM (Weight and Activity Model) eljárás felhasználásával  10 fő gazdasági növény éves átlagos elszámoló-ár (SPEL) +3 és +5 éves trendjének előrejelzése

Kiindulási adatok: 10 fő gazdasági növény (SWHE = búza, MAIZ = kukorica, SUNF =  napraforgó, RAPE = repce, BARL = árpa, OATS = zab, SOYA = szója, RYE = rozs, SUGB = cukorrépa, POTA = burgonya) éves átlagos elszámoló-árai EU-tagországokban 1973-től 1998-ig.(forrás: SPEL).

Módszertan:

A WAM, mint induktív szakértői rendszer, ill. neuronális háló szimuláció, általában véve mint MI eljárás, nagyon egyszerűen, rugalmasan és gyorsan képes tanulási folyamatot megvalósítani és ebből kifolyólag előrejelzésre is használható.

A jelen eljárás lényege:

A kiindulási adatokat (mivel öt év múlt alapján dolgozunk ki előrejelzést +3 és +5 évre) oszlopokba rendezzük, és mindegyik oszlophoz hozzárendelünk egy küszöbértéket és két súlyt. A küszöbértékek és a súlyok természetesen véletlen számok. A küszöbértékek a vektor minimuma és a maximuma közötti véletlen értéket adnak vissza. A küszöbértékre azért van szükség, hogy amennyiben az adott érték nagyobb a küszöbnél akkor az 1. ellenkező esetben (pl. <=) pedig a 2. súlyt használjuk az adott érték súlyozására. 

Azaz: y+3 = (y-4 * s1(1/2) +y-3 * s2(1/2)….y0 * s5(1/2)) / 3 (tapasztalati konstans), 

vagy: y+5 = (y-4 * s1(1/2) +y-3 * s2(1/2)….y0 * s5(1/2)) / 3 (tapasztalati konstans)

Ahol: y: az adott év értéke,

s: a felhasznált súly

Mindkét év esetén azonos képlettel kaptuk az eredményeket, tehát y+3 és y+5 esetén is az előzőnek megfelelő képlettel dolgoztunk.

Amennyiben a kapott értékből következő változási irány megegyezik a valós változási iránnyal (utolsó ismerthez képesti változási irány) akkor találatot kapunk, egyébként meg nem.

Értékelés:

A WAM és általában más MI-alapú prognosztikai eljárások esetében is elkülönítünk tanulási és teszt-fázist is. A kapott eredmények is ebben a struktúrában láthatók a csatolt táblázatban (2. táblázat, )ahol a teszt a mindenkori utolsó 7 évre vonatkozó becsléseket jelenti). A közölt összesített eredményadatok súlyozott átlagszámítás eredményei. 

 A WAM előrejelzés eredmények értelmezése

1. Hipotézis: Az előrejelezhetőség mértéke meghaladja a véletlenszerű találgatás szintjét 

Következtetés: A WAM alkalmazásával a találati arányok a véletlen találgatás szintjénél várható találati arányt meghaladták.

2. hipotézis: Az előrejelezhetőség a feldolgozott esetek számával fordított arányban áll? 

Következtetés: Az elvárt csökkenő trend nem igazolható vissza. (lásd 2. táblázat) Nem karakterisztikus az elemszám és kapott eredmény közötti kapcsolat.

3. Hipotézis: Az előrejelzési távolsággal csökken az előrejelzés pontossága

	%
	összes
	tanulás
	Teszt

	+ 3 év legjobb tanulás
	0,58
	0,65
	0,46

	+ 5 év legjobb tanulás
	0,75
	0,83
	0,64

	+ 3 év legjobb teszt
	0,53
	0,39
	0,75

	+ 5 év legjobb teszt
	0,68
	0,58
	0,82


1.táblázat: összesített WAM előrejelzés eredmények (+3 +5 évre)
Az összesített eredményeket áttanulmányozva világosan látszik, hogy a vizsgált adatbázis esetén, az előrejelzés távolságának növekedésével (függetlenül a tanulás és teszt fázistól) az előrejelzés eredményessége minden esetben jobb.

Következtetés: Az egyes előrejelzési távolságok (3, 5 év) átlagos találati arányai alapján az elvárás nem visszaigazolható.

Az előző jelentés eredménye lényegében nem várt módon megerősítette a hipotézist, míg az idei futtatás eredménye az entrópia időtől való függetlenségét megerősítve, cáfolja azt.

4. Hipotézis: A tanulás és a teszt egymáshoz való viszonya tetszőleges.

Következtetés: A tanulás találati aránya véletlenszerűen nagyobb, vagy kisebb, mint a teszt találati aránya a céltalanság tétele értelmében. A teszt alacsonyabb értéke mellett szólna, hogy a tanulás (túltanulás) saját magára figyel. Míg a teszt magasabb értékei mellett szólhat a kisebb esetszám.(2. táblázat)

	
	
	
	összesen
	tanulás
	teszt

	BÚZA
	+ 3 év legjobb tanulás
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,48
	0,58
	0,31

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,72
	0,80
	0,60

	
	+ 3 év legjobb teszt
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,53
	0,38
	0,79

	
	+ 5 év legjobb teszt
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,62
	0,46
	0,85

	KUKORICA
	+ 3 év legjobb tanulás
	adatok darabszáma
	190,00
	120,00
	70,00

	
	
	becslés %
	0,55
	0,68
	0,33

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	170,00
	100,00
	70,00

	
	
	becslés %
	0,74
	0,86
	0,57

	
	+ 3 év legjobb teszt
	adatok darabszáma
	190,00
	120,00
	70,00

	
	
	becslés %
	0,46
	0,31
	0,71

	
	+ 5 év legjobb teszt
	adatok darabszáma
	170,00
	100,00
	70,00

	
	
	becslés %
	0,67
	0,57
	0,81

	ÁRPA
	+ 3 év legjobb tanulás
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,56
	0,59
	0,50

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,77
	0,83
	0,70

	
	+ 3 év legjobb teszt
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,53
	0,36
	0,80

	
	+ 5 év legjobb teszt
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,54
	0,36
	0,81

	ROZS
	+ 3 év legjobb tanulás
	adatok darabszáma
	266,00
	168,00
	98,00

	
	
	becslés %
	0,42
	0,49
	0,31

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	238,00
	140,00
	98,00

	
	
	becslés %
	0,66
	0,74
	0,54

	
	+ 3 év legjobb teszt
	adatok darabszáma
	266,00
	168,00
	98,00

	
	
	becslés %
	0,53
	0,38
	0,80

	
	+ 5 év legjobb teszt
	adatok darabszáma
	238,00
	140,00
	98,00

	
	
	becslés %
	0,65
	0,53
	0,83

	ZAB
	+ 3 év legjobb tanulás
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,56
	0,66
	0,40

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,68
	0,82
	0,47

	
	+ 3 év legjobb teszt
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,47
	0,38
	0,63

	
	+ 5 év legjobb teszt
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,78
	0,79
	0,77

	CUKORRÉPA
	+ 3 év legjobb tanulás
	adatok darabszáma
	285,00
	180,00
	105,00

	
	
	becslés %
	0,65
	0,73
	0,50

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	255,00
	150,00
	105,00

	
	
	becslés %
	0,80
	0,89
	0,67

	
	+ 3 év legjobb teszt
	adatok darabszáma
	285,00
	180,00
	105,00

	
	
	becslés %
	0,41
	0,29
	0,62

	
	+ 5 év legjobb teszt
	adatok darabszáma
	255,00
	150,00
	105,00

	
	
	becslés %
	0,55
	0,43
	0,72

	BURGONYA
	+ 3 év legjobb tanulás
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,71
	0,76
	0,63

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,78
	0,83
	0,71

	
	+ 3 év legjobb teszt
	adatok darabszáma
	304,00
	192,00
	112,00

	
	
	becslés %
	0,61
	0,56
	0,71

	
	+ 5 év legjobb teszt
	adatok darabszáma
	272,00
	160,00
	112,00

	
	
	becslés %
	0,76
	0,76
	0,77

	NAPRAFORGÓ
	+ 3 év legjobb tanulás
	adatok darabszáma
	195,00
	120,00
	75,00

	
	
	becslés %
	0,61
	0,68
	0,51

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	175,00
	100,00
	75,00

	
	
	becslés %
	0,86
	0,92
	0,79

	
	+ 3 év legjobb teszt
	adatok darabszáma
	195,00
	120,00
	75,00

	
	
	becslés %
	0,59
	0,43
	0,85

	
	+ 5 év legjobb teszt
	adatok darabszáma
	175,00
	100,00
	75,00

	
	
	becslés %
	0,81
	0,75
	0,88

	REPCE
	+ 3 év legjobb tanulás
	adatok darabszáma
	223,00
	132,00
	91,00

	
	
	becslés %
	0,64
	0,64
	0,64

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	203,00
	112,00
	91,00

	
	
	becslés %
	0,73
	0,84
	0,59

	
	+ 3 év legjobb teszt
	adatok darabszáma
	223,00
	132,00
	91,00

	
	
	becslés %
	0,61
	0,46
	0,84

	
	+ 5 év legjobb teszt
	adatok darabszáma
	203,00
	112,00
	91,00

	
	
	becslés %
	0,70
	0,54
	0,89

	SZÓJA
	+ 3 év legjobb tanulás
	adatok darabszáma
	92,00
	52,00
	40,00

	
	
	becslés %
	0,68
	0,85
	0,48

	
	+ 5 év legjobb tanulás
	adatok darabszáma
	88,00
	44,00
	44,00

	
	
	becslés %
	0,90
	0,93
	0,88

	
	+ 3 év legjobb teszt
	adatok darabszáma
	92,00
	52,00
	40,00

	
	
	becslés %
	0,61
	0,37
	0,93

	
	+ 5 év legjobb teszt
	adatok darabszáma
	84,00
	44,00
	40,00

	
	
	becslés %
	0,89
	0,82
	0,98


2. táblázat: WAM előrejelzés eredmények (+3, +5 év előre)

5. Hipotézis: - 4.hipotézis folyománya: A tanulás és a teszt egymáshoz való viszonya tetszőleges vagyis nem adható meg egyértelmű kilépési kritérium a keresett súly és küszöbkombinációk esetén. -> Céltalanság tétele

Következtetés: Csak elegendő (500<) véletlenkombináció esetén van értelme a legjobb jelen (tanulás) és jövő (teszt) megoldások kereséséről beszélni. Elfogadható kompromisszumos megoldás feltételei:

· közeli tanulás és teszt értékek (alacsony differencia), és

· relatív magas találati arány mindkettő esetében
Előrejelzés Solver-es megoldással

Az Excel solver rövid jellemzése
Az excel táblázatkezelőbe beépülő makróként betölthető lineáris és nem lineáris egyenlet és egyenlőtlenségek rendszerek megoldására létrehozott program.

A választás indoklás:

Nagyon hatékony és gyors megoldás szállító eszköz. A megoldásokat iterációval állítja, de a megoldások pontosságát nem gátolja a nem analitikus megoldás. 

A problémafelvetés (azonos adatbázis és kérdések) azonos a WAM-os megoldáséval csak a megoldás tér el.

Tehát:

A kiindulási adatokat (mivel öt év alapján dolgozunk) oszlopokba rendezzük, és mindegyik oszlophoz hozzárendelünk egy súlyt.

Azaz:  
y+3 = (y-4 * s1 +y-3 * s2….y0 * s5) / 5 (tapasztalati konstans),

és: 
y+5 = (y-4 * s1 +y-3 * s2….y0 * s5) / 5 (tapasztalati konstans),

Ahol: y: az adott év értéke,

s: a felhasznált súly

Mindkét év (3 és 5) esetén azonos képlettel kaptuk az eredményeket, tehát y+3 és y+5 esetén is az előzőnek megfelelő képlettel dolgoztunk.

Megoldás:

A solver-es megoldás esetén az elkülönített tanulási fázis számolt és valós értékeinek a differencia összegét (célérték) minimalizáljuk, ahol a változók a súlyok. A megoldás esetén a súlyok negatív értéket is felvehetnek (fel is vesznek), ami azt mutatja, hogy bizonyos előző évek értékét ellenkező előjellel érdemes figyelembe venni.

Értékelés:
Amennyiben a kapott értékekből következő változási irány megegyezik a valós változási iránnyal (utolsó ismerthez képesti változási irány) akkor találatot kapunk, egyébként meg nem.

Külön számítódik a tanulás és teszt fázisra. Kiemelendő, hogy tetszőleges célfüggvény felállí-tással történik a megoldás. 

A közölt összesített eredményadatok (3.táblázat) súlyozott átlagszámítás eredményei, ami a találati % és a mintanagyság súlyozott átlagából áll elő.

A Solver-es előrejelzés eredmények értelmezése

1. Hipotézis: Az előrejelezhetőség mértéke lényegesen meghaladja a véletlenszerű találgatás szintjét 

Következtetés: A Solver-es megoldás alkalmazásával a találati arányok a véletlen találgatás szintjénél várható arányt átlagosan meghaladták (lásd: 4.táblázat).

2. hipotézis: Az előrejelezhetőség a feldolgozott esetek számával fordított arányban áll?

Következtetés: Az elvárt csökkenő trend nem igazolható vissza. (lásd 4.táblázat) Nem szignifikáns az elemszám hatása az eredményre

3. Hipotézis: Az előrejelzési távolsággal csökken az előrejelzés pontossága

	%
	3 évre előre
	5 évre előre

	tanulás
	0,69
	0,70

	teszt
	0,56
	0,59

	összes
	0,64
	0,65


3.táblázat, összesített Solver-es előrejelzés eredmények (+3 +5 évre)
A Solver-es eredményeket megvizsgálva azt találjuk, hogy a vizsgált adatbázis esetén, az előrejelzés távolságának növekedésével az előrejelzés eredményessége átlagosan  jobb.

Következtetés: Az egyes előrejelzési távolságok (3, 5 év) átlagos találati arányai alapján az elvárás nem visszaigazolható.

Az előző jelentés eredménye lényegében nem várt módon megerősítette a hipotézist, míg az idei futtatás eredménye az entrópia időtől való függetlenségét megerősítve, cáfolja azt.

4. Hipotézis: A Tanulás és a teszt egymáshoz való viszonya tetszőleges

Következtetés: A tanulás találati aránya véletlenszerűen nagyobb, vagy kisebb, mint a teszt találati aránya a céltalanság tétele értelmében. A teszt alacsonyabb értéke mellett szólna, hogy a tanulás (túltanulás) saját magára figyel. Míg a teszt magasabb értékei mellett szólhat a kisebb esetszám. (4.táblázat)

	
	előrejelzés 3 évre
	korreláció
	előrejelzés 5 évre
	korreláció

	SWHE
	tanulás
	192
	0,77
	
	160
	0,76
	

	
	teszt
	112
	0,76
	
	112
	0,79
	

	
	összes
	304
	0,76
	0,875735
	272
	0,77
	0,781527

	MAIZ
	tanulás
	120
	0,68
	
	100
	0,73
	

	
	teszt
	70
	0,29
	
	70
	0,31
	

	
	összes
	190
	0,53
	0,767842
	170
	0,56
	0,566116

	BARL
	tanulás
	192
	0,63
	
	160
	0,69
	

	
	teszt
	112
	0,72
	
	112
	0,74
	

	
	összes
	304
	0,66
	0,79763
	272
	0,71
	0,639481

	RYE
	tanulás
	168
	0,64
	
	140
	0,66
	

	
	teszt
	98
	0,47
	
	98
	0,52
	

	
	összes
	266
	0,58
	0,594942
	238
	0,61
	0,37639

	OATS
	tanulás
	192
	0,60
	
	160
	0,69
	

	
	teszt
	112
	0,47
	
	112
	0,32
	

	
	összes
	304
	0,56
	0,694352
	272
	0,54
	0,463031

	POTA
	tanulás
	192
	0,74
	
	160
	0,77
	

	
	teszt
	112
	0,64
	
	112
	0,68
	

	
	összes
	304
	0,70
	0,75805
	272
	0,73
	0,708601

	SUGB
	tanulás
	180
	0,74
	
	150
	0,81
	

	
	teszt
	105
	0,62
	
	105
	0,50
	

	
	összes
	285
	0,69
	0,863593
	255
	0,68
	0,743598

	SUNF
	tanulás
	96
	0,72
	
	80
	0,56
	

	
	teszt
	56
	0,46
	
	56
	0,54
	

	
	összes
	152
	0,63
	-0,012829
	136
	0,55
	-0,08409

	RAPE
	tanulás
	124
	0,66
	
	102
	0,54
	

	
	teszt
	77
	0,45
	
	77
	0,75
	

	
	összes
	201
	0,58
	0,675595
	179
	0,63
	0,561364

	SOYA
	tanulás
	52
	0,75
	
	44
	0,55
	

	
	teszt
	35
	0,37
	
	35
	0,71
	

	
	összes
	87
	0,60
	0,409537
	79
	0,62
	-0,0323


4. táblázat Solveres előrejelzés tételes eredményessége (+3 +5 évre előre)

5. Hipotézis - 4.hipotézis folyománya: A Tanulás és a teszt egymáshoz való viszonya tetsző-leges vagyis a megadott maximalizált tanulási ráta nem záloga a jó teszt értékeknek. -> Céltalanság tétele

Következtetés: Nem adható meg kritérium kilépési feltételnek a probléma megoldása során az eredményesség (sem tanulás, sem teszt, sem átlag esetén) maximalizálás. Elfogadható kompromisszumos megoldás feltételei:

· közeli tanulás és teszt értékek (alacsony differencia), és

· relatív magas találati arány mindkettő esetében
Vagyis nem tudhatjuk, hogy mit keresünk!

6. Hipotézis: - A korreláció és a kontingencia koefficiens egymástól független változó

Következtetés: (A WAM-nél nem került a korreláció számításra, hiszen a vizsgálat elvei ezt nem támogatják, bár technikailag lehetséges.) A matematikai korreláció nem lehet mérőszáma egy előrejelzési illetve mintaazonosítási problémának (vagy csak szűk feltételekkel) ugyanis, a 4. táblázat alapján kijelenthető, hogy viszonylag elfogadható (javuló) kontingencia koefficiensek esetén is előfordulhat negatív korreláció az előrejelzett és a valós adatok alapján. 

Összehasonlító eredmények

A WAM és a Solver-es megoldás a data mining (DataScope) szoftver esetében használt adatbázisok tökéletes másolatát használta fel a modellépítéshez a SPEL elszámoló-árak előrejelzése esetén.

1. hipotézis: A white box megoldások (WAM) találati arányai meg kell, hogy haladják a black box megoldások (data mining) hasonló értékeit.

Következtetések: A WAM és a Solver-es megoldás átlagosan elérte ill. meghaladta a piaci megoldás találati arányait. Elmondható, hogy a WAM és a Solver-es megoldás nyitott rendszereiben tett tetszőleges beavatkozások, s a data mining szoftverek finom hangolása lényegében azonos tevékenységnek tekinthető, vagyis a HOM-E/O-MINING tipikus szakértői munkájának. Így a modellek fejlesztésére fordított idő lényegében azonos. A modellépítés az ismeretlen szerkezetű modell esetében egy fajta “vakrepülés”, míg a nyitott szerkezetű WAM esetében részben tudatos hibajavítás.

A piaci (black-box) data-mining szoftverek további közös tapasztalata, hogy paraméterezhetőségük függvénye a kapott eredmény. Ennek következtében egyáltalán nem biztos, hogy egy „piaci univerzális”-nak mondott termék képes felvenni a versenyt, egy „nem univerzális” viszont annál inkább cél és eredményorientált nem piaci megoldással szemben. Ez költség-hatékony szemléletben mindenképp a saját megoldások felé billenti a mérleg nyelvét, de sajnos a piaci szoftverek sem tudtak igazán elterjedni - nemhogy a saját-megoldások (vö. pl. MSP-k, MCP-k.)- ami egyértelműen paradigmaváltást sürget mind a piaci mind az intézményi és a lakossági szereplők körében. Enélkül nem várható a már az 50-es évek óta kutatott és várt MI technológiák elterjedése, térnyerése és a technológiák további valódi fejlődése.

2. hipotézis: A modellek részeredményei (tanulás, teszt, alkalmazás) függetlenek egymástól

Következtetés: A WAM, a Solver-es megoldás és a DataScope háttér eredményei alapján világosan látható volt, hogy a tanulás, teszt, alkalmazás találati arányai tetszőlegesen eltérhetnek egymástól. A részeredmények függetlensége a céltalanság tételének visszatükrözése, mely ismét csak (vö. 2. részjelentés) egyszerre jelenti a tudományosság határát (nincs olyan elmélet, mely hatékonyan támogatná a legjobb modell kiválasztását az alternatívák közül), ill. az emberi és gépi képességek integrálásának kényszerét (intuíció + sebesség, azaz HOM-E/O-MINING).

3. hipotézis: Az esetek darabszáma és az elérhető találati arányok fordított arányban állnak egymással - Nem igaz.

Következtetés: A WAM-os, DataScope-os és Solver-es megoldásban egyáltalán nem igazolhatóa feltételezés. A súlyozott átlag (ahol a súly az előrejelzések száma) és az alap számtani átlag közötti differencia nem szignifikáns (max 1-2% eltérés).

· Az azonos kérdésre realizált esetenkénti jelentős találati arány különbségek megerősítik azt a tényt, miszerint tetszőlegesen magas találati arányok érhetők el a tanulásban és a tesztben adekvát modellekkel. Rendkívül alacsony valószínűséggel, de mindenkor léteznek olyan modellek, melyek tetszőleges darabszámú egyértelmű kiindulás+következmény képet mutató adatot képesek helyesen klasszifikálni. Jelen vizsgálatokhoz felhasználható adatmennyiség esetében a darabszám elméleti hatása nem volt visszatükrözhető. 
4. hipotézis: A túltanulás jelensége az alkalmazási eredmények alapján kimutatható.
Következtetés: A WAM-os megoldások esetében volt mód magától értetődően arra, hogy a több ezer megoldást rangsoroljuk a tanulás, teszt és alkalmazás eredményei alapján. Így derült fény arra, hogy – ritkán, megfelelve ezzel a 2. hipotézisnek – a viszonylag magas alkalmazási eredmények magas tanulási és teszteredmények mellett is elérhetők. (A WAM a küszöbértékek max-min intervallumon kívül helyezésével gyakorlatilag minőségileg is új modelleket alkothat egyes változók bevonásával, ill. elhagyásával.) A túltanulás alatt tehát azt kell érteni, hogy a legmagasabb összesített tanulási arányok relatíve gyenge alkalmazási eredményeket vonnak maguk után.

A Solver-es megoldás esetén tetszőleges tanulás-teszt értékek produkálhatók a célfüggvény és célérték kiválasztásával, viszont egyértelműen visszatükröződik az eredményekben a maximált tanulás esetén a csökkenő teszt-eredmény. Viszont az ellenkezőjére is van példa 40% gyakorisággal az 5-éves előrejelzések esetén, míg a 3-éves esetén csak 1-szer.

5. hipotézis: Az optimális WAM alapján kapott előrejelzések felelnek meg leginkább a szakmai elvárásoknak, de más hasonló megoldás (pl. Solver-es) is jelentős szerepet kaphat adekvát problémák és célzott megoldások készítése esetén.

Következtetés: Fontos kiemelni, hogy a jelentős referencia-javulás mellett az összes találati arány is többször pozitívan változott meg a data mining megoldásokkal szemben.
6. Hipotézis: - A korreláció és a kontingencia koefficiens egymástól független változó

Következtetés: A matematikai korreláció nem lehet mérőszáma egy előrejelzési illetve mintaazonosítási problémának (vagy csak szűk feltételekkel) ugyanis, a 4. táblázat alapján kijelenthető, hogy viszonylag elfogadható (és javuló) kontingencia koefficiensek esetén is előfordulhat negatív korreláció az előrejelzett és a valós adatok alapján.

� EMBED Word.Picture.8  ���





FS 	: Hibák összege





MAD	: Átlagos abszolút eltérés





TS	: Tracking-jel





U	: Korelációs együttható 





� EMBED Equation.3  ���	: Előjelzett mennyiség





� EMBED Equation.3  ���	: Felhasznált mennyiség








1
20

[image: image7.wmf](t)

V

_1047715325.unknown

_1047725990.unknown

_1077961076.doc


A hőigény alakulása a teszt időszakban
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