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Az utóbbi években, évtizedekben egyre gyorsabb ütemben fejlődnek az üzleti döntéseket támogató informatikai rendszerek. A gazdasági élet szereplői között a pénzügyi szektor élen jár ezen technológiák alkalmazásában.

Az igen összetett pénzügyi termékek informatikai kezelése óriási mennyiségű adathalmaz előállítását és tárolását jelenti. Az ilyen nagy menniységű adatok kezelésére születtek az adattárház-technológia megoldásai. A rengeteg adat, rengeteg információt is rejt magában. Ezen tudás kinyerésére szolgálnak a különböző adattárház alkalmazások, és az adatbányászat, mely több terület eredményeit felhasználó, viszonylag új tudományterület.

Az egyre élesedő verseny hatására szükségessé vált az adatbányászati technikákon alapuló modellezési eljárások alkalmazása, az ügyfelek viselkedésének minél mélyebb megismerésére. Ezen modellek alkalmazása sok esetben nem a versenyelőny megszerzésében, hanem a versenyben maradásban segíti a piaci résztvevőket az alacsonyabb tőkekövetelményen (Basel II - IRB), hatékonyabb kommunikáción és kampánytevékenységen (CRM) keresztül. 

Mindezen tényezők, és a modellezési technikák egyszerű adaptálhatósága következtében az adatbányászati módszerek alkalmazása széles körben elterjedtté vált. Az adatbányászati módszerekkel feltárt tudás azonban számos üzleti kérdést vet fel, melyek megválaszolatlanul hagyása inkonzisztens becslésekhez vezethet. Dolgozatomban az adatbányászat alkalmazásának lehetőségeit vizsgálom banki környezetben, különös tekintettel a modellek aggregálásának kérdéskörére, mellyel egy, a gyakorlati életben gyakran előforduló ellentmondás feloldására teszek kísérletet. 
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Bevezetés

A pénzügyi szektor szereplőinek életében mindig is nagy szerep jutott az elemzési módszerek, eszközök használatának. Az utóbbi évtizedekben az informatika igen gyors ütemben  való fejlődésének köszönhetően az óriási mennyiségben felhalmozódó adat elemzési lehetőségeinek kínálata jelentősen kibővült. 

Az adattárház bevezetéseknek köszönhetően az ügyfelek szinte minden „mozdulata” eltárolásra kerül és ügyfélszinten is vizsgálhatóvá válik. Ezen hatalmas adattömegre támaszkodva, a számítógépek kapacitásának és az elemzésre használatos algoritmusok hatékonyságának növekedése révén lehetőség nyílt a matematikai statisztika, mesterséges intelligencia, statisztikus fizika, ökonometria és az adatbázis elméletek eredményeinek mindennapi munkába való átültetésére. Főként a felsorolt tudományágak ötvözeteként alakult ki az adatbányászat (data mining), mely napjaink legkorszerűbb adatelemzési módszerévé vált. Használatával olyan információkat, tudást nyerhetünk ki adatbázisainkból, melyek visszamérhető módon alapozhatják meg üzleti döntéseinket. 

Ezen technikák alkalmazása ma már nem csupán lehetőség a versenyelőny megszerzésére, de követelményként is megfogalmazódik a pénzintézetekkel szemben az új bázeli tőkeegyezmény bevezetésének következtében. A Basel 2-ként is említett szabályozás a kockázatelemzési technikák szofisztikáltabbá tételére ösztönzi a bankokat, a tőkekövetelmény számításán keresztül. És bár megmaradt a lehetőség az alapértékek használatára, de azok használata egyes elemzők szerint olyan jelentős hátrányt jelenthet, hogy bankok eltűnését is okozhatják. [PWC]. Az egyre pontosabb becslések pedig egyre alacsonyabb képzendő tőkekövetelményt jelentenek, melynek egyenes következményeként sorra jelennek meg az adatbányászati technikák a bázeli paraméterek becsléseiben.

Az adatbányászati technikák banki környezetben való elterjedésének másik fő területe a CRM (Customer Relationship Management – Ügyfélkapcsolat Menedzsment). Az ügyféligények minél gyorsabb felismerése megteremti a lehetőséget azok kielégítésére, mely következtében növelhető az ügyfél banknál eltöltött ideje, és végső soron az ügyfélen realizálható profit mértéke. Ezen szempontok a manapság tapasztalható éles verseny következtében előtérbe kerültek, s igen gyorsan terjednek el a CRM különböző részterületein alkalmazható adatbányászati technikák.

1.1 A dolgozat célja

Dolgozatomban a banki környezetben felmerülő adatelemzési feladatok adatbányászati eszközökkel történő támogatásának lehetőségeit vizsgálom, különös tekintettel a CRM és a kockázatelemzés területére.

A dolgozat első felében röviden bemutatom az adatbányászat kialakulását. Kezdve az adatbányászati projektekhez alapadatokat biztosító rendszerek kialakulásával:  tranzakciós rendszerek (második fejelezet), adattárházak és adatpiacok (harmadik fejezet). Majd a negyedik fejezetben az adatbányászati technikákat és módszereket mutatom be. Az ötödik fejezetben a modellek validálására használatos mutatószámok, eljárások kerülnek feldolgozásra.

A hatodik fejezetben részletesen tárgyalom, hogy az adatbányászati technikák a bankok  mely területein és milyen formában nyújthatnak értékes támogatást.

A hetedik fejezetben az ügyletszintű modellek használatán keresztül mutatom be, a dolgozat által vizsgált alapproblémát, az inkonzisztens előrejelzéseket. Dolgozatom célja ezen inkonzisztenciák feloldása, melyre több modell-aggregálási módszert is használok. 

Az nyolcadik fejezetben röviden összefoglalom tapasztalataimat és az elért eredményeket.

Tranzakciós adatbázis-rendszerek

Az informatika fejlődésének köszönhetően az élet minden területén elterjedtek a számítástechnikai eszközök. A bevezetett vállalatirányítási rendszerek különféle adatbázisokban tárolják a működésükhöz szükséges adatokat. Az adatok tárolása sokféle módon valósítható meg, attól függően hogy az adott adatbázist használó alkalmazás milyen célra használja az adatokat. Ez vonatkozik az elérhető adatok körére és a adattárolás módjára egyaránt. Ennek következtében egy informatikai rendszerből kinyerhető információ nem mutat szükségszerűen teljes képet a szervezetről, annak ügyfeleiről, mitöbb az adatok hozzáférési módját is jelentős eltérésekkel támogatja.

A adatbázisok legfontosabb tulajdonságai közt a következőket említhetjük meg:

· Támogatott adatmodellek

· Adatdefiniáló, adatmanipuláló, lekérdező nyelv

· Felhasználók egyidejű, konfliktusmentes hozzáférési lehetősége

· Adatbiztonság

1.2 A relációs adatmodell

A napjainkban elterjedt adatbázis implementációk szinte mindegyike az úgynevezett relációs adatmodellen alapul. Népszerűségének oka, hogy az adatok igen egyszerű módon reprezentálhatók: kétdimenziós táblákban (ezeket hívjuk relációknak).  A relációk sorokból és oszlopokból állnak, ahol az oszlopokat attribútumoknak nevezzük. A relációk közös attribútumok segítségével összekapcsolhatók.  A reláció nevét és a reláció-attribútumok halmazát együtt relációsémának nevezzük. A relációs modellben a terv egy vagy több relációsémát tartalmaz. Ezen relációsémák halmazát nevezzük relációs adatbázis-sémának. 

A relációs adatszerkezetben tárolt adatok lekérdezésére, manipulálására és az adatok definiálására szolgál az SQL (Structured Query Language – Strukturált LekérdezőNyelv), melynek népszerűségével kevés nyelv vetekedhet.

A relációs adatbázissémák tervezésekor a következő típusú anomáliákkal kell megbirkóznunk:

· Redundancia: az információk fölöslegesen ismétlődnek több soron keresztül

· Módosítási problémák: egy több sorban tárolt információt megváltoztatunk az egyik sorban, miközben a többi sorban változatlan marad

· Törlési problémák: ha az értékek halmaza üres halmazzá válik, akkor ennek mellékhatásaként más információt is elveszíthetünk.

Ahhoz, hogy ezen anomáliákat megszüntessük minden relációnkat több másik relációval kell helyettesítenünk oly módon, hogy a helyettesítő relációk Boyce-Codd normálformában (röviden BCNF-ben) legyenek.

A BCNF leírásához először be kell vezetnünk néhány alapfogalmat.

Funkcionális függőségek:

Ha egy reláció két sora megegyezik egy adott attribútumhalmazon (A1, A2, … An), akkor meg kell egyezniük egy másik attribútumon (B) is: A1 A2 … An ( B.

Relációk kulcsai:

Egy vagy több attribútumból álló halmaz a reláció kulcsa, ha:

· Ezek az attribútumok funkcionálisan meghatározzák a reláció minden más attribútumát.

· Nincs olyan valódi részhalmaza az adott attribútum halmaznak, mely funkcionálisan meghatározná a reláció összes többi attribútumát.

Szuperkulcs:

A reláció azon attribútumhalmazai, melyek tartalmaznak kulcsot.

Triviális függőségek:

Egy adott funkcionális függőség triviális, ha B eleme az {A1, A2, … An}-nek.

Első normálforma (1NF):

Egyszerűen az a feltétel, hogy minden sor minden komponense legyen atomi értékű (egész szám, valós szám, karakter, karakterlánc vagy logikai érték). 

Második normálforma (2NF):

Megengedjük a tranzitív függőségeket egy relációban, de megtiltjuk azokat a nem triviális függőségeket, amelyeknek bal oldala egy kulcs valódi részhalmaza.

Harmadik normálforma (3NF):

Egy reláció akkor és csak akkor van 3NF-be, ha minden a relációban érvényes nem triviális függőség esetén az {A1, A2, … An} a reláció egy szuperkulcsa vagy a B attribútum valamelyik kulcsnak az egyik eleme.

Boyce-Codd normálforma (BCNF): 

Egy reláció akkor és csak akkor van BCNF-ben, ha minden a relációban érvényes nem triviális függőségre igaz, hogy az {A1, A2, … An} a reláció egy szuperkulcsa.

Bebizonyítható, hogy alkalmas felbontások ismétlődő választásával minden reláció felbontható olyan részhalmazokra, melyekre igaz, hogy :

· BCNF-ben lévő relációsémák

· Az eredeti adatokat megfelelően reprezentálják

1.3 Banki tranzakciós adatbázisok

Attól függően, hogy az adatok elérésének mely formáját támogatja leginkább az adott adatbázis implementáció – kezdve az adatok tárolásától, egészen a lekérdezés optimalizálásig – alapvetően kétféle rendszert különböztetünk meg: 

· OLTP (On-Line Transaction Processing – On-Line Tranzakció Feldolgozás)

· OLAP (On-Line Analytical Processing – On-Line Analitikus Feldolgozás)

A hagyományos tranzakciós (OLTP) rendszerek tipikusan gyors adatelérést biztosítanak az egyszerű lekérdezések, módosítások számára. Általában előre beépített riportokat, jól megfogalmazott listákat szolgáltatnak a különböző ellenőrzési, tervezési és döntési feladatokhoz. Ennek megfelelően előre tudjuk, hogy formailag milyen információt szeretnénk kapni a rendszertől, ami alapján a lekérdezések optimalizálására nyílik lehetőség. 

Ezzel szemben az OLAP rendszerek a bonyolultabb, összetettebb lekérdezések megválaszolását, formailag előre nem ismert riportok hatékony előállítását támogatják.

Banki környezetben tipikus példája az OLTP rendszereknek a számlavezetési rendszer. Ezen rendszerek egyszerre igen sok konkurens lekérdezés megválaszolását támogatják, hisz ATM-eken, fiókhálózaton keresztül, Interneten és egyéb mobil eszközökön folyamatosan kapnak az ügyfélszámlákra vonatkozó lekérdezéseket, módosításokat:

· Pénzfelvétel bankfiókból, ATM-en keresztül

· Eseti vagy állandó átvezetés illetve átutalás

· Lekötések

· Valutaváltás

· Készpénzfelvételi limitek állítása

· Egyéb adminisztrációs tevékenységek: PIN kód csere, kártya letiltások, …

Ezen tranzakciók esetében tipikus elvárás a rendszerrel szemben a műveletek gyors és adatbiztos kezelése. Éppen ezért ezeket a rendszereket az előre jól ismerhető lekérdezésekre optimalizálják, melyek rövid, atomi, izolált tranzakciókat tartalmaznak. Ezáltal a konkurens konfliktusok minimalizálására nyílik lehetőség, és az így kialakított rendszerek egy túlterhelt időszakban is a lehető legjobb teljesítményt biztosítják.

Ezek az ismétlődő és strukturált feladatok rövid, atomi, izolált tranzakciókat tartalmaznak. Ehhez az adatbázist és az alkalmazásokat a konkurens konfliktusok minimalizálását szem előtt tartva tervezik.

A számtalan  művelet természetesen rengeteg tárolandó információval is jár. A hatalmas tárkapacitás biztosításán túl, az optimálisan tervezett, normalizált adatmodellel racionalizálható ezen feladat megoldása. 

A tranzakciós rendszerek további tulajdonsága, hogy csak egy-egy részterület adatai tartalmazzák. Ennek oka kettős: 

1. Egyrészt történeti jellegű, hisz az újonnan bevezetett termékekhez kapcsolódó adatkör nem minden esetben egyeztethető össze a már meglévő termékek adatköreivel. Emiatt a már működő rendszerbe kéne újabb adatköröket tervezni, biztosítva az addigi normalizáltság megtartását és az új adatkört érintő tipikus lekérdezések optimalizált kiszolgálását. 

2. Másrészt adatmodellezés szempontjából könnyebb egy adott részterület adatkörének tervezése, lekérdezéseinek optimalizálása.

Új típusú termékek, szolgáltatások bevezetése, illetve a technika fejlődésének következtében időről időre új adatbáziskezelő rendszereket kell bevezetni. Az új rendszereket a kezdeti fázisban a leváltandó rendszer adataival és / vagy archivált adatokkal kell feltölteni. Ezt a feladatot hívjuk, adatmigrációnak. A feladat bonyolultságát jól szemlélteti, ha arra gondolunk, hogy az adatbáziskezelő rendszereknek úgy kell átvenniük a feladatokat a korábbi rendszerektől, hogy közben a felhasználók – akik lehetnek a bank ügyfelei vagy a vezetőség tagjai – zökkenőmentesen végezhessék mindennapi tevékenységüket.  

Vezető információs rendszerek (Management Information System - MIS)

Szinte minden cég életében eljött a pillanat amikor legfontosabb területeik támogatására informatikai rendszert vezettek be. Ezen szigetszerű rendszerek hosszú idő alatt stabil működésre tettek szert és lefedték a cég ügyvitelének támogatási feladatait:

· adatnyilvántartás

· könyvelés

· munkaügy

· készletnyilvántartás

Az ilyen szigetszerű rendszerek talán legnagyobb hátránya az egységes információ hiánya. Sok esetben a rendszerek közötti kommunikáció nem vagy csak igen nagy költségek árán valósítható meg, emiatt az adatátvitelt a manualitás jellemzi. A céget átfogóan jellemző információk előállítása, több adatforrást érintő feladatot jelent, melynek automatizált ellátása a gyakorlatban nem mindig megoldható. Amennyiben a részrendszerek informatikailag összekapcsolhatók, további kritikus feladat a lekérdezések optimalizálása.

A vezetőség számára szükséges adatok, melyek a cég egészét jellemzik, tipikusan több részrendszer adatkörének összekapcsolásával állítható elő. Ehhez a rendszerek közötti kapcsolatok meghatározása szükséges, mely az összekapcsolandó rendszerekhez tartozó területek részletes ismeretére van szükség. A területek ismerete mellett az adott rendszer ismerete is fontos és kritikus probléma, ugyanis a részrendszerek tervezése az adott feladatkör ellátására van optimalizálva. 

A felvetett problémákból is látható, hogy a szigetszerű rendszerekből előállított vezetői riportok információtartalmának helyessége nagyon sok tényezőtől függ. Ezen tényezők kiiktatására nyújt lehetőséget az adatkockák, adattárházak bevezetése.

Adattárházak, adatpiacok

Az üzleti élet azonban hamar túllépett azon igények körén, melyeket az előre megtervezett riportok kielégítenek. Emiatt a lekérdezések megválaszolása már korántsem nevezhető optimalizáltnak. A felmerülő kérdések gyakran több részterület eredményeit és több  millió rekordot érintenek, így akár több rendszer összekapcsolását is igényelheti egy-egy kérdés megválaszolása. Az ilyen lekérdezések optimalizálása igen bonyolult feladat, s az állandóan változó lekérdezések nem is nyújtanak lehetőséget gyors válaszadás elérésére.

Egy másik, szintén nem elhanyagolható probléma, hogy a tranzakciós rendszereknek elsősorban az alapfeladatukat kell ellátniuk. Egy számlavezető rendszernek például a számlák adatbiztos és konfliktusmentes kezelését. Ha egy átutalás során nem érkezik meg az átutalt pénz a célszámlára vagy egy letiltott kártya továbbra is használható, az könnyen belátható, hogy üzletileg kritikus hibának számít. Nem csoda hát, hogy a gyakorlatban nem is engedik a bonyolult lekérdezések futtatását az éles tranzakciós rendszereken, hisz ezáltal irreálisan magas kockázatot vállalnának. 

Többek között a fent említett okok vezettek el oda, hogy létrehozzák az adattárházakat. Ezen rendszerek számos forrásrendszer adatait tartalmazzák oly módon, hogy azok elemzési szempontból optimális szerkezetben legyenek tárolva. A különböző forrásrendszerek különböző formátumokban tárolják az adatokat, melynek következtében komoly adatmanipulációs lépések sorozataként kapcsolhatók össze a tárolt adatok és alakulhat ki adattárház által szolgáltatandó teljes ügyfélnézet.

Az adattárház üzleti definíciója Sean Kelly megfogalmazásában:

„Az adattárház a vállalati és nem vállalati adatok integrált gyűjteménye, ami infrastrukturális alapot biztosít a vállalat döntéstámogató alkalmazásai számára.”

Az adattárház technikai definíciójaként Bill Inmon definícióját szokták emlegetni:

„Az adattárház egy tárgykör orientált, integrált, időfüggő, maradandó gyűjteménye az adatoknak a menedzsment céljaira létrehozva.”

A definíciókból kitűnik, hogy az adattárházak létrehozásának végső célja a döntések meghozatalának adatokkal alátámasztott támogatása. Ennek megfelelően, az adattárház projekteket ideális esetben valamely üzleti terület kezdeményezi és végső elfogadóként is az üzleti terület jelenik meg.

Egy másik, az adattárház marketingben elterjedt szlogen a „Single version of the truth”, mely igen jól kifejezi az adattárház építésének egy további előnyét. Nagy szervezeten belül a külön működő szervezeti egységek általában eltérő definíciókat használnak, azonos megnevezéssel, vagy bár azonos definíciót használnak ugyan, de különböző forrásrendszerekkel dolgoznak. Ennek következtében az különböző területek által szolgáltatott kimutatások egymásnak ellentmondóak lehetnek. Akár a legegyszerűbbnek tűnő kérdésre sem lehet egyértelmű válaszokat adni, mint például: „Hány ügyfele van a vállalatnak?” Az adattárház kialakítása során ezen definícióbeli különbségeket fel lehet térképezni és egységes riportokat lehet kialakítani.

Üzleti szempontból az adattárházak tervezése rendkívül bonyolult feladat, hiszen valamennyi terület által használt információt helyesen kell tárolni és riportálni. Mivel a pénzügyi szektor termékei és szolgáltatásai igen összetettek, általában egy-egy szakember csupán néhány terület adatkörét tudja átlátni megfelelő mélységben. Ahhoz, hogy a riportálási és elemzési feladatokat el lehessen látni, adatpiacokat kell létre hozni. Az adatpiacok általában egyetlen szervezeti egység adatkörét tárolják. A forrásrendszerből való megoldással szembeni előnyei:

· Számos forrásrendszerből származó információ egy helyen való megjelenítése

· Elemzési feladatokat támogató adatszerkezet

Az esetek többségében az adatpiacok az adattárházból táplálkoznak, bizonyos körülmények között azonban kaphatnak információt egyéb, az adattárházba be nem integrált rendszerből is. Néhány adatpiac létrehozása reális lehet adattárház létrehozása nélkül is, de az adatpiacok számának növekedtével ezek karbantarthatósága rohamosan csökken.

Egy tipikus forrásrendszer - adattárház – adatpiac architektúra a következőképp néz ki:
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Ábra 1: Adattárház rendszer architektúrája

A egyes komponensek jellemzőit a következő táblázat foglalja össze:
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	ODS
	Staging area
	Adattárház
	Adatpiac

	Cél
	működés támogatás
	Működés támogatás
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	Felhasználó
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	adatgazda
	elemző
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	Adatfrissítés
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	periodikus frissítés
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	tárgykör
	tárgykör
	tárgykör
	tárgykör
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	magas
	magas
	alacsony
	alacsony
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	gyors
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	-
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	gyors
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	kevés
	kevés
	sok
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	Adatmodell
	normalizált E-R
	E-R
	flat files
	részben denormalizált E-R, csillagséma
	OLAP, aggregált, csillagséma

	Optimalizáció
	gyors tranzakció
	elérhetőség
	karbantarthatóság
	gyors lekérdezés
	teljesítmény


Táblázat 1: Adattárház-rendszer architektúra komponenseinek jellemzői

1.4 Adattárház építés 

Az adattárház tervezése, építése igen komplex feladat, mely sok lépésből tevődik össze. Elsőként a forrásrendszerekből ki kell nyerni a szükséges adatokat, azonos formára kell hozni azokat, majd be kell tölteni azokat az adattárházba. Mindehhez specifikálni kell a töltés sűrűségét, melynek természetesen igazodnia kell a forrásrendszerek által keltett korlátokhoz. Az adattárházra adatpiacok épülhetnek, esetleg OLAP kiaknázó eszközök kerülhetnek rá. Meg kell oldani a metaadatok tárolását és kezelését - mely célt az adatszótár valósít meg – és az adattárház-rendszer adminisztrálását.  

1.4.1 ETL (Extract, Transform, Load)

Az adattárház építés egyik legfontosabb lépése az ETL (Extract, Transform, Load) kialakítása. 

Ezen folyamat során a forrásrendszerekben található információt kinyerik az adott rendszerből, megfelelő formátumra és aggregáltsági szintre alakítják, majd betöltik az adattárházba. A folyamat kialakítása igen bonyolult és munkaigényes. A forrásrendszerek és az adattárház között helyezkedik el az úgynevezett „staging area” és az ODS (Operational Data Store). Funkciójukat tekintve egy köztes szintet jelentenek a forrásrendszerek és az adattárház között, a transzformációs lépések elvégzésének megkönnyítése érdekében. 

Az ETL folyamatnak lehet része az adatokban lévő logikai ellentmondások feloldása (születési dátumok), helyesírás ellenőrzés, külső forrásokkal való egyeztetések (irányítószámok, helységnevek, utónevek,  telefonszám-formátumok, stb…), integritási feltételek (összegzések ellenőrzése). 

A feldolgozandó adathalmaz igen nagy méretének és a rendelkezésre álló idő korlátosságának következtében általában inkrementális feltöltést használnak, tehát csak a módosított rekordokat szúrják be. 

1.4.2 Frissítés

Az adattárház frissítési gyakoriságának meghatározása egy kompromisszumos döntés eredménye. Nyilván a minél gyakoribb frissítésre törekszik mindenki, ám az adatok rendelkezésre állása és a teljes ETL időtartama ezen elvárásnak korlátokat szab. Üzleti szempontból pedig nem is indokolt minden esetben a napi (vagy akár még gyakoribb pl. telekommunikációs szektorban) frissítés. 

1.4.3 Adatmodell

Míg a hagyományos tranzakciós rendszereknél az adatbázis tervezés az egyed-kapcsolat diagramokkal és a normalizációs technikákkal történik, az adattárházak esetén főként csillagsémát vagy hópehely sémát alkalmaznak a többdimenziós adatmodell megjelenítésére.

Csillagséma esetén a csillag középpontjában  a ténytáblázat található, a csúcsokban pedig a dimenziótáblázatok. A ténytáblázat attribútumai lehetnek dimenzió attribútumok illetve függő attribútumok. A dimenzió attribútumokon keresztül kapcsolhatók a ténytáblához a dimenziótáblák, melyek az egyes dimenziók lehetséges értékeit írják le. A függő attribútumok az adat, mint többdimenziós tér egy pontjának, mint egésznek egy érdekes pontját írják le, melyre az adat6bázis OLAP lekérdezéseinek jellemzően valamilyen összesített formában lesz majd szüksége.

A csillag séma finomításaként jelent meg a hópehely séma, mely a dimenziótáblák normalizálásán keresztül  támogatja a jellemzők hierarchiáját is. 

Tény- és dimenziótáblákon kívül az adattárházak rendszerint összefoglaló, összegző táblákat is tárolnak. 

1.5 Az adatpiacok 

Adatpiacok létrehozásának fő oka, hogy az egyes üzleti területek vezetői, elemzői számára gyors elemzési lehetőséget biztosítsanak. Ennek megfelelően az adatpiacok az adott terület számára szükséges adatköröket tartalmazzák idősoros, tárgykörorientált módon. Frissítési gyakoriságuk függ az adattárház frissítési gyakoriságától, általában azzal megegyező mértékű. A vezetői elemzéseket segítendő, igen gyakori, hogy az adatszerkezete, vagy legalábbis néhány táblájának adatszerkezete OLAP lekérdezéseket támogató, míg egyéb táblái „flat” szerkezetűek valamely az adatpiacon működő szoftver (kampány menedzsment, adatbányászat) támogatására. Tranzakció feldolgozások helyett, a komplex lekérdezések gyors megválaszolására optimalizálják.

Az adatpiacok általános jellemzői:

· Egy adott üzleti terület vagy üzleti megoldás adatkörét tartalmazzák

· Egyszerűsítik az adatelérést alkalmazásokon keresztül

· Gyors adatelérést biztosítanak

Bill Inmon 3 kategóriába sorolta az adatpiacok felhasználóit azok technológiai ismeretei, eszközhasználata, lekérdezési gyakorisága, tipikus lekérdezendő mintázata és szervezetben betöltött szerepe alapján:

· Turisták

· Farmerek

· Felfedezők

Az adatpiacok szolgáltatják általában az alapot az adott szervezeti egység munkáját segítő alkalmazások számára. Ilyen lehet például egy CRM adatpiac esetén a kampány menedzsment eszköz, a szegmensek előállítására, adatbányászati modellek építésére használatos valamely adatbányászati eszköz, vagy a kockázatelemzés adatpiaca esetén a hitelpontozó kártya előállítását szolgáló alkalmazás. 

Banki környezetben előforduló legtipikusabb adatpiacok:

· CRM

· Kampány menedzsment

· Adatbányászat

· Ügyfélszegmentáció

· Válaszadási modellek

· Lemorzsolódás vizsgálat

· Ügyféljövedelmezőség számítás

· Ügyfélérték számítás

· Kontrolling

· Üzleti tervezés/Pénzügy

· Kockázatelemzés

· Adatbányászat

· Hitelpontozó kártyák

· Csalásfelderítés

· Behajtás

· Basel II

· Piaci kockázat

· Hitelkockázat

1.6 Adattárház fejlesztési stratégiák

Az adattárházak tervezésének bonyolultságát csökkentendő, különféle adattárház építési módszertanok terjedtek el. Két fő típusuk:

· monolitikus

· evolúciós

Az adattárház projektek egyik legfontosabb tapasztalataként azt szoktál kiemelni, hogy akkor sikeres egy adattárház projekt, ha azt az üzleti oldal kezdeményezi és részt vesz a projekt minden fázisában, különösképp az elfogadásában.

A monolitikus adattárház fejlesztés esetén a projekt kezdeményezője általában az informatikai osztály. Ezt a megközelítést a szakirodalom gyakran „big bang” stílusnak is nevezi. Lényege, hogy egy körben minden rendelkezésre álló adatot az adattárházba töltünk.

Nehézséget jelent:

· Túlzottan széleskörű és részletes ismeretanyagot kell feldolgozni

· Igen széleskörű támogatottságot igényel a szervezet szakterületeitől

· Nehéz kialakítani a gyors lekérdezéseket támogató adatszerkezetet

Az evolúciós megközelítés során először az egyes üzleti területek számára készülnek el a forrásrendszerekből vagy ODS-ekből táplálkozó adatpiacok. Működésük során letisztulnak az üzleti definíciók, a lekérdezések optimalizálása érdekében felmérésre kerülnek az adatok aggregáltsági szintjei. Miután ezen adatpiacok működése üzemszerűvé válik, lehetőség nyílik a számos adatpiac adatkörét kielégítő adattárház létrehozására. Újabb területek igényei esetén természetesen újabb adatköröket kell az adattárházban megjelentetni.

1.7 Az adattárház építésének célja

Az adattárházak építésének végső célja minden esetben az üzleti területek támogatása kell legyen. A támogatás megvalósítása nem csak az adatok előállításán keresztül, de az adattárházon, adatpiacon működő egyéb alkalmazások adatokkal való kiszolgálásán keresztül is megvalósul. Ilyen eszközök lehetnek a:

· Riportoló alkalmazások (OLAP)

· Jelentéskészítő eszközök 

· Tervező- és elemző eszközök.

· Statisztikai szoftverek

· Adatbányászati szoftverek

· Kampány eszközök

· Stb.

Az adattárházak igaz ereje abban valósul meg, „hogy a hagyományos, gyenge hatékonyságú információs folyamatokat átalakítják úgy, hogy a különböző forrásokból egyesített adatok egy helyre kerülnek, egy olyan struktúrába, amely az üzleti gondolkodásnak jobban megfelel, és ezáltal online elérhetővé válnak a vezetők és elemzők számára, úgy, hogy az elemzések a napi folyamatokat kiszolgáló tranzakciós rendszereket nem terhelik.” [Kiss]

1.8 Adatkockák

Döntéstámogató lekérdezések gyors megválaszolására nyújt lehetőséget az adatok adatkockába szervezése. Ennek során az összes lehetséges összesítést módszeresen előre kiszámítjuk. Az ehhez szükséges tártöbblet mennyisége sok esetben még ésszerű határon belül marad, és amíg az adattárházban tárolt adat nem változik, az összetett adat frissítése sem jelent többletköltséget.  

Az adatbányászati eszközök egyik speciális fajtái az OLAP szoftverek, melyek képesek adatkockákból adatokat kivonni és azok jellemzőit (akár vizuálisan) megjeleníteni, hogy bizonyos összefüggéseket és összehasonlításokat egyszerűen el lehessen végezni. Ez a rugalmasság teszi igazán alkalmassá az OLAP eszközöket arra, hogy hathatós segítséget nyújtsanak a döntéshozók számára, a fix szerkezetű riportokkal szemben. 

1.9 Adattárházak és OLAP

Az OLAP alkalmazásokban az adattárházak fontos szerepet játszanak. Ennek egyik oka, hogy az OLAP alkalmazáshoz szükséges adatok köre, amennyiben sok forrásrendszerbe van szétszórva, akkor először adattárházat kell építeni, hogy megfelelően tudjuk szervezni adatainkat az OLAP alkalmazás számára. Másrészt az OLAP-lekérdezések végrehajtása túl sok időt venne igénybe a tranzakciós forrásrendszerektől, ami miatt a szokásos OLTP-műveletek elvégzése válna lehetetlenné. [Garcia-Molina, Ullman, Widom]
Tudásfeltárás, adatbányászat
Az adatbányászat szót eredetileg az adatok nem megfelelő módon való használatából eredő téves következtetések levonására használták a statisztikusok. Mára a szó értelmezése jelentősen megváltozott. Az adatbányászat az adatbázis-alkalmazások egy családjának tekinthető, mellyel az adatokban lévő rejtett összefüggéseket fedezhetjük fel és aknázhatjuk ki. Az adatbányászat multidiszciplínáris terület, egyesíti többek közt az adatbázis-kezelés, a statisztika és a mesterséges intelligencia területeit: 
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Ábra 2: adatbányászat által használt területek

Az adatbányászat fogalmának definíciója:

„Az adatbányászat vagy tudáskinyerés alatt implicit, korábban nem ismert és potenciálisan hasznos új információk adatokból történő kinyerését értjük.[…]” (William J. Frawley, Gregory Piatetsky-Saphiro, Cristopher J. Matheus).

Az adatbányászattal kapcsolatban fontos még megemlíteni, hogy segítségével automatizálhatóvá válnak egyes folyamatok, szakértői tevékenységek. Ennek egyik legszebb üzleti példáját a hitelelbíráló rendszerek elterjedtsége mutatja. 

Egyes szerzők adatbányászat szinonimájaként szokták használni a „tudásfeltárás adatbázisokban” (Knowledge Discovery in Databases - KDD) kifejezést, míg mások a tudásfeltárást egy folyamatnak tekintik, melynek egyik lépése maga az adtabányászat. Ezen megközelítés szerint a tudásfeltárás lépései [Han, Kamber]:

1. Adattisztítás - zajok és inkonzisztens adatok eltávolítása

2. Adatintegráció - különböző forrásrendszerek adatainak egyesítése

3. Adatkiválasztás – mely adatok relevánsak az adott, modellezendő probléma tekintetében

4. Adattranszformáció – modellezéshez szükséges formátumú, aggregáltságú adatkör kialakítása

5. Adatbányászat – adatbányászati technikák alkalmazása a tudás kinyerése érdekében

6. Kiértékelés – a valóban értékes információk kiválasztása, értékelése

7. Tudásmegjelenítés – a kinyert információ ábrázolása a végfelhasználók, döntéshozók számára feldolgozható formában, az eredmények áramoltatása a szervezet folyamataiba.

1.10 Adatbányászat folyamata

Az adatbányászati projektet, vagy másképp fogalmazva a tudásfeltárás folyamatának lépéseit segítendő, számos adatbányászattal foglalkozó cég készített módszertant, melyben lépésről lépésre segítik a felhasználókat a tudásfeltárás elvégzésében.

A két legismertebb a SAS Institute által felállított SEMMA módszertan és az NCR, Daimler Chrysler, SPSS és OHRA által felállított CRISP-DM módszertan.

A SEMMA módszertan lépései:

· Sample: mintavételezés, azaz egy vagy több kisebb tábla létrehozása megfigyelési, tanulási célra.

· Explore: az adatok természetének vizsgálata, a bennük rejlő összefüggések, trendek, ellentmondások, hiányosságok meghatározása.

· Modify: a modellezés számára szükséges változók készítése, kiválasztása, átalakítása.

· Model: olyan modellek készítése, amelyek a mintaadatokban rejlő összefüggések alapján a lehető legjobb előrejelzéseket tudják adni.

· Assess: a különböző modellek kiértékelése, összehasonlítása.

A CRISP-DM (CRoss Industry Standard Process for Data Mining) módszertan lépései:
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Ábra 3: CRISP-DM módszertan lépései

A különböző módszertanokat összehasonlítva könnyen észrevehető, hogy azok lépései általánosíthatók. Így felállítható egy 10 fázisú, az előzőeknél általánosabb módszertan [Bodon]

1. Az alkalmazási terület feltárása és megértése, fontosabb előzetes ismeretek begyűjtése, és a felhasználási célok meghatározása.

2. Céladatbázis létrehozása: kiválasztani a használandó adatbázist vagy annak egy részét, amiből a tudást ki akarjuk nyerni.

3. Adattisztítás és előfeldolgozás: itt olyan alapvető operációkat értünk, mint a téves bejegyzések eltávolítása, hiányos mezők pótlása, zajok szűrése stb.

4. Adatintegráció: a feldolgozás számára fontos, esetleg elosztott adatbázisok egyesítése.

5. Adattér csökkentés: az adatbázisból a cél szempontjából fontos attribútumok kiemelése.

6. Adatbányászati algoritmus típusának kiválasztása: eldönteni, hogy a megoldandó feladat klaszterezés, szabály-, illetve mintakeresés, esetleg osztályozás-e.

7. A megfelelő adatbányászati algoritmus meghatározása: előnyeinek, hátrányainak, paramétereinek vizsgálata, futási idő- és memóriaigény elemzése.

8. Az algoritmus alkalmazása.

9. A kinyert információ értelmezése, esetleg visszatérés az előző lépésekhez a további finomítások céljából.

10. A megszerzett tudás megerősítése: összevetése az elvárásokkal, előzetes ismeretekkel. Eredmények dokumentálása és átadása a felhasználónak.

1.11 Adatbányászati rendszer

Ahhoz, hogy a sok év alatt felhalmozott adatokból értékes információt tudjunk kinyerni, fel kell építeni egy adatbányászati rendszert. Ennek alapját általában a már korábban ismertetett adattárházak adják.

Egy tipikus adatbányászati rendszer architektúrája a következő elemekből épül fel:


[image: image3.wmf] 

Grafikus felhasználói felület

 

Minta kiértékelés

 

Adatbányász motor

 

Adatbázis vagy adattárház 

szerver

 

  Adatbázis

 

Adattárház

 

Szűrés

 

Adattisztítás

 

adatintegráció

 

Tudás 

bázis

 


Ábra 4: Adatbányászati rendszer architektúrája

· Adatbázis, adattárház vagy egyéb információ forrás: az elemzendő problémához szükséges adatok tárolására

· Adatbázis vagy adattárház szerver: az adatbányász kérések kiszolgálása

· Tudás bázis: az adott területet jellemző, valamilyen szinten formalizálható tárolására alkalmas. Fontos szerepe a  keresés vezérlésére, a minta értékességének meghatározására.

· Adatbányász motor: különböző adatbányászati algoritmusok végrehajtásához szükséges modulokat tartalmaz, mint asszociáció elemzés, klaszterezés, klasszifikálás, stb.

· Minta kiértékelő modul: minták értékességének mérését végzi a tudás bázisban tárolt információk alapján. Nem megfelelően értékes minták esetén a keresés tovább folytatódik.

· Grafikus felhasználói felület: a felhasználó és az adatbányászati rendszer közötti kapcsolatot valósítja meg. 

1.12 Az adatbányászat feladatai

Az adatbányászat feladatait alapvetően két csoportba lehet sorolni [Ullman]:

· Leíró adatbányászat: egy adathalmaz tulajdonságainak tömör, összefoglaló jellegű feltárása.
· Prediktív adatbányásza: objektumok bizonyos jellemzőinek jövőbeni változásait leíró modellek készítése.

1.12.1 Leíró adatbányászat

1.12.1.1 Adatok megjelenítése, összesítések

Mint a SEMMA módszertan Explore fázisában vagy a CRISP-DM módszertan „adatok megismerése” fázisában is láthatjuk, a tudásfeltárás folyamatában nagyon fontos szerep jut az adatok megfelelő mélységű ismeretének. Ehhez az adatbányászati projekt első lépései között meg kell vizsgálni a modellezéshez használni kívánt adatokat. 

Az adatbázis attribútumait a következő három fő csoportba tudjuk sorolni:

1. Azonosító: az adatbázisban lévő objektumok beazonosítására szolgál. 

2. Diszkrét változók: általában néhány különböző értéket vesz fel a változó. Amennyiben a változó túl sok különböző értéket vehet fel, melynek értelmezése már problematikus, új változót érdemes bevezetni, mely valamilyen csoportosításban tartalmazza az eredeti változó értékeit. A változó vizualizálására általában oszlop- vagy kördiagramot szoktak használni.

3. Numerikus változók: a változó értéke bármilyen számadat lehet. A változó vizualizálására az adatok eloszlásfüggvényét, dobozdiagramot használhatunk. A változó számszerű jellemzésére pedig a leíró statisztikák használhatóak:

· Minta elemszáma

· Hiányzó értékek száma

· Minimum

· Maximum terjedelem

· Számtani átlag

· Variancia

· Szórás

· Kvantilisek
1.12.1.2 Klaszterezés

Klaszterezés során az adatbázis objektumait csoportokba (klaszterekbe) rendezzük, mely klaszterekre igaz, hogy a bennük lévő objektumok valamilyen szempontból hasonlítanak egymásra, míg az eltérő klaszterekben lévő objektumok különböznek egymástól. Matematikai szempontból tulajdonképpen az n-dimenziós tér pontjait kell csoportokba sorolni. A mértékegységekből adódó torzítások elkerülése végett, az egyes változókat normalizálni kell. Két objektum közti hasonlóság definiálására, a két n-dimenziós térbeli pont közti távolság-metrikát szokták megadni, melyre számos lehetőség kínálkozik. Legelterjedtebbek az euklideszi és a Manhattan távolságok használata. 

A klaszterek kialakításának két alapvető algoritmusa:

1. Hierarchikus klaszterképzés: az adatbázis objektumaiból csoportokat képzünk, majd az így keletkezett csoportok felett végzünk újabb csoportosításokat, vagy épp fordítva az összes objektum alkotta csoportból indulunk ki és bontjuk szét újabb csoportokra. Az így kialakított hierarchia legalsó szintjén vannak az objektumok, míg legfelső szintjén az adatbázis összes objektuma egy csoportban van sorolva. Ennek a technikának az előnye, hogy a szakértő maga döntheti el, a hierarchia mely fokán lévő csoportosítás hordozza a számára legmegfelelőbb formában az információt.

A csoportok összevonására illetve szétbontására leggyakrabban alkalmazott statisztikák:

	 
	Klaszterek közti távolság

	Egyszerű kapcsolás
	A két klaszter legközelebbi elempárjának távolsága.

	Komplett kapcsolás
	Az elempárok közti legnagyobb távolság.

	Súlypont módszer
	Egyes klaszterek objektumainak súlypontjai közti távolság

	Ward módszere
	A csoportok súlypontja és a csoport elemei közti távolságösszeg legyen minimális.


Táblázat 2: Klaszterek összekapcsolása és szétbontása

2. Nem hierarchikus klaszterképzés: esetén előre kell definiálni, hány klaszter kialakítása szükséges, vagy hogy mi a csoportképző távolság küszöb. Ezen módszer hátránya, hogy a szakértőnek kisebb a szabadsága, viszont kevesebb számítást igényel.

A gyakorlati életben elterjedt adatbányászati szoftverekben a klaszterezés során lehetőség van a két klaszterképző algoritmus együttes használatára, lecsökkentve ezáltal a számítási igényt és megadva a szakértőnek a hierarchiában való választás szabadságát. 

1.12.1.3 Osztályjellemzés

Az osztályjellemzés az adatbázis objektumainak egy részéről ad tömör leírást, mely alapján eldönthető, mennyire különböznek az adatbázis többi objektumától. 

A jellemzésre használt mutatók megegyeznek az „adatok megjelenítése, összesítések” részben leírtakkal, viszont a kapott jellemzők felhasználási célja, az összehasonlítás. Így itt már megjelennek további vizsgálatok is, mint pl.:

· Eloszlásvizsgálatok

· Korrelációs együttható

· Rangkorreláció

Alkalmazási területe például a régiók összehasonlítása, vagy akár a klaszterezéssel kialakított csoportok profilozása.

1.12.1.4 Link analízis

Link analízis során az adatbázis objektumai között keresünk kapcsolatokat. 

Két leggyakoribb megközelítési módja:

1. Asszociációk keresése: olyan szabályokat keresünk, melyek megmutatják, hogy bizonyos elemek egy esemény, tranzakció során gyakran szerepelnek együtt. Pl.: vásárlói kosár analízis.
2. Szekvenciális mintakinyerés: tranzakciók között keresünk összefüggéseket.
Asszociációs szabályok általános alakja: X ( Y, ahol X az előzmény és Y a következmény. 

Asszociációs szabályok jellemzői:

· Támogatottság: a szabálynak megfelelő esetek számának aránya az össze esethez viszonyítva. 

· Hasznosság: megmutatja, hogy X előfordulása esetén, milyen gyakran fordul elő Y: 

(X és Y együttes előfordulásainak száma)/(X előfordulásainak száma).

Az asszociációk keresését gyorsítani tudjuk az „előzetes” algoritmus segítségével, melynek alapja, hogy ha csak egy előre megadott támogatottság feletti támogatottságú asszociációs szabályokat keresünk, akkor a szabály előzményének és következményének előfordulási gyakoriságának minimuma megegyezik a szabály támogatottságának mértékével. 

A link analízis előnye, hogy jól leírja az adatbázisban lévő kapcsolatokat, eredménye könnyen vizualizálható és értelmezhető.

Hátránya, hogy folytonos változók esetén nem alkalmazható.

1.12.2 Prediktív adatbányászat

Az adatbányászat egyik legértékesebb kimenete, hogy a feltárt tudás segítségével becsléseket tudunk tenni az események jövőbeni változására. Az ilyen típusú adatbányászati modellek építéséhez olyan adatbázisra van szükség, mely egyaránt tartalmaz független (magyarázó) és függő (magyarázott) változókat. A tanulás azon változatát, ahol a becsült paraméter és a függő változó tényleges értékének eltérése alapján kerülnek meghatározásra a modell paraméterei, felügyelt (ellenőrzött) tanulásnak nevezzük. A modell építése során tanító és teszt adatbázisra szokás osztani a teljes adathalmazt, hogy a tanító adathalmazon érvényesnek bizonyuló szabályokat a teszt adatbázis objektumain validálhassuk, elkerülve ezzel a túltanulást, amikor a modell az adatbázis speciális, nem általános érvényű tulajdonságait is „megtanulja”. 

1.12.2.1 Osztályozás

Osztályozás során olyan szabályokat keresünk, melyekkel az adatbázis objektumait a függő változó által képzett osztályokba tudjuk sorolni. A gyakorlatban leginkább használt módszerek a döntési fák, logisztikus regresszió, mesterséges neurális hálózatok vagy az eset alapú következtetés.

A modell eredménye felhasználható új egyedek csoportokba sorolására. Kiemelkedő példa az osztályozás alkalmazására, a hitel-elbírálási rendszerek esete, ahol az ügyfelek hiteligénylő lapon megadott adatai alapján, az adatbányászattal létrehozott modell dönt a hiteligénylés elfogadásáról, vagy elutasításáról. 

1.12.2.2 Előrejelzés, regresszió

Előrejelzés során egy objektum egy attribútumának értékét vagy egy objektumhalmaz attribútumainak értékeinek eloszlását becsüljük előre. Az előrejelzés folyamatába tartozik az előre jelzendő esemény becslésében fontos szerepet játszó egyéb attribútumok körének beazonosítása is.

Segítségével az adott objektum esetében ismeretlen attribútumok értékére tehetünk becsléseket. Ilyen például a fizetésükről nem nyilatkozó ügyfelek jövedelmének becslése, vagy kampányok esetén a kiajánlandó hitelösszeg ügyfél által kívánatos mértékének becslése. 

Leggyakrabban használt módszerek a regresszió analízis, általánosított lineáris modellek (Generialized Linear Model - GLM), a korrelációanalízis, a döntési fák és a mesterséges neurális hálózatok.

1.12.2.3 Idősorok elemzése

Idősorok elemzése során egy adott változó időbeni változásában keresünk szabályokat. Ilyen szabályok lehetnek a periodicitások, trendeket vagy trendektől való eltéréseket, melyek segítségével az adott változó jövőbeni változására tehetünk becsléseket. 

Gyakorlati megvalósításának legismertebb esete a részvényárfolyamok alakulásának előrejelzése. 

1.13 Adatbányászati technikák

A különböző adatbányászati feladatok megoldására számos adatbányászati technika áll rendelkezésre. Ezek legtöbbje a statisztikában, adatelemzésben már régóta ismert eljárásokból építkezik, az adatbányászat csupán közös keretet biztosít számukra. 

A legfontosabb, gyakorlati életben legelterjedtebb módszereket [Kiss] nyomán foglalom össze.

1.13.1 Döntési fák

A döntési fák egyszerű, könnyen értelmezhető módon ábrázolják azt a szabályrendszert, mellyel az objektumokat osztályokba rendezzük. A fa gyökeréből kiindulva, minden csúcs egy kérdésnek felel meg, a csúcsokból kiinduló élek pedig a lehetséges válaszok. A fa levelei az adott objektum besorolásának felelnek meg. 

Egy ilyen döntési folyamat lehet:

· hitel-elbírálási rendszer: ahol a döntés a hiteligénylés elfogadása vagy elutasítása, az egyes csúcsokban pedig a hiteligénylő lap kérdései szerepelnek, a csúcsokból kiinduló élek pedig a kérdésekre adható válaszok.

· egy marketing akció célcsoportjának meghatározása: ahol a döntés, hogy küldjünk-e ajánlatot az adott ügyfélnek, a csúcsokban az adatbázisban rendelkezésre álló változók, a csúcsokból kivezető éleken pedig a változók által felvehető értékek lehetséges halmazai állnak.

A döntési fa lehet bináris, de lehet több értékű célváltozó is. Implementálhatóság szempontjából külön előnye a döntési fáknak, hogy az aritmetikai összehasonlításokat használva, a kapott összefüggést „Ha …, akkor…” típusú szabályokkal is megfogalmazhatjuk.
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Ábra 5: Döntési fa szerkezete - hitelelbírálás

A fa építése során minden lépésben azt kell tudni megválaszolni, melyik attribútum, és annak mely értékeinél történjen a vágás. Ehhez nyújt segítséget az ID3 (Interactive Dichotomizer) algoritmus használata, mely számos adatbányászati eszközben került implementálásra. A célattribútum–érték páros kiválasztásához az entrópia értékének vizsgálata szükséges. Egy adott célattribútum–érték páros által definiált csoportokhoz tartozó eloszlásokra kiszámítjuk az entrópia értékét:

H(p) = -(pilogpi,
ahol pi annak a relatív gyakorisága, hogy az adott rekord az i-edik csoportba tartozik. 

Mivel az egyenletes eloszlás entrópiája maximális, azt az attribútum-érték párost kell választani, amely alapján csoportosítva az objektumokat legjobban csökken az entrópia. Ez egyenértékű azzal, hogy olyan csoportosítást keresünk, melynél minél kisebb a véletlenszerűség a csoportosításban. 

Az ID3 algoritmus mellet a leggyakrabban alkalmazott eljárások még a CART (Classification and Regression Trees) és a CHAID (Chi-squared Automatic Interaction Detection).

1.13.2 Mesterséges neurális hálózatok

A mesterséges neurális hálózatokat a mesterséges intelligencia kutatásokban vezették be az idegrendszer modellezésének céljára. Az emberi agyban több millió összekapcsolt neuron működik együtt. Ezen neuronok különálló egységeknek tekinthetők, melyek kis mennyiségű információ feldolgozására képesek, majd más neuronok aktiválásával görgetik tovább a folyamatot. A mesterséges neurális hálózatok biológiai megfelelőjét biológiai neurális hálózatoknak nevezik, ám ezen fogalmakat a szakirodalomban gyakran egységesen neurális hálózatoknak nevezik. A valódi, biológiai neurális hálózatok a mesterséges neurális hálózatok matematikai modelljénél jóval bonyolultabbak. 

A továbbiakban a mesterséges neurális hálózatokat röviden neurális hálózatnak hívom.

A neurális hálózatok kategória és folytonos függő változót is képesek kezelni és ezáltal egyaránt alkalmasak osztályozási és regressziós feladatok megoldására. További előnye, hogy akár több száz, egymással is összefüggő magyarázó változót tud hatékonyan használni. 

A neuronhálózatok felépítése három különböző rétegből áll:

1. Bemeneti réteg (input layer): minden neuron egy magyarázó változónak felel meg.

2. Rejtett réteg (hidden layer): lehet több rejtett réteg is.

3. Kimeneti réteg (output layer): neuronja(i) a függő változó(k)nak felel meg.

A leggyakrabban alkalmazott hálózatok a többrétegű, előrecsatolt hálózatok. Ezeknél a bemeneti réteg minden neuronja összeköttetésben áll az első rejtett réteg minden neuronjával. A rejtett rétegek egymáshoz többféle módon kapcsolódhatnak, majd az utolsó rejtett réteg neuronjai kapcsolódnak a kimeneti réteg neuronjaihoz. 
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Ábra 6: Egy rejtett réteget tartalmazó, előrecsatolt mesterséges neurális hálózat felépítése [TwoC]

Egy adott neuron bementi jeleket kap az előtte lévő, élekkel vele összekapcsolt neuronoktól és jelet továbbít az utána lévő, éllel vele összeköttetésben álló neuron felé. A neuronokat összekötő élekhez Wij súlyokat rendelünk, ahol az i-edik neuron által továbbított jelet a j-edik neuron fogadja. A mesterséges neuron a bemenetére érkezett jelek súlyozott összegének egy f függvényét számítja ki, ez az érték lesz az adott neuron kimeneti értéke:

Yj = f ((WijYi,),

ahol f az aktiváló függvény és Wij az i-edik neurontól a j-edik neuron felé irányuló élhez tartozó súly. A leggyakrabban alkalmazott aktiváló függvények a szigmoid és a tangens hiperbolikus függvények. 
A hálózat tanításakor a hálózat kimeneti értékéül kapott vektor és a célvektor (felügyelt tanulás) különbégének minimumát keressük a az élekhez rendet súlytényezők függvényében. Az optimális súlyokat nemlineáris optimalizációs technikával, gradiens módszerrel kereshetjük meg. [Bodon]. 

Megfelelően sok rejtett réteget és neuront alkalmazva tetszőleges pontosság érhető el a hálózat tanításával [TwoC], ami viszont a túltanulás (overfitting) veszélyét rejti magában. Ennek kivédésére szokás tanító és teszt állományokat létrehozni. A tanítás során a súlyokat a tanító halmaz elemein mért hiba alapján változtatjuk, de a teszt állományon is vizsgáljuk a súlyok változásának következményét. Amennyiben a hibafüggvény értéke a tanító halmazon csökken, de a teszt állományon nő, a tanítást be kell fejezni, mert a hálózat már nem a teljes sokaságra vonatkozó általános ismereteket tanulja meg, hanem a tanító halmazra jellemző speciális vonásokat. 
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 Ábra 7: Neurális hálózat hibafüggvényének alakulása a tréning és a teszt állományon

A mesterséges neurális hálózatok hátránya, hogy a súlyok rendszere közvetlenül nem értelmezhető, tulajdonképpen „fekete doboz”-nak tekinthetők. Bizonyos alkalmazási területeken a modell által felállított paraméterek értelmezése elengedhetetlen (pl. kockázatelemzés: hitelpontozó kártyák), így a neuronhálók alkalmazása korlátozott. 

1.13.3 k-szomszédsági eljárások

A k-szomszédsági eljárások a tanulás egyik legegyszerűbb formáját valósítják meg. A tanulás során az egyedeket a független változók terében helyezzük el. Az új egyed függő változójának meghatározásához, az új egyedhez legközelebbi k darab egyed függő változójának értékét használjuk:

· diszkrét függő változó esetén: a leggyakoribb elemet választjuk

· folytonos függő változó esetén: a k darab legközelebbi egyedének függő változójának valamilyen súlyozott átlagát vesszük. Leggyakrabban használt súly az egyedektől mért távolság reciproka.

Amennyiben a független változók nem numerikusak, úgy azokat kódolni kell, hogy a távolságok számítására lehetőség nyíljon.

Az eljárás hátránya, hogy az új egyed besorolásához az összes ismert egyedtől való távolságát ki kell számítani, ami jelentő futásidőt von maga után. 

1.13.4 Regresszió, logisztikus regresszió

A matematikai-statisztika egyik kedvelt eszköze, melynek legegyszerűbb esete a lineáris regresszió. A regresszió által megoldott feladat általában az, hogy egy változó értékeit más változók értékeinek függvényeként (lineáris, exponenciális stb.) akarjuk meghatározni. Ehhez a függvény paramétereit úgy választjuk meg, hogy a lehető legkevesebb legyen a hiba a valódi és a becsült értékek között, amire általában a legkisebb négyzetek módszerét alkalmazzák. [Kiss]

A gyakorlatban a célváltozó igen sokszor bináris (pl. jó vagy rossz ügyfél). Ennek becslésére a lineáris regresszió nem alkalmazható. A logisztikus regresszió a lineáris regresszió általánosításának tekinthető, mely elsősorban kategória változók becslésére szolgál. Ennek során nem az esemény bekövetkeztét, hanem a „siker” és a „kudarc” esélyeinek egymáshoz viszonyított arányának („odds”) logaritmusát vizsgálja, amit logitnak nevezünk. 

A bináris célváltozóra a logisztikus regresszió modellje:

yi = logit(a*xi + b) + (i, 

ahol yi a 0 és 1 értéket veheti fel és xi a magyarázó változók.

Adatbányászati modellek validálása

A becslések pontosságának, pontatlanságának meghatározására számos lehetőség kínálkozik. Egyes lehetőségek egy számmal jellemzik a becsült paraméter és a tényérték közti különbséget. Osztályozási feladatok esetén szokás a modell osztályba-sorolási pontosságát grafikus módon jellemezni, majd ezen grafikon bizonyos tulajdonságai alapján számítani egy értéket, mely a modell szeparálóképességét jellemzi. 

1.14 Leíró statisztikák

A matematikai statisztikából számos  jól ismert hibaszámítási módszer áll rendelkezésünkre a modellek által becsült paraméter és a független változó tényleges értéke közti különbség jellemzésére. A számos lehetőség, számos megközelítést jelent, melyek közül nem lehet egyértelműen kijelenteni, hogy valamelyik módszer a legjobbnak tekinthető.

A módszerek bemutatására jelöljük yi –vel a függő változó tényleges értékét az i-edik objektum esetén, ŷi-vel a függő változó becsült értékét az i-edik objektum esetén.

A következő statisztikákat vezethetjük be a becslés hibájának mérésére:

· Négyzetes hibák összege (Sum of Square Errors): SSE = (i=1(yi  - ŷi)2   

· Mean Squre Error: MSE = (1/n)*SSE

· Root Mean Square Error: RMSE = (MSE) ½
· Mean Absolute Error: MAE = (1/n) * (i=1|yi  - ŷi|   

· Akaike’s Information Criterion: AIC = n*ln(MSE) + 2k

· Schwarz Bayesian Information Criterion: SBC = BIC = n*ln(MSE) + k*ln(n)

· Maximum Error: maxi (yi  - ŷi)

· Minimum Error: mini (yi  - ŷi)

· Maximum Percent Error: 100*max((yi  - ŷi)/ yi), ahol yi nem 0.

· Minimum Percent Error: 100*min((yi  - ŷi)/ yi), ahol yi nem 0.

· Mean Error: (1/n)* (i=1(yi  - ŷi)

· Mean Percent Error: (100/n) * (i=1((yi  - ŷi)/ yi) , ahol yi nem 0.

1.15 Szeparálóképesség

Amennyiben modellünk eredménye egy valószínűségi változó, de a modell felhasználásának célja valamilyen osztályozás (például „jó” és „rossz” ügyfelek), a modell pontosságát azok szeparálóképességével szokás jellemezni. A szeparálás természetesen függ attól is, hogy hol húzzuk meg a határt a valószínűségi változó értékében, ami fölött az egyik és alatt a másik csoportba soroljuk az ügyfelet. Természetesen kell legyen egy pont, ahol a modell a legjobban szeparál, de az is elvárás, hogy ezen ponttól távolodva a szeparálás jósága monoton csökkenjen.

A szeparálóképesség ábrázolására vezették be a CAP (Cumulative Accuracy Profile) és a ROC (Receiver Operating Characteristic) görbéket. A szeparálóképesség számszerű jellemzésére pedig a görbék által valamilyen módon határolt területeket.

A görbék bevezetésénél a szakirodalomban megszokott „jó” és „rossz” ügyfelek elnevezéseket használom, ahol az esemény bekövetkeztét jelző becsült változó magas értéke, a rossz ügyféllé válás alacsony valószínűségét jelzi.

1.15.1 CAP (Cumulative Accuracy Profile) görbe

A CAP görbe ábrázolásához a becsült változó (valószínűség) minden értékéhez hozzá rendeljük az adott vagy alacsonyabb valószínűséggel rendelkező ügyfelekben lévő „rossz” ügyfelek arányát.
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Ábra 8: CAP görbe

Tökéletes modell esetén a „perfect model” görbét kapnánk, míg szeparálóképesség nélküli modell esetén a „random model” görbét. A gyakorlati életben a kettő közti eredményt érhető el.

A modell szeparálóképessége annál jobb, minél közelebb van a „rating model” görbe a tökéletes modellhez. Az [Ábra 8]-on aR-rel és aP-vel jelzett területek hányadosával szokás jellemezni a modell szeparálóképességét, amennyiben a célra egy számot kell megadni:

AR = aR / aP.

1.15.2 ROC (Receiver Operating Characteristic) görbe

A ROC görbe ábrázolása a következőképpen lehetséges[Sobehart & Keenan (2001)]:

· a vízszintes (FAR - False Alarm Rate) tengelye: a tévesen „rossz” ügyfélnek sorolt ügyfelek aránya az összes „rossz” ügyfélhez viszonyítva, adott becsült valószínűség mellett. 

FAR(C) = F(C) / NND ,

ahol F(C) azon „jó” ügyfelek száma, akik tévesen „rossz” ügyfélnek lettek minősítve, NND a mintában lévő összes „jó” ügyfél száma.

· Függőleges (HR - Hit Rate) tengelye: a helyesen „rossz” ügyfélnek sorolt ügyfelek aránya az összes „rossz” ügyfél számához viszonyítva, adott becsült valószínűség mellett.

HR(C) = H(C) / ND ,

ahol H(C) az adott C „cutoff” pontnál helyesen „rossz” ügyfélnek minősített ügyfelek száma, ND a mintában lévő összes „rossz” ügyfél száma. 
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Ábra 9: CAP görbe

Amennyiben egy számmal szeretnénk jellemezni a modell szeparáló képességét, úgy a görbe alatti terület (A) ennek egy lehetséges megközelítése:

A = ∫ HR(FAR) d(FAR)

Szeparálóképességgel nem rendelkező modellek esetén A = 0.5, míg tökéletes modellekre A = 1. A gyakorlatban alkalmazott modellek esetén nyilván 0.5 és 1 közötti értéket vesz, és a vizsgált modell annál jobb, minél közelebb van az A értéke 1-hez.

1.15.3 Kapcsolat a CAP görbe és a ROC görbe között

A CAP görbe szeparálóképességét jellemző AR és a ROC görbe szeparálóképességét jellemző A közötti kapcsolat kimutatására Engelmann, Hayden és Tasche munkájából [Engelmann, Hayden, Tasche] ismeretes levezetést közlöm. A két mutatószám közti kapcsolat létezésének ténye egyben azt is jelenti, hogy mindkét mutatószám, ugyanazt az információtartalmat hordozza.

A tökéletes modell CAP-je és a „rating” modell CAP-je közti területet leíró aP-re felírható a következő egyenlet:

aP = 0.5* NND  / (ND + NND)

Jelöljük ST-vel egy véletlenszerűen kiválasztott ügyfélhez a modell által rendelt valószínűségi változót. Amennyiben az ügyfelet véletlenszerűen választjuk, de a „rossz” ügyfelek halmazából, úgy SD jelölje a hozzá rendelt valószínűségi változót. Amennyiben az ügyfelet véletlenszerűen választjuk, de a „jó” ügyfelek halmazából, úgy SND jelölje a hozzá rendelt valószínűségi változót. Ekkor a következő egyenlőségeket írhatjuk fel:

HR(C) = P(SD < C) és FAR(C) = P(SND < C).

Hogy aR–t is kiszámíthassuk szükség van P(ST < C) kiszámítására, melyre a következő egyenletet írhatjuk fel:

P(ST < C) = { ND * P(SD < C) + NND * P(SND < C) } / (ND + NND)

Mivel  és   folytonos eloszlású függvények, P(SD = C) = P(SND = C) = 0.

Ezeket felhasználva:
aR = ∫ P(SD < C) d P(ST < C) – 0.5 = 

= {[ ND * ∫ P(SD < C) d P(SD < C) + NND * ∫ P(SD < C) d P(SND < C) ] / (ND + NND) } – 0.5 =

= {(0.5 * ND + NND * A) / (ND + NND)} – 0.5 =

= NND * (A – 0.5) / (ND + NND)

Felhasználva az aP–re és aR–re kapott eredményeket: 

AR = aR / aP = NND * (A – 0.5) / (0.5 * NND) = 2(A-0.5)
Tehát egy adott modell ROC görbéje alatti terület alapján a modell CAP görbéje és a véletlenszerű modell CAP görbéje közti terület kiszámítható, és fordítva.

Adatbányászat a bankokban

A pénzügyi szektor a gazdasági élet szereplői körében elsők között kezdte alkalmazni az adatbányászat technikáit. Ennek oka valószínűleg a matematikai statisztika elterjedtségében, a pénzügyi matematika kiforrottságában keresendő, melyek megfelelő táptalajt nyújtottak az újabb módszerek bevezetésének.

Az adatbányászat alkalmazásával végső soron a profit növelése a cél, de ennek eléréséhez számos részfeladat optimális(abb) megoldása szükséges. 

Szakterületeket tekintve ezen részfeladatok leginkább a kockázatelemzés és a CRM (Customer Relationship Management) területein jelentkeznek. Ezen területeken már számos típusfeladat kristályosodott ki, melyek adatbányászati módszerekkel való megoldására sablonszerű eljárások születtek. A kockázatelemzés területén szinte ipari szabványokról beszélhetünk.

1.16 Kockázatelemzés

A kockázatelemzés számára különösen fontos az adott eljárás által a változókhoz rendelt paraméterek ismerete, értelmezése. Ezért a mesterséges neurális hálózatok használata igen ritka ezen területen. A használható módszerek szűkössége és a terület fontossága, jól definiált feladatai azt eredményezték, hogy a legtipikusabb modellezési eljárások szabványosnak tekinthetők. 

A terület legfontosabb, modellezéssel megoldható feladatai:

· Hitelpontozó kártyák fejlesztése

· Bázeli paraméterek becslése

· Behajtási pontozókártyák fejlesztése

1.16.1 Hitelpontozó kártyák (Credit scoring)

A pénzügyi termékek egyik specialitása, hogy azok értékesítésével még jár együtt a profit megszerzése. Sőt, a nem megfelelő minőségű ügyfélkör által hordozott kockázat a nem megszerzett profiton túl, még tőketartalékost is von maga után. 

Egy hiteltermék esetében az ügyfél számára kiadott hitel csak akkor kezd el profitot termelni, ha a kezelési költség és a kamatbevételekből származó összeg jelenértékének összege nagyobbá válik, mint a hiteltermék kezdeti költsége. A hosszú futamidő alatt ez azt jelenti, hogy a hiteltermék értékesítése jó ideig csak veszteséget jelent a bank számára, majd miután a nyereséges szakaszba ér a hitel, a profit csak lassan emelkedik az idő előre haladtával. A profit megszerzésének tényén túl, a profit mennyisége is kérdés, hisz egy előtörlesztés jelentősen befolyásolja az elérhető profit nagyságát.

Ezek után nem csoda, hogy a kockázatelemzés egyik kiemelt feladata a hiteligénylések elbírálása. Ez a folyamat jó ideig manuálisan történt, szakértői megérzésekre hagyatkozva. Majd azt felváltották a kezdeti hitelpontozó kártyák, melyek már statisztikai módszerekkel készített modellek voltak, de egy adott hiteligénylésre manuálisan kellet alkalmazni a modellt. Emiatt igen fontos volt, hogy a modell ne legyen túl bonyolult, egy átlagos hitelügyintéző véges időn belül ki tudja ezeket értékelni.

Az informatikai rendszerek fejlődésével a hitelpontozó kártyák, hiteligénylésekre való alkalmazása automatizálttá vált. Megmaradt azonban az igény a modellek emberek általi értelmezhetősége iránt. A becsült együtthatók rendszere nem lehet „fekete doboz”, a neurális hálózatok alkalmazása így e területen nem terjedt el. Az alapfeladat egzakt megfogalmazhatósága és gyakorisága azonban kitermelte a szakemberek által általánosan elfogadott módszertanokat, melyek szinte ipari szabványként működnek.

Hitelpontozó kártyákon belül a következő típusokat különböztetjük meg:

· Igényléskori (application score card)

· Viselkedési (behaviour score card)

Az igényléskori hitelpontozó kártyák fejlesztésének célja, hogy a hiteligénylő lapon található kérdésekre adott válasz alapján el lehessen dönteni, ki lesz „rossz” adós és ki lesz „jó” adós. A viselkedési pontozó kártyák a hiteligénylőlap adati mellett az ügyfél banknál lévő termékein tapasztalható viselkedési adatait is felhasználja független változóként a modellben. Mivel a becsült változó egy valószínűség, így a „jó” és „rossz” kategóriákba sorolás tulajdonképpen egy valószínűségi érték (cutoff) választásának kérdése.

Felügyelt tanulásról lévén szó, a modell építésénél szükség van a „rossz” adósok meghatározására. A gyakorlatban a késedelem definiálására a 15, 30, 60, 90 és 180 napokat szokták használni. Az igazi rossz ügyfél természetesen a 180 napos késedelembe került, hisz ha valaki 90 napos késedelem után visszafizeti a tartozását, az a büntetőkamatok miatt még többletprofitot is termel a bank számára. 180 napot választva a „rossz” ügyfelek definiálására azonban a minta túl kicsi lesz megbízható modell építésére. Ezért általában valamilyen köztes megoldást szoktak választani, amit akár a kisebb késedelembe kerülések számával kombinálnak. Például 60 napos késedelem vagy 3-szor 30 napos késedelem, élve azzal a feltételezéssel, hogy a többszöri kisebb késés nagyobb valószínűséggel jelent fizetésképtelen állapotot, mint az egyszeri, mely tény az adott szituációban könnyen ellenőrizhető.

További fontos kérdés a késedelembe került tartozás összege: a véletlenekből adódó pár száz forintos tartozás miatti 60 napos késedelem összehasonlítható-e a teljes törlesztőrészlettel való 60 napos késedelemmel? Természetesen erre is kell megszorításokat tenni.

A modell eredményének értelmezhetősége miatt a független változók kiválasztása fontos kérdés a hitelpontozó kártyák fejlesztésénél. Erre a célra az információs értéket használhatjuk, ami azt mutatja meg, hogy egy adott változó különböző értékei/értéktartományai mellett mennyire eltérőek a „rossz” adósok arányai. Jó változó esetén komoly eltérések tapasztalhatók. Ehhez természetesen a sok különböző értékkel rendelkező diszkrét változók és a folytonos változók kategorizálására van szükség, ahol a kategorizálástól lényegesen függ a változó információs értéke.

A kategorizált változók egyes értékeihez vagy azok interakcióihoz pontszámot rendelünk, majd az ügyfelekhez tulajdonságaik alapján hozzárendeljük a megfelelő pontokat, melyek összege adja az ügyfélre jellemző pontszámot. Az így kapott pontszám természetesen megfeleltethető egy valószínűségnek, ám a könnyebb használhatóság kedvéért a modellek végeredményét pontszámként szokás megadni.

1.16.2 Basel II

Az új bázeli tőkemegfelelési szabályozás a bankok kockázatvállalásainak következtében képzendő tőkekövetelmény számítására vonatkozó előírásokat tartalmazza. Ennek értelmében beszélünk hitelkockázatról, piaci kockázatról és működési kockázatról.

Bár egyéb kockázatok meghatározásában is lehet adatbányászati módszereket alkalmazni, a hitelkockázat mérésére terjedtek el leginkább ezek a módszerek Azon belül is lakossági és mikrovállalati szegmens hitelkockázatának számítására nyújt lehetőséget, hisz ezen szegmensekben található a statisztikai módszerek alkalmazásához elegendően nagy számú ügyfél, ügylet. 

Az új bázeli tőkemegfelelési szabályozás a banki könyvben szereplő kockázatvállalások hitelkockázatának tőkekövetelmény számítására három megközelítést tesz lehetővé: 
1. Alap IRB (Internal Rating Based – Belső Minősítéseken Alapuló) módszer

2. Fejlett IRB módszer

3. Sztenderd módszer (Standardised Approach)

A bázeli új tőkeegyezmény legnagyobb jelentőségű újítása a hitelkockázat tőkekövetelményének számítására alkalmazható belső minősítésen alapuló módszerek

(Internal Ratings-Based Approaches, IRB) bevezetése. E megközelítés lehetővé teszi a széleskörű minimumfeltételeket kielégítő bankok számára a saját belső minősítési rendszerük által generált minősítések és kockázati komponensekre vonatkozó belső becsléseik felhasználását a hitelkockázat tőkekövetelményének meghatározására.

Az új szabályozás legfontosabb célja, a közgazdaságilag szükséges tőke és a szabályozói tőkekövetelmény közelítése, a belső minősítésen alapuló tőkeszükséglet számítás révén teljesül leginkább. A Bizottság ezen új módszerek bevezetésével a bankokat egyben kockázatelemzési rendszereik fejlesztésére ösztönzi, hiszen az ily módon számított tőkekövetelmény a jelenlegi egyezmény szerinti és az új egyezményben továbbfejlesztett standard módszer által eredményezett tőkekövetelménynél várhatóan alacsonyabb. E módszerek a bankoknak nagyobb szabadságot adnak a tőkekövetelmény meghatározásában, hiszen saját becsléseiket használhatják fel, de a megbízható és biztonságos működéshez, a megfelelő tőkekövetelmény szintjének biztosításához a módszerek alkalmazása felügyeleti engedélyhez kötött. A felügyeleti hatóságok a módszer bevezetésekor és azt követően az alkalmazás során folyamatosan vizsgálják a Bizottság által felállított széleskörű, minősítési rendszerre, kockázatelemzési folyamatokra, belső ellenőrzésre vonatkozó minimumkövetelmények teljesülését. 

A kielégítendő feltételek köre és szigorúsága függ attól, hogy az adott intézmény az alap-, vagy a fejlett módszert kívánja-e alkalmazni. Az alapmódszerben a bank csak a nemfizetés valószínűségét (PD – Probability of Default) becsüli, a többi paramétert a Bizottság adja meg. A fejlett módszerben viszont már a kockázati komponensek mindegyikére (PD – nem-teljesítés valószínűsége, LGD – nemteljesítéskori átlagos veszteség, EAD – nem-teljesítéskor a kockázati kitettség értéke) a minősítési kategóriákhoz rendelt saját becsült értékeket alkalmazza a tőkekövetelmény számítás során. [PSZÁF]

A Basel II ajánlásra épülő, kötelezően bevezetendő CP3 egyértelműen kimondja, a bankoknak 2006 végére el kell készülniük saját fejlett, belső minősítésen alapuló paramétereik meghatározásával, és ezt az adott határidőre a PSZÁF hivataslosan el is kell, hogy fogadja. 
A minősítési rendszer kialakításának célja, hogy csak az azonos kockázati jellemzőkkel (PD, LGD) rendelkező kockázatvállalások kerüljenek azonos minősítési kategóriába, amelyet tapasztalati adatokkal alá kell támasztani.

A kockázati komponensek becslésére és a minősítési kategóriába való besorolásra alkalmazott statisztikai (scoring) modellek és egyéb módszerek  a rendelkezésre álló információ egy részét tudják a modellbe beépítve felhasználni. Ezért szükséges a szubjektív elemek beépítésére, és a modell megfelelő használatának ellenőrzésére az emberi tényező is, amelynek felülírási jogát rögzíteni kell. A banknak bizonyítania kell, és empirikus adatokkal alátámasztani, hogy a scoring modellnek jó előrejelző képessége van, megfelelően reprezentatív a modellépítésre felhasznált adatállomány, és ily módon a számított tőkekövetelmény a valódi kockázatokat tükrözi. 

A fejlett belső minősítési módszert választó bankok számára a szabályozás egyúttal megteremeti az ügyfelek ügyleteivel járó kockázatok objektív összehasonlíthatóságát. Így a portfolió összetételére hatást gyakorló különböző forgatókönyvek hatása kockázati szempontból közvetlenül mérhetővé és összehasonlíthatóvá válik a fő kockázati komponensek felhasználásával. Egyúttal lehetővé válik ezen paraméterek felhasználása egy több szempontot figyelembe vevő célfüggvény előállítására. [Basel 2000] [Basel 2001]
A harmadik mennyiségi hatástanulmány (QIS3) eredményei szerint az új Bázeli Tőkeegyezményben tervezett változások hatására a résztvevő magyar bankok szavatoló tőke szükséglete a jelenlegi minimum követelményhez viszonyítva 12,2%-kal emelkedik. (Magyarországon 8 bank vállalta a részvételt a QIS3-ban, mindegyikük a standard módszert választotta.) [Basel QIS3]

A harmadik mennyiségi hatástanulmány globális eredményei alapján a Bizottság a várakozásokkal összhangban állónak értékelte az eredményeket. Külön kiemelték azt, hogy a nagy, nemzetközileg aktív bankoktól, ahol a standard módszer a tőkekövetelmény legnagyobb mértékű növekedését eredményezné, a Bizottság kimondatlanul is a szofisztikáltabb, és a jelenleginél alacsonyabb tőkekövetelményt eredményező IRB módszerek alkalmazását várja el.
Ugyanezen tényre mutatott rá Seregdi László 2003. május 16-i tanulmányában is, melyben kihangsúlyozza, hogy egy adott országban az új tőkekövetelmény számítás hatása jelentősen függ az adott bankrendszer specialitásaitól és a választott módszerektől. [Seregdi]
A Pricewaterhouse Coopers a „A piaci szereplőkre gyakorolt hatások” című tanulmányában már egyenesen a bankok eltűnéséről beszél, amennyiben nem tudják megfelelően kielégíteni az új bázeli egyezmény minimum feltételeit. Továbbá felhívja a bankok figyelmét arra a tényre, hogy ez a program élete folyamán folyamatosan változik, mely változásokat aktívan követni kell, és hogy az adatokkal és a rendszerekkel kapcsolatos kihívásokat nem lehet egymástól elkülönítve kezelni. [PWC]
Mindezen tények függvényében megállapítható, hogy a közeljövőben igen fontos feladat lesz a bankok számára megfelelő belső minősítési rendszert kialakítani, és minél pontosabban meghatározni a fejlett módszerhez szükséges paramétereket (PD, LGD és EAD) a minimumkövetelményeket kielégítő módon. Külön érdemes megemlíteni, hogy az ajánlás nem rendelkezik a különböző paraméter-meghatározások esetén az alapul szolgáló ügyfél-csoportosításokról, illetve a CRM kampányok és egyéb módon megszerzett ügyfelek által behozott kockázat megkülönböztetéséről, annak figyelembe vételéről, sem az ügylet alapú modellek ügyfél szintre aggregálásának módszertanáról. 
Az ügylet szintű modellek előállítására számos jól kidolgozott és elméletileg megalapozott módszert találhatunk a szakirodalomban, melyek alkalmazási területtől függetlenül kerültek kialakításra. Ilyenek például a regressziós modellek, döntési fák, neurális hálók, illetve ezek hibrid megvalósításai. [Futó] [Han, Kamber] [Tang, Thomas, Thomas, Bozzetto] 

A különböző technikák üzleti környezetben való alkalmazhatóságáról is részletes szakirodalmat találhatunk. Erre példa Kovalerchuk és Vityaev tanulmánya, melyben a különböző adatbányászati technikák üzleti alkalmazásáról írnak. [Kovalerchuk, Vityaev]

Az ügyfelek adott ügyletre vonatkozó fizetésképtelenség állapotának bekövetkezési valószínűségét (bedőlés) előre jelző modellek validálásáról  és az adott modell jóságának számszerűsítési lehetőségeiről ír Sobehart, Keenan és Stein. [Sobehart, Keenan, Stein] Bár tanulmányukban a bedőlés modellezésére fókuszálnak, az érintett módszerek ekvivalens módon átültethetők válaszadási, lemorzsolódási és tulajdonképpen bármilyen bináris célváltozó előrejelzésére irányuló modell esetére. Ezen számszerű jellemzők alkalmasak a modellek megbízhatóságának objektív mérésére. 

Egy adott jelenség modellezésére számos modell készíthető, melyekből később vagy a legjobbnak minősülő modellt kell kiválasztani [Biernes], vagy a modellek aggregálásával kell előállítani a végső modellt [Hoeting, Madigan, Raftery, Volinsky], [Raftery, Gneiting, Balabdaoui, Polakowski]. 

1.17 Ügyfélkapcsolat menedzsment (CRM – Customer Relationship Management) 
Az ügyfél-kapcsolat kezelése (Customer Relationship Management (CRM)) egy újfajta stratégia, mely az ügyfelek megszerzésének és megtartásának új módszerét jelenti. [Kiss] 

Ennek az új megközelítésnek az alapját az képzi, hogy az ügyfelekről felgyülemlett vagy beszerezhető rengeteg információt használjuk fel az üzleti stratégia kialakítása során. A megközelítésnek egyaránt része a felgyülemlett adatvagyon analitikus módion való kiaknázása, az ügyfelekkel való kommunikáció szabályozása és a kommunikációs csatornák hatékony kihasználása. Ennek megfelelően a CRM három rétegét szokás megkülönböztetni:

1. Analitikus

2. Operatív

3. Kollaboratív

A 3 réteg szervesen egymásra épül, tulajdonképpen egyik réteg sem használható ki igazán értelmes módon a többi nélkül. Az sem véletlen, hogy napjainkban vált ennyire életképessé, ez a tulajdonképpen trivialitásokon alapuló megközelítés, hisz az egész alapját az informatika nagymértékű fejlődése teremtette meg. 

A felgyülemlett adatvagyon feldolgozása, elemzése mára vált realitássá az adattárházak és adattárház alkalmazások elterjedésével. Nagymértékű segítséget jelentett továbbá az adatbányászati szoftverek felhasználóbarát kialakítása is. Miután a lehetőség megteremtődött, természetessé vált az igény, az adatvagyon sokrétű feldolgozására. Ennek eredményeképpen szegmentálhatjuk ügyfeleinket, jobb képet kapva így az ügyfélkör összetételéről. Megbecsülhetjük a kampányokra való reagálás tényét, ami a költségek optimálisabb felhasználását eredményezi. Feltérképezhetjük, melyik ügyfél tervezi rövid időn belül elhagyni a bankot, így lehetőség nyílik ennek megakadályozására.

Az elemzések azonban önmagukban nem sokat érnének, eredményeiket be kell építeni a mindennapi folyamatba. Akciókat kell tervezni az elvándorlások megelőzésére, optimálisan kell végezni a kampánytevékenységet, figyelembe kell venni a marketing tevékenység során az ügyfélkör tulajdonságait. Ahhoz viszont, hogy az akciók tényleg működhessenek, ki kell alakítani a CRM-mel foglalkozók közti kommunikációs és munkamegosztási feladatokat. Így válhat az analitikus CRM eredménye, a kollaboratív CRM tevékenységen keresztül, s az operatív CRM tevékenységgel lezárulva, üzleti értékké.

Az analitikus CRM tevékenység leginkább kiforrott feladatai a következők:

· Ügyfelek szegmentálása

· Válaszadási modellek építése

· Lemorzsolódás elemzése

· Termékkosár elemzés

· Ügyfélérték számítása

Bármely tevékenységet is vizsgáljuk, a végcél az, hogy a meglevő ügyfelek hűségét és elégedettségét növeljük, illetve a ügyfelek körét elvárásainknak megfelelően bővítsük. Ez minden iparágra vonatkoztatható, és mindenütt a versenyképesség és végső soron a profit növekedését jelenti. 

1.17.1 Ügyfelek szegmentálása

Az ügyfélkör feltérképezése az egyik legelső lépés, amit a hatékony marketingtevékenység kialakításához el kell végezni. Ennek alapját jelenti az ügyfélkör

· demográfiai adatainak megismerése: 

· Hány évesek az ügyfeleink?

· Mennyi ideje bankolnak nálunk?

· Többségében férfiak vagy nők, belföldiek vagy külföldiek?

· Az ország mely részén laknak? Megyénként, főváros/egyéb nagyváros/vidék bontásban jelentkeznek-e különbségek?

· Jövedelmük szerint a lakosság mely rétegéhez tartoznak?

· …

· Banki termékekkel kapcsolatos információk:

· Milyen termékekkel rendelkeznek?

· Hány termékkel rendelkeznek?

· Milyen csatornákat használnak: bankfiók, telefon, Internet?

· Milyen tranzakciós szokásaik vannak: ATM, POS, pénztár?

· Milyen gyorsan fogyasztják le számlájukat?

· Milyen gyakran és mekkora összegben kötnek le betéteket? Árérzékenyek-e?

· Milyen a hiteltörlesztési moráljuk?

· …

Természetesen még számtalan kérdést lehet feltenni. Sőt külön érdekes lehet az eltérő termékekkel rendelkező ügyfelek egyéb paraméterekben való eltéréseinek vizsgálata is.

Ezen feltáró jellegű információk már önmagukban is rengeteget elárulnak az ügyfélkörről. 

Továbblépésként szegmentálhatjuk ügyfeleinket, mely szegmentálás alapját a következő típusú információk alapján szokás elvégezni:

· Demográfiai szegmensek

· Termékekkel való rendelkezés

· Tranzakciós viselkedés

· Jövedelmezőség

· …

Bármelyik adatkör alapján is végezzük a szegmentációt, a többi adat rendelkezésünkre áll, hogy a kialakított szegmenseket profilozzuk. 

Üzleti ökölszabályként azt szokták mondani, hogy akkor sikeres a projekt, ha a kialakított szegmenseket valamilyen üzleti szempontból jól értelmezhető névvel tudjuk ellátni.

A szegmentációs projektek egyik legszebb végeredménye az, ha sikerül beazonosítani azon réteget, akik a profit nagy részét hozzák és azokat, akik nem hoznak profitot vagy akár veszteséget termelnek. Ezáltal az eltérő szegmensekre eltérő marketing stratégiát tudunk kialakítani. A jövedelmező szegmensnél erősíthetjük a bankkapcsolatot, megakadályozhatjuk a lemorzsolódást, míg a nem profitábilis szegmensnél akár  fel is hagyhatunk minden ügyfélkapcsolatra fordított tevékenységgel. A köztes csoportokat pedig megfelelő folyamatok kialakítása révén jövedelmezővé próbálhatjuk tenni.

1.17.2 Válaszadási modellek

A CRM tevékenységet sokszor úgy értelmezik, mint a kampányok támogatásának fő eszköze. Bár ez a megközelítés helytelen, mégis jól mutatja a kampányok támogatásának, mint tevékenységnek a fontosságát. Elég arra a mára közhellyé vált mondatra gondolni:

"Minden második marketingre költött forint kidobott pénz, csak azt nem tudjuk, hogy melyik."
Az ideális kampánytevékenység egy körfolyamatot alkot:


[image: image9.png]



Ábra 10: Kampánytevékenység körfolyamata

Minden kampány előtt elemezni kell a meglévő ügyfélkört. Döntést kell hozni, mi a cél az adott kampánnyal. Akvirálni akarunk új ügyfeleket, vagy a meglévőket akarjuk jövedelmezőbbé tenni? Hogyan tudjuk megvalósítani a kitűzött célt? Ki legyen a célcsoport? Milyen termék(ek)et ajánljunk ki és milyen paraméterekkel? Mik voltak az előző kampányok tanulságai? Ilyen típusú kérdések megválaszolása szükséges ahhoz, hogy a kampánytervezés folyamata elindulhasson. Miután tisztáztuk a célt, jöhet a modell építése, amennyiben erre szükség/lehetőség van. Ebben a fázisban van az adatbányászatnak a legnagyobb szerepe. A kampány céljától függően lehet ez válaszadási modell, lemorzsolódás analízis vagy bármi egyéb. Miután a modell előállt, lehetőségünk van számszerűsíteni az elvárt eredményt. Ideális esetben láthatjuk a válaszadási rátát, az elérhető profit nagyságát, beáramló kockázat mértékét, a leghatékonyabb csatornát, és ezen információk segítségével meghatározható az optimális célcsoport nagysága. Sok esetben azonban nem rendelkezünk teljes képpel, ilyenkor már az ügyfelekhez rendelt különböző pontszámok általi priorizálás is segítséget nyújthat. Ha előállt a célcsoport, elindul a kampány. Itt az operatív CRM-nek van nagy szerepe, hisz a kialakított folyamatok határozzák meg az ügyfelekkel való kommunikáció mikéntjét, melynek igen nagy befolyása van a kampány kimenetére. A kampány befejeztével pedig, jöhet a visszamérés, ahol ismét szerepet kaphat az adatbányászat. Nyomon követhetjük hogyan változott a portfolió a kampány hatására, összehasonlíthatjuk újonnan szerzett ügyfeleinket a már meglévőkkel, újabb alapadatok termelődnek az újabb modellek készítéséhez és ezzel már kezdetét is veszi az újabb kampánytervezési ciklus.

1.17.3 Lemorzsolódás előrejelzése (Churn analysis)

Az pénzügyi piacokon már jelenleg is igen éles a verseny. Egyre nagyobb költséget jelent az új ügyfelek megszerzése, emiatt fokozott figyelem kíséri a már meglévő ügyfeleket. Egy profitábilis ügyfél elvesztése esetén, a veszteséget mérhetjük a rajta későbbiekben már nem elérhető hasznon, vagy a helyette megszerzendő ügyfélre allokálható költségek összegén. A piacra általánosan jellemző növekedési stratégia megköveteli az elvándorlás minimalizálását. A veszteségek elszenvedése helyett, az egyéni kedvezmények is alacsonyabb profitcsökkenéssel járnak, így a lemorzsolódás előre jelzése kitüntetett figyelemnek örvend a CRM tevékenységen belül. 

A lemorzsolódás előrejelzése igen bonyolult feladat. Számos üzleti döntés meghozatalát igényli:

· Mit tekintsünk lemorzsolódásnak: inaktívvá válás is lemorzsolódás, vagy csak a bankkapcsolat felbontása?

· Lemorzsolódik-e egy ügyfél, ha több termékkel is kötődik a bankhoz, és az egyikkel való kapcsolatát megszűnteti?

· Milyen profitabilitású ügyfelek lemorzsolódását kívánjuk meggátolni? Eltérően viselkednek lemorzsolódás előtt a különböző profitabilitással rendelkező ügyfelek?

· Lemorzsolódás előtt mennyi idővel jelezzünk előre?

Az egyik legegyszerűbb megközelítés, ha azt mondjuk, hogy csak a magas profitabilitású ügyfelekkel foglalkozunk és csak azokkal a termékekkel, amelyek nagy jövedelmezőséget jelentenek. Az inaktívvá válást pedig lemorzsolódásnak tekintjük, hisz végső célunk, a profitszerzés szempontjából nem számít, hogy hivatalosan le is zárja az ügyfél a kapcsolatát vagy csak egyszerűen nem használja a bankot.

A legnehezebb kérdés, hogy a lemorzsolódás előtt mennyi idővel jelezzük előre az elvándorlás tényét. Ennek megválaszolásához fel kell mérni a reakcióidőt. Gyakorlati szempontból nem sokat ér, ha azt mondjuk, hogy előre jelzéseink szerint holnap az ügyfél lezárja bankunkkal folytatott kapcsolatát, hiszen nincs időnk reagálni, elemezni a elvándorló ügyfélkört és egy mindkét fél számára előnyös ajánlatot kidolgozni. Másik oldalról nézve viszont minél hamarabb kívánjuk előre jelezni a lemorzsolódást, annál kisebb eltéréseket kell tudnunk felfedezni a viselkedési mintában. A döntés tehát egy egyensúlyi helyzet kell legyen, melyben a modellezés és az új ajánlat kidolgozása egyaránt lehetséges.

Elemzési szempontból a lemorzsolódást leginkább a tranzakciós viselkedés jelzi előre. Olyan mintákat kell keresnünk a viselkedésben, melyek az átlagos hóközi tranzaktálási szokásokbani eltérésekhez képest prediktálhatják a lemorzsolódás tényét. Ilyenek lehetnek például a lekötések sűrűségének csökkenése, a számlaegyenleg szokatlan mértékű csökkenése, a pénzfelvételekben jelentkező hirtelen eltérések. 

Amennyiben szeretnénk elkerülni az idősorok elemzését, bevezethetünk olyan változókat, melyek az adott hónap, vagy elmúlt 3 hónap átlagértékeit viszonyítja az adott időszak előtti félév vagy év átlagértékéhez. Ily módon válaszadási modelleknél vagy hitel pontozókártyák fejlesztésénél szokásos módszereket használhatjuk. 

1.17.4 Termékkosár elemzés

A termékkosár elemzés egy a kereskedelemből átvett módszer. Alapvető célja, hogy felderítsük mely termékek járnak együtt. Mivel pénzügyi termékek esetén ritka, hogy valaki egyszerre többet vesz igénybe, itt tulajdonképpen a szekvencia elemzésről van szó. Segítségével felderíthetjük, hogy az egyes kezdőtermékek esetén, mely termékeket érdemes következőként ajánlani. 

Az elemzés során nagyon fontos figyelembe venni a termékfelvételek ideje közti különbségeket. Egyidejű, vagy nagyon közeli termékfelvételek esetén könnyen lehet, hogy a minta egy részénél az adott termékeket csak együtt lehetett felvenni. Tipikus példa a kötelezően nyitandó folyószámla. Egyes szoftverek beépítve tartalmazzák, hogy a 100%-os szabályokat figyelmen kívül hagyják, azonban a piaci változásokra reagálva ezen szabályok gyorsan változhatnak, így nem mindig jelentkeznek 100%os szabályként. A két termék felvétele közti túlzottan nagy időtáv (például 5 év), pedig másként értelmezendő, mint egy átlagos időtáv (például fél év).

1.17.5 Ügyfélérték-számítás

Az ügyfélérték számítás napjainkban egyik legfontosabb kérdése a bankok számára. Az egyre fokozódó piaci verseny közben nincs lehetőség minden ügyfelet a legmagasabb színvonalon kiszolgálni. Ennek következtében profitabilitási szempontok alapján differenciálják ügyfeleiket, s a legértékesebb ügyfelek számára biztosítják a legmagasabb szintű kiszolgálást, míg a legkevésbé értékes ügyfelek kapják a legalacsonyabb szintet. Kulcskérdés azonban az ügyfél értékének meghatározása. Egyszerre kell figyelembe venni az ügyfél jelenlegi állapota szerinti jövedelmezőséget és a jövőben nagy valószínűséggel elérhető jövedelmezőséget. [Mayer] [Howes, Morosi] [Velenczei1] [Velenczei2]. Fontos azonban megjegyezni, hogy ezen módszertanok nem térnek ki a tőkekövetelmény számítás alapjait képző paraméterek felhasználási lehetőségeire, sem más területtel való összehasonlíthatósági kérdésekre.

Az ügyfélérték számítása nem tekinthető jól definiált feladatnak, abban az értelemben, hogy minden szervezet számára más jelenti az értékes ügyfelet. Egy adott ügyfél értéke a különböző célok szempontjából jelentősen eltérő lehet. Ügyfelek összehasonlítását tekintve pedig sajnos elmondható, hogy eltérő szempontok szerint vizsgálva az ügyfeleket, eltérő lehet a válasz, hogy melyik ügyfél az értékesebb. Mindebből az következik, hogy az ügyfélérték számítás projektek egyik kulcskérdése a célok definiálása, melynek eléréséhez kívánunk támogatást nyújtani az ügyfélérték számítással. 

Általánosságban az ügyfélérték-számítás az ügyfélben rejlő (jelenlegi és jövőben nagy valószínűséggel elérhető) potenciál nagyságát kifejező mutató, vagy mutatók rendszere.

A fedezet alapú ügyfélérték-számítás módszertana a pénzügyi tényezőket állítja előtérbe: ügyfél által generált árbevétel és az ügyfél miatt keletkező költségek különbsége.

A számítás időtartama: teljes életciklusra vagy adott időtávra (pl. üzleti tervezés időtartama vagy 1 év) vonatkozik. A legelterjedtebb gyakorlati módszer, hogy az üzleti tervezés időszakát vizsgálják (3-5 év), mivel a teljes életciklusra vetített becslések igen nagy hibával rendelkeznek. Nehéz elképzelni, hogy egy ügyfelet értékesebbnek tekintünk másoktól, mert az előrejelzések szerint 10 év múlva igen jövedelmezővé válik. A gyorsan változó gazdasági környezet, a versenytársak lépései olyan mértékben lehetnek befolyással az ügyfélkörre, hogy ilyen időtáv esetén már megbízhatatlanak a becslések. 

Az ügyfélérték olyan tényezőkön kell alapuljon, mely kapcsolódik a bank egyéb kimutatásaihoz, tervadataihoz. Itt is fontos megemlíteni a bázeli paraméterek / credit scoring projekt használatának összehasonlíthatóság szempontjából következő előnyösségét. Használatukkal lehetőség nyílik a CRM tevékenység hatására bekövetkező portfolió változás irányának és mértékének a kampány tervezés pillanatában való előrejelzésére.

A különböző élethosszúságú ügyfelek összehasonlíthatósága végett a pénzben kifejezhető mértékeket jelenértékre kell diszkontálni.

Az ügyfélérték 2 összetevőre bontható:

1. Jelenlegi ügyfélérték

2. Ügyfélpotenciál (Jövőbeni várható viselkedéséből becsült jövedelmezőség – Analitikus CRM)


[image: image10]
Ábra 11: Ügyfélérték összetevői

A mátrix egyik tengelyében a jelenlegi ügyfélérték áll, mely első megközelítésben jól becsülhető az ügyfélből származó bevételből. (Kontrolling típusú jövedelmezőség számítás). Idővel ez az információ finomítható a szegmensekre vetített költségekkel, majd az ügyfélszintű bevétel- és költségadatok alapján - figyelembe véve a csatornákra jellemző kommunikációs különbségeket - folyamatosan és pontosan mérhető.

A mátrix másik tengelyében az ügyfélpotenciál szerepel. Ez a kezdeti fázisban az ügyfél egyedi szintű potenciáljával becsülhető: például jövedelme. Későbbiekben adatbányászati módszerekkel prediktálva, figyelembe vehető az ügyfél egyes termékek felvételére való hajlandósága, lemorzsolódási valószínűsége (Analitikus CRM), bedőlési valószínűsége, bedőléskori tényleges veszteség becslései (Basel II).

A kiinduló helyzetben a jelenlegi ügyfélérték és ügyfélpotenciál mentén megképzett stratégiai szegmensekre egyedi szegmensstratégiák alakíthatóak ki, s a CRM akciók révén a magas jelenlegi és jövőbeli ügyfélértékű szegmens arányának növelése a cél. 

Tekintsük jelenlegi ügyfélértéknek azt a nyereséget, melyet az ügyfélen az adott pillanatban birtokolt termékportfolióval el tudunk érni. Ez esetben minden, az ügyfél által birtokolt termékre ki kell számítani az adott termékeken realizálható profit mértékét adott időtávra, jelenértékre diszkontálva. Minden termék esetén ezen összegből le kell vonni az adott terméken realizálható veszteség várható értékét (bedőlés valószínűségének és a tényleges veszteség szorzata) vagy a lemorzsolódásból fakadó veszteség várható értékét (lemorzsolódás valószínűségének és a lemorzsolódás miatt bekövetkező veszteség mértékének szorzata) attól függően, hogy lemorzsolódás vagy bedőlés gyanús ügyfelet vizsgálunk. Továbbá levonandóak még a termék létéből fakadó egyéb járulékos költségek. Majd ezen különbséget összegezve minden az ügyfél által birtokolt termékre, kapjuk a meglévő termékeken realizálható nettó profit várható értékét.

Az ügyfélpotenciál előállításához érdemes figyelembe venni az ügyfelek termékfelvételi hajlandóságát (Cross-Sell, Up-Sell) becslő modellek, a felvétel esetén keletkező bedőlési valószínűségek és várható veszteségek felhasználásával számítható jövőbeni jövedelmezőség várható értékét. A számítás menete megegyezik a jelenlegi ügyfélérték számításánál írtakkal, csak a várható érték számításához meg kell szorozni a kapott eredményt az adott termék felvételének valószínűségével.

Eredményeként olyan ügyfélpotenciál állítható elő, mely már egy kampány indításakor előre jelzi a portfolió várható változásának mértékét, marketing és kockázati szempontú megközelítésben egyaránt. 

Az ügyfélérték-számítás eredményeként előálló ügyfélérték mutatórendszer bevezetése megteremti annak lehetőségét, hogy ügyfeleinket elhelyezzük a „jelenlegi ügyfélérték” – „ügyfélben rejlő potenciál” kétdimenziós térben és a CRM kampányokkal célzottan tudjuk átsorolni ügyfeleinket a stratégiai célok szempontjából hasznosabb szegmensekbe.

1.17.6 Kampány menedzsment eszközök

A sikeres CRM tevékenység csak jól célzott kampányokkal, jól definiált folyamatokkal és a társterületekkel való szoros együttműködéssel képzelhető el. Ilyen sokrétegű, sok kapcsolati ponttal rendelkező tevékenység informatikai támogatás nélkül csak nagyon nehezen valósítható meg. A teljes folyamat támogatására kampány menedzsment eszközt vezethetünk be, mely szorosan integrálódik az egyéb adattárház alkalmazásokhoz. 

Általában az adatpiacból származó adatokon dolgozik, majd eredményeit is oda írja vissza. Adatbányászati megoldást nem kell tartalmazzon, de azok által épített modellek futtatására ideális esetben képes.

A kampánymenedzsment eszközök főbb jellemzői:

· Integrálja kampány folyamatokat és az adatbányászati modelleket.

· Csatornák és ajánlatok optimalizálása

· Többcsatornás (multi-channel) és többlépcsős (multi-stage) kampányokat is támogat.

· Kampánylista leválogatását analitikai megoldásokkal támogatja.

· Kampánylista leválogatás egyszerű kezelhetőségével csökkenti az IT terheltségét.

· Nagy méretű kampányokhoz kapcsolódó kommunikációs tevékenységek támogatása.

· Számos formátumú lista előállítására képes: e-mail marketing, sms-marketing.

· Ügyfél elérhetőségi adatokat frissítve tárolja.

· Ügyfélkapcsolati-történeti adatbázis előállítására képes.

· Kampányok előállításának dokumentációját kezeli.

· Kampányok eredményességének visszamérését automatizáltan támogatja.
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